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OZET

ILAC-ILAC ETKILESIMLERINi MAKINE OGRENMESIYLE
TESPIT EDEN TAHMIN MODELI

Sener, Ahmet
Yiiksek Lisans Tezi, Lisanstistii Egitim Enstitiisii; Biyolojik Veri Bilimi Programi
Danmigman: Dr. Ogr. Uy. Arafat Salih Aydiner

Ocak, 2022, 60 sayfa

llac-ilag etkilesimleri birden fazla ila¢c kullanan insanlarda gériilen ve insanlarin
kullandig1 ilaglarin etkilesimde bulunarak birbirlerinin etkisini olumlu veya olumsuz
yonde etkilemesi durumudur. Bu gorilen etkiler genellikle bir ilacin diger ilag etkisini
artirmasi, diger ilag etkisini azaltmas1 veya diger ilacin etki edis bi¢cimini degistirmesi
seklinde olabilmektedir. Bu durum birden fazla ila¢ kullanan insanlarin sagliginda
iyilesme yerine daha kotliye giden bir seyre neden olmakta, hatta 6limle bile
sonuglanabilen istenmeyen etkilerin olusmasina sebebiyet vermektedir. Bu hem insan
sagligi agisindan hem de hastanelerde olusan ekstra saglik masraflar1 agisindan biiylk
maliyetlere neden olabilmektedir. ilaglarin birbirleriyle olan etkilesimlerinin bir kismi
tespit edilmisdir. Ancak heniiz test edilmemis ve tespit edilememis olan bir ¢ok
etkilesim bulunmaktadir. flag-ila¢ etkilesimleri laboratuar ortamlarinda bilimsel
yontemlerle test edilerek bulunabilmektedir. Bu yontemler hem zaman ve hem de is
giicii agisindan ¢ok fazla maliyete yol acabilmektedir. Bu bilimsel yontemlere
baslamadan once etkilesmesi muhtemel olan ilaglarin bilinmesi hem zaman, hem is

giicii hem de maliyet agisindan biiyiik tasarruflar saglayacaktir.

Bu tezde bilinmeyen ilag-ilag etkilesimlerinin tespit edilebilmesi i¢in ¢esitli yapay

zeka ve makine d6grenmesi algoritmalar1 kullanilacaktir. Etkilesim tipi ve etkilesimin



ciddiyeti yoniinden bir tahmin modelinin daha Onceden hi¢ yapilmadigi tespit
edilmistir. Ayrica etkilesimleri bulmaya yonelik boyle bir ¢caligma tlilkemizde ilk defa
yapilmaktadir. Bunu gergeklestirmek igin ¢esitli veri girdilerini ve lojistik regresyon,
derin sinir aglari, karar agaglari gibi yontemleri deneyerek en verimli modeli
belirlemeye ¢alistik. Ilaglarm molekiil yapr bilgileri, siniflandirma kodlari, hedef
bilgileri ve enzim bilgilerini ¢esitli doniisiimler uygulayarak birbirinden farkli

algoritmalar Gzerinde denemeler yaparak en verimli yontemi bulmaya ¢alistik.

Bu calismanin ¢iktis1 birden fazla ila¢ kullanmanin gerektigi durumlarda hem ilaci
veren hekimi hem hem de ilaci kullanan kisiyi uyarmak i¢in kullanilabilir. Bdylece
istenmeyen ilag reaksiyonlarinin 6niine gegcilebilecektir. Yeni bir ilag kesif asamasinda
yine bu yontemler kullanilarak mevcut hangi ilaglar ile etkilesme olasiliginin oldugu

tahmin edilebilecektir.

Yaptigimiz ¢aligma sirasinda ¢esitli doniisiimler ile ilaglarin molekiiler yapisini,
hedelerini siniflandirma kodlarin1 ve enzim etkilerini girdi olarak kullandik. Tahmin
modelini olusturmak icin ¢esitli algoritmalar1 denedik ve en iyi basarim oraniyla derin
sinir aglarinin diger yontemlerden daha iyi bir sonug¢ verdigini gordiik. Bu yontemin
kullanilmast hem istenmeyen etkilerin ortaya ¢ikmasini engellemek agisindan hem de

ekstra maliyetlerin 6niine ge¢mek acisindan fayda saglayacaktir.

Anahtar Kelimeler: Ilac-ilag etkilesimi, Derin Ogrenme, Yapay Zeka, Ters ilag

Reaksiyonlari

Xi



ABSTRACT

FORECAST MODEL DETERMINING DRUG-DRUG INTERACTIONS BY
MACHINE LEARNING

Sener, Ahmet
Master Thesis, Graduate School of Education; Biological Data Science Program
Supervisor: Asst. Prof. Dr. Arafat Salih Aydiner
January, 2022, 60 pages

Drug-drug interactions are seen in people who use more than one drug, and when the
drugs used by people interact and affect each other positively or negatively. These
effects can usually be in the form of a drug increasing the effect of another drug,
reducing the effect of another drug, or changing the way the other drug works. This
situation causes a worsening rather than improvement in the health of people who use
more than one drug, and even causes undesirable effects that can result in death. This
can cause great costs both in terms of human health and in terms of extra health costs
in hospitals. Some of the drug-drug interactions have been detected. However, there
are many interactions that have not yet been tested and detected. Drug-drug
interactions can be found in laboratory environments by testing them with scientific
methods. These methods can be very costly in terms of both time and labor. Knowing
the drugs that are likely to interact before starting these scientific methods will provide

great savings in terms of time, labor and cost.

In this thesis, various artificial intelligence and machine learning algorithms will be
used to detect unknown drug-drug interactions. It has been determined that a prediction
model has never been made before in terms of the interaction type and the severity of
the interaction. In addition, such a study to find interactions is carried out for the first
time in our country. To achieve this, we tried to determine the most efficient model by

testing various data inputs and methods such as logistic regression, deep neural

Xii



networks, and decision trees. We tried to find the most efficient method by trying
different algorithms with various transformations on the molecular structure

information, classification codes, target information and enzyme information of drugs.

The output of this study can be used to warn both the prescriber and the person using
the drug in cases where more than one drug is required. Thus, unwanted drug reactions
can be prevented. In a new drug discovery phase, it will be possible to predict which

drugs are likely to interact with existing drugs by using these methods.

During our study, we used the molecular structure of drugs, their targets, classification
codes and enzyme effects as inputs with various transformations. We tried various
algorithms to build the prediction model and found that with the best performance,
deep neural networks outperform other methods. The use of this method will be
beneficial both in terms of preventing the emergence of undesirable effects and in

terms of preventing extra costs.

Keywords: Drug-Drug Interaction, Deep Learning, Artificial Intelligence, Adverse

Drug Reactions

xiii



BOLUM I - GIRIS

Giliniimiizde hastaliklarin tedavisinde birden fazla ilacin bir arada kullanilmasi oldukca
yaygindir. Ozellikle yasin artmasiyla birlikte kisideki hastalik say1sinin artmasi birden
fazla ila¢ kullanilmasini kaginilmaz hale getirmektedir. Ilag-ilag etkilesimleri (1iE)
birden fazla ilacin birlikte kullanilmastyla ortaya cikan etkilerdir. Istenmeyen ilag
etkilesimleri yan etkilerin ortaya ¢gikmasina, ters ilag reaksiyonlarina ve bazi hastalarda

6lime kadar sebebiyet veren zehirlenmelere yol acabilir (Tekada ve digerleri, 2017).

[laclarin neden oldugu yaralanmalar veya Koti etkiler ters ilag reaksiyonu (TIR) olarak
adlandirilir. {IE’ler ters ilag reaksiyonlarmin en yaygin nedenlerinden bir tanesidir. Bu
saglik giderlerinde 6nemli bir artisa sebep olmaktadir (Juurlink ve digerleri, 2003). Bir
cok IIE, klinik test asamasinda tanimlanmaz. ilag¢ klinik kullanim i¢in onay aldiktan
sonra bu I1E’ler rapor edilir. Bu bilinmeyen IIE’ler yatan hastalar tizerinde yapilmus
olan ila¢ hatalarinin %3-%35’lik bir kismini kapsar ve bu hatalar farkli hastaliklarin bag
gostermesiyle veya 6lumle sonuglanabilmektedir (Leape ve digerleri, 1995). Klinik

[IE’ler ayrica ¢ok ciddi sosyal ve ekonomik problemlere neden olabilmektedir.

Ilag-ilag etkilesimleri hastanin iki ilac1 birden aldig1 herhangi bir zaman diliminde
ortaya ¢ikabilir. IIE’ler ilag etkisinde beklenmeyen artis, ilag etkisinde azalma veya
toksisite gibi olumsuz etkilere sebep olabilir. Bunun yaninda ilacin yan etkilerinde
azalma, ilag toksisitesinin azalmasi veya yok olmasi, ilacin terapétik etkinliginde bir

artig gibi olumlu etkilere de sebep olabilir (Goksel, t.y).

IiE’ler in vivo etkilesimler ve in vitro etkilesimler olarak ikiye ayrilir. in vitro
etkilesimler laboratuar ortaminda ya da yapay kosullarda meydana gelen etkilesim
tdrleridir. in vivo ise canlinin iginde meydana gelen etkilesimlerdir. Canli organizma
icerisinde meydana gelen etkilesimler farmakokinetik veya farmakodinamik bigimde
olabilir. Etkilesme ilaglarin etki yerinden uzakta oluyor ise farmakokinetik

etkilesimdir. Farmakokinetik ila¢-ilag etkilesimleri, bir ilacin, bagka bir ilacin sistemik



konsantrasyonunu degistirerek etki yerinde “ne kadar miktarda” ve “ne kadar siire ile”
bulunacagini etkilemesi sonucu meydana gelmektedir. Etkilesme ilaglarin etki yerinde
veya yakininda oluyor ise farmakodinamik etkilesimdir. Farmakodinamik ilag-ilag
etkilesimi; etkilesen ilaglarin, ya aditif etki ile toplam etkiyi artirmasi ya da ters etki
ile toplam etkiyi azaltmasi veya tamamen ortadan kaldirmasi durumlarinda meydana
gelmektedir. Farmasotik ilag etkilesimleri ise uygulama Oncesinde bir ilacin

formiilasyonunun baska bir ila¢ tarafindan degisiklige ugratilmasi ile meydana

gelmektedir (Elder, t.y).

Farmakokinetik

|n \i\e}

Eliminasyon

Antogonizma

Farmakodinamik <

Sekil 1. ilag-ila¢ Etkilesimlerinin Sininflandirilmas: (WEB 2)

llaclarin gelistirilmesi asamasinda etkilesimlerin arastirilmasina ragmen bazi IIE’ler
ilacin piyasaya siiriilmesinden sonra da belirlenebilmektedir. Ciddi ilag etkilesimleri
yiiziinden piyasadan cekilen ilaglar da olabilmektedir. IiE’ler geleneksel olarak klinik
ortamda ekonomik acgidan maliyetli ve ¢cok zaman alan bir slire¢ sonunda tespit
edilebilmektedir.

Birden fazla ilag¢ ile tedavinin ¢ok yaygin oldugu giinlimiizde hizli ve giivenilir bir
sekilde 1IIE’lerin tespit edilmesi olduk¢a &nem kazanmustir. Birbirleriyle
etkilesebilecek ilag ¢iftlerinin tahmin edilmesi igin bir takim bilgi teknolojileri destekli

hesaplama yontemleri gelistirilmistir.



llag-ilag etkilesiminin tahmin edilmesinde temel olarak ii¢ yontem tiiriinden
bahsetmek mumkiindiir. Bunlar, ilaglarin benzerliklerini esas alarak gelistirilen
yontemler, network aglar1 kullanilarak gelistirilen yontemler ve makine 6grenmesi
algoritmalar1 kullanan yontemlerdir. Bunlardan birincisinde birbirleriyle etkilesen iki
ilactan birincisine benzerlik gosteren bir ilacin ikinci ilagla etkilesime girmesi olasi
oldugu varsayimi vardir. Orek vermek gerekirse A ilaci ile B ilac1 etkilesime giren
iki ilag olsun. C ilac1 eger yapisal yonden ve diger yonlerden A ilacina bir benzerligi

oraninda C ilacinin B ilaciyla etkilesime girebilecegini sdyleyebiliriz.

Network tabanli yontemlerde ise sadece etkilesimi olan ilaglarin veya biitiin ilaglarin
birbirene bagli oldugu bir ag yapisi tasarlanir. Sadece bu agda bulunan baglantilar
kullanan veya ilaglarin birtakim 6zelliklerini de dahil ederek topolojik bir takim
cikarimlar yapan bir model olusturulur. Yapilan ¢ikarimlar ile olas1 IiE’lerin tahmin

edilmesi saglanir.

Derin makine 6grenmesi tabanli 6grenmelerde ise ilaglarin 6zellikleri ve ilag ¢iftlerinin
birbirleriyle etkilesip etkilesmedigi bilgisi derin 6grenme algoritmalariyla egitilir. Bu
egitim sonunda Ozellikleri girdi olarak verilen ilag ¢iftlerinin etkilesip
etkilesmeyecegine dair bir kural seti olusturulur. Bu kural setiyle olasi IIE’ler tahmin

edilir.

Bu tezi hazirlamaktaki amacimiz ilag-ilag etkilesimlerini tahmin etmek (izere var olan
maikne 6grenmesi yontemlerini kiyaslayarak en verimli modeli ortaya ¢ikarmaktir.
[IE’lerin hesaplanmasi igin gegmiste ve Ozellikle son yillarda birbirinden farkli
yontemler ortaya koyulmustur. Ortaya koyulan yontemler yukarida bahsettigimiz
tekniklerden sadece bir tanesini kullanmis veya bu teknikleri bir arada kullanarak daha
kompleks modeller olusturulmustur. Ayrica yapilan ¢alismalarda benzerlikler
hesaplanirken kimisinde ilaglarin kimyasal molekiil 6zellikleri dikkate alinirken
kimisinde etki ettigi enzimlerin veya hedef proteinlerinin benzerlikleri dikkate
almmustir (Lin ve digerleri, 2010; Ryu ve digerleri, 2018; Park ve digerleri, 2015;
Tatonetti ve digerleri, 2012; Vilar ve digerleri, 2014; Zhang ve digerleri, 2015). Hem
kullanilacak yontemlerin ¢esitli olmas1 hem de kullanilacak 6zelliklerin ¢esitli olmasi
[iE’lerin tahmini i¢in farkli modellerin ortaya ¢ikmasma neden olmustur. Biz de

calismamizda farkli teknik ve farkli ilag 6zelliklerini bir arada deneyerek ilag-ilag



etkilesimlerini tahmin etmek (zere en etkili yontemin ne oldugunu sunmaya

calisacagiz.

Bu ¢alisma ile IiE’lerin tahmini ile ilgili derin 6grenme de dahil olmak iizere farkli
makine Ogrenmesi algoritmalar1 farkli parametre girisleri ile uygulanacaktir. Bu
uygulama genel olarak hangi yontemin hangi parametre ile ger¢eklestirilmesinin daha
etkin veya az etkin oldugu konusunda bilgiler ortaya koyacak ve en etkin model tespit

edilmis olacaktir.

Caligmada ilk olarak veriler alinarak yapisal ve iliskisel bir bigimde saklanmasi
saglanacaktir. Daha sonra bu verilerin makine 6grenmesinde kullanilabilmesi icin
gerekli temizlikler yapilcak ve verilerde doniisiim islemleri uygulanacaktir. Veriler
islemler i¢in kullanima uygun hale getirildikten sonra makine 6grenimi algoritmalari
[iE’leri tahmin etmek iizere kullanilacaktir. Tahmin modelleri test edilerek c¢ikan

sonuglar dogrultusunda en uygun yontem belirlencektir.

Boliim 2’°de genel olarak bir literatiir incelemesi yapilarak IiE’ler, makine 6grenmesi
ve mevcutta yapilmis olan IIE tahminleme calismalariyla alakali bilgi verilmistir.
Bo6lim 3’te modeller i¢in uygun verinin olusturulmasi i¢in yapilan islemler ve
uygulanan yontemler ayrintili olarak agiklanmistir. Boliim 4’te uygulanan yontemlere
ait sonuglar bulunmaktadir. BoIum 5°de ise ¢alismanin sonuglarinin degerlendirmesi

yapilmistir.



BOLUM Il - LITERATUR ARASTIRMASI

[lag-ilag etkilesimleri ve Ilag-ilag etkilesimlerini bulma ¢alismalari ile ilgili kavramsal

bilgilere bu bélimde yer verilmektedir.

2. LITERATUR OZETi

Bu béltmde literatiirde bulunan ilag-ilag etkilesimi, tahmine dayali makine 6grenmesi
metodlart ve ilag-ilag etkilesimlerinin tespit edilmesi i¢in yapilan makine 6grenmesi

calismalar1 detayli olarak sunulmustur.

2.1  ILAC-ILAC ETKILESIMI

lag-ilag etkilesimleri (ilE'ler) TiR'lerin en yaygin nedenlerinden biridir ve bu
belirtilerin coklu ilag kullanan yaslilarda yaygin oldugu bildirilmistir (Gallelli ve
digerleri, 2002, 2010). TIR'ler yaygin bir klinik sorunu temsil eder ve hastanede artan
yatis sayisindan ve/veya yatig stiresinden sorumlu olabilir (Lee ve digerleri, 2000;
Bordet ve digerleri, 2001).

Coklu ilag kullanomi bir TIR’e sebep oldugunda ve bu yanlis olarak
degerlendirildiginde hastanin regetesine yeni ilaclar eklenmesine ve IIE’lerden

kaynaklanan yeni TIRlerin tetiklenmesine neden olabilir (Rochon ve Gurwitz, 1997).

llaglarin kombinasyonu, ilag tedavisinin etkinligini arttirmak igin yaygin bir
uygulamadir, ancak optimal kombinasyon ve optimal dozlarin se¢imi, bir deneme
yanilma meselesi olmaya devam etmektedir. Bu nedenle, in vivo olarak ilag
kombinasyonlarina kars1 sinerjistik, katki1 maddesi ve antagonistik tepkilerin tahmini

oldukea ilgi gekici bir konu olmaya devam etmektedir (Jonker ve digerleri, 2005).



Ilac kesif arastirma ekiplerine, ilag kesif siirecinde basaril ilag adaylarmni daha 6nce
belirleme baskisi, kimyagerlere ve biyologlara karar verme siire¢lerinde rehberlik
etmeyi amaglayan ¢esitli in vitro tahlillerinin gelistirilmesine yol agmistir. Bu erken
testlerin rolli, yeni kimyasal varliklarin absorpsiyon, dagilim, metabolizma ve
Sitokrom P450 (SIP) inhibisyon potansiyeli ile ilgili yap: iskelelerindeki
yukimliltkleri belirtmektir. IiE taramasinda biyoanalitik yontem gelistirme, enzim
kinetigi ile ilgili stratejiler, SIP varyantlarinin taninmas1 ve SIP etkilesimlerini tahmin
etmek icin hesaplama modellerinin olusturulmasi olarak dort temel kategoriye ayrilir
(Hutzler ve digerleri, 2005). Bu kategorilerin sonuncusunu tezimiz kapsaminda ele

alacagiz.

2.2 MAKINE OGRENMESINE DAYALI TAHMIN MODELLERI

Tahmin, diger Olciilen 6zniteliklerin degerleri géz oniine alindiginda, incelenen bir
sistemin bir Ozniteliginin bilinmeyen degerinin tahmin edilmesini igerir. Tahmin
makine Ogrenmesinde, tahmin kurali Onceden ¢oziilmiis durumlardan olusan
verilerden tiiretilir. Tahmine dayali 6grenme yontemlerinin ¢ogu, yillar 6nce bilgisayar

¢agmin safaginda ortaya ¢ikmistir (Friedman, 2006).

Makine Ogrenmesi kavrami ilk olarak 1956°da Ray Solomonoff’un yazdigi makale ile
ortaya ¢ikmistir (Solomonoff, 1957). 1959 yilinda ise Arthur Samuel’in yaptigi

calismalar sonucu popiilerligi artmis bir bilim dalidir (Samuel ve digerleri, 1959).

Denetimli Makine Ogrenimi (DMO), genel hipotezler tretmek icin harici olarak
saglanan Orneklerden akil yiiriiten ve daha sonra gelecekteki ornekler hakkinda
tahminlerde bulunan algoritmalarin aranmasidir. Denetimli siniflandirma, akilli

sistemler tarafindan en sik gerceklestirilen gorevlerden biridir (Osisanwo ve digerleri,
2017).

Siniflandirma ile daha fazla ilgilenen denetimli temel makine 6grenimi algoritmalari
olarak sunlar1 siralayabiliriz: Lineer Regresyon, Lojistic Regresyon, Naive Bayes
Siniflandiricis;, Destek Vektor Makineleri, Karar Agaclari, Rasgele Orman

Siniflandiricisi, Yapay Sinir Aglar1 Bayes Aglar1 vb. (Ayodele, 2010).



Genomik ve gorintilemedeki teknolojik gelismeler, ¢ok sayida drnekten elde edilen
molekiiler ve hiicresel profil verilerinin patlamasina yol agmistir. Biyolojik veri
boyutundaki ve edinme hizindaki bu hizli artis, geleneksel analiz stratejilerine meydan
okumaktadir. Derin 6grenme gibi modern makine 6grenimi yontemleri, i¢lerindeki
gizli yapiy1 bulmak ve dogru tahminler yapmak i¢in ¢ok biiyiik veri kiimelerinden

yararlanmayi vaat etmektedir (Angermueller ve digerleri, 2016).

Ilag-ilag etkilesimlerinin tahmin edilebilmesi i¢in bugiine kadarki calismalar tezimiz
yapilmadan 6nce incelenmis ve ilag-ilag etkilesimlerinin tespitinde kullanilan bilgi
tabanli yontemler olarak topolojik analiz, matris faktorizastonu, lojistik regresyon,
Naive Bayes aglari, karar agaglari, K-en yakin komsuluk, destek vektor makinalari,
etiket propagasyonu, Bayes olasilik modeli, en kisa yol uzunluk ortalamasi, derin
o0grenme aglari, derin ileri beslemeli aglar ve ¢izge evrisimsel aglarinin kullanildigi
bilgisi elde edilmistir (Angermueller ve digerleri, 2016; Ayodele, 2010; Friedman,
2006; Osisanwo ve digerleri, 2017; Samuel ve digerleri, 1959; Vilar ve digerleri,
2012).

2.2.1 DESTEK VEKTOR MAKINELERI

Destek vektor makineleri (DVM) girdi olarak verilen veri kimesini kullanarak
O0grenmeyi gergeklestiren, regresyon ve siniflandirma i¢in kullanima elverisli olan
denetimli bir makine 6grenme algoritmasidir. DVM’nin amaci girdi olarak verilen
egitim verilerindeki iki smif arasinda bir karar smir1 bulmaktir. Destek vektor
makineleri, bir hiper diizlem kullanarak iki sinifi en iyi sekilde ayiran bir sinirdir
(Vapnik, 1999). Yontem model karmasiklig: tizerinde esnek bir kontrol sagladig i¢in
dogrusal olmayan problemleri ¢ozmede ¢ok kiigik egitim setlerinde de basarili
sonuglar vermektedir (Deng ve digerleri, 2018). DVM egitim hatasinin yaninda ayni
zamanda bir given araliginin toplamindan olusan genelleme hatasini da en aza
indirmeye yonelik bir algoritmadir. Regresyon konusunda ise hiper diizlem sinirlari
icerisinde en fazla veri kalacak sekilde hatanin belli bir deger araliginda kalmasi

saglanir ve hata en aza indirgenir.



DVM’ler, dogrusal olmayan modelleri dogrusal bir probleme doniistiirmek icin
baslangi¢ verilerini daha yiiksek boyutlu uzaya esitlemek amaciyla c¢ekirdek
fonksiyonlarini kullanir (Qi ve digerleri, 2019). Cekirdek fonksiyonunun se¢imi destek
vektor regresyonu performansi i¢in biiylik 6nem tasimaktadir (Zhong ve digerleri,
2019). Literatiirde en sik kullanilan g¢ekirdek fonksiyonlari Dogrusal, Polinomiyal,
Sigmoid ve Gaussian Radyal tabanli fonsiyondur (Yu ve digerleri, 2006). Destek
vektor regresyonunda amaclanan egitim verisi xi degeri ile 6nceden belirlenen hata
toleransindan (&) kiigiik olan bir uzakliktaki yi tahmin degerini hesaplayabilen f(x)
fonksiyonu olusturmaktir (Li ve digerleri, 2009). Bu fonsiyon Denklem 1’de
gosterilmistir. Sekil 2’de destek vektdr makinelerinin siniflar arasinda nasil ayrim

yaptig1 grafiksel olarak gosterilmektedir.

Denklem 1. Destek Vektor Makinesi
y=f(x)=W.0(x)+b

Destek
Vektdrleri

T

Sekil 2. Destek Vektor Makineleri (WEB 3)

2.2.2 K-EN YAKIN KOMSULUK ALGORITMASI

K-en yakin komsuluk (K-EYK) makine 6grenmesi algoritmasi, veri kiimesindeki K
ornegini, uzaydaki benzerligi veya yakinligi kullanarak tanimlamayi saglar (Beretta ve

Santaniello, 2016). Eksik deger atamasi i¢in kullanilan bir algoritma olan K-EYK
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algoritmas1 hem nicel hem de nitel 6zellikler igin kullanilabilmekte ve bir dizi eksik

degeri dogrudan isleyebilmektedir (Kim ve digerleri, 2019).

Denklem 2’deki A,., uzakliklarin artan sirasina gore yerlestirilen x girdi degiskeninin
en yakin K komsusunu temsil etmektedir. K tane en yakin komsu secildikten sonra,
eksik veri A,’in j. ozellik verilerinden elde edilen bir tahminle tamamlanmistir. j.
ozellik sayisal bir degisken ise, tamamlanan veri, en yakin K komsusunun ortalama
degeri kullanilarak elde edilir. K-EYK' algoritmasi ile tamamlanan veri X;, k’inci
komsunun agirhig wy ve x girdi degiskeninin en yakin komsusu vy; ile
hesaplanmaktadir (Denklem 3). K en yakin komsu degerlerine ait agirlik w;, Denklem

4 ile elde edilir (Sanjar ve digerleri, 2020).

Denklem 2. X degiskeninin en yakin K komsusu

Ay = {‘l)k}£=1

Denklem 3. En yakin K komsunun ortalama degeri

- _ 1 ok
Xj = Ezk=1Wkaj =1

Denklem 4. En yakin komsu degerine ait agirlik

1
W = —
kK™ dxvio?

Her g6zlemin x girdi degiskenine olan mesafesine gore, daha yakin komsulara daha

biiyiik bir agirlik atanir (Denklem 4).

2.2.3 LOJISTIK REGRESYON

Lojistik regresyon ilk olarak 1940'larda, ikili sonuglar1 isleme konusunda siradan en

kicuk kareler (SEKK) regresyonunun smirlamalarmin istesinden gelmek igin



alternatif bir teknik olarak Onerilmistir. 1980'lerin baslarinda ise ¢esitli istatistiksel
paketlerde yerini almigtir. Bu tarihten sonra ise sosyal bilimlerde, yliksekdgretimde
egitim arastirmalarinda, epidemiyolojide, medikal uygulamalarda, tip alaninda,
ekonomide, tarimda, veterinerlik, miihendislik ve tasima sahalarinda lojistik regresyon

yaygin olarak kullanilmaktadir (Soyer, 2020).

Lojistik regresyon, bagimli degisken tizerinde etki sahibi olan bagimsiz degiskenlerin
ne kadar etki ettigini hesaplar. Lojistik regresyonda bagimsiz degiskenlerin
degerlerine gore bagimli degiskenlerin beklenen degerini olasilik olarak elde ederiz.
Lojistik regresyon, bagimli degiskenin degerlerinin siiflama ve atama iglemiyle en

uygun gruba atanmasina yardimer olmaktadir (Soyer, 2020).

Lojistik regresyon algoritmasi iKili, sirali ve ¢ok terimli olmak iizere ii¢ farkli yonteme
ayrilir. Bagimli olan degiskenin kategori sayisina ve dlgegine gore bu yontemlerden

hangisinin kullanilacagi belirlenmektedir.

Ikili lojistik regresyonda bagimli degisken olarak 0/1, var/yok, evet/hayur,
basarili/basarisiz gibi 6rnekler verilebilmektedir. Sirali degisken olarak az/orta/cok, O-
3 yas araligi/4-6 yas araligi gibi ornekler, cok terimli degisken olarak ise gocuk-

yetiskin-yasl, ortaokul-lise-Universite gibi 6érnekler vermek mumkuandr.

Lojistik regresyon algoritmasi uygulanabilmesi i¢in bagimsiz degiskenlerin herhangi
bir varsayimi saglama gerekliligi bulunmamaktadir. Bu yiizden lojistik regresyon
bagimli degiskenin yapisindan kaynakli olarak varsayimlarin saglanamadigi
durumlarda gozlemleri verilerin yapisinda bulunan olasi gruplara atamak icin
kullanilmaktadir. Diskriminant (ayirma) algoritmasi ve kiimeleme algoritmalarinda
bagimsiz degiskenlerin normal dagilim gostermesi gerekir ve ¢oklu dogrusal baglanti

icermemesi gerekmektedir. (Soyer, 2020).

2.24 KARAR AGACLARI

Denetimli siniflandirma modellerinden bir tanesi de karar agaclaridir. Karar agaglar
bir kok, diigtimler, dallar ve yapraklardan olusan bir agacin yapisindan esinlenerek

gelistirilmistir. Sekil 3°te goriildiigii gibi karar agaclar kokten baslayarak, asagi dogru
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hareket eder. Karar agacinin baglangi¢ diigiimii kok diigiim olarak adlandirilir. Zincirin
bittigi diigiim ise yaprak diigimdir. Karar agacindaki her diigimden iki veya daha
fazla dal ¢ikartilabilir. Her diigiim belirli bir 6zelligi temsil eder. Dallar ise bir dizi
deger araliklarin1 temsil eder. Bu deger araliklari, verilen karakteristigin degerler

kiimesi i¢in bir bolme noktas1 gorevini gormektedir (Ali ve digerleri, 2012).

A AT
'/T\ R /T\../T\../K\“K‘T ‘K

Sekil 3. Karar Agaci (WEB 4)

225 ETIKET YAYIMI

Etiket Yayim1 hem yar1 denetimli hem de dOniistiiriicii bir 6grenme yontemi olarak
gecmektedir (Zhu ve Ghahramani, 2002). Etiket yayimi bir grafik yapisindaki batiin
diigtimlerin etiketlenmesi amaciyla kullanilir. Bu yontemde 6grenme verilen veriler
ile smirhidir ve 6rnek uzayin tamamini modellemeyi amaglayan tiimevarimsal
algoritmalar kullanilmaktadir (Belkin ve digerleri, 2004, 2006). Etiket yayimi
algoritmas1 iki ana varsayima dayanmaktadir. Ik olarak, daha yakim diigiimler, K-
EYK’e benzer sinif etiketlerine sahip olma egilimindedir. ikincisi, aym kiimedeki
noktalar ayni etikete sahiptir (Zhou ve digerleri, 2004). Birincisi yerel, ikincisi ise
kiiresel bir varsayimdir. Bu iki varsayim birlikte kiime varsayimi olarak adlandirilir
(Chapelle ve digerleri, 2003; Wang ve digerleri, 2008). Algoritma, agirlikli kenarlar
ve yakilik kullanarak bir grafikteki bir diiglimiin siif etiketini komsu diigtimlere

yayar. Benzersiz bir ¢oziime yakinsama elde edilene kadar, garanti edilen bu sirec
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tekrarlanir (Zhu ve Ghahramani, 2002). Etiketlenmemis verilere etiket atamak igin

etiketlenmis veriler bir siniflandirma modelinde kullanilir.

2.2.6 NAIVE BAYES ALGORITMASI

Naive Bayes (NB) smiflandiricisinin asil amaci bir 6rnegi eldeki veri setindeki
siniflardan bir tanesine olasilik hesabi ile yerlestirmektir (Friedman ve digerleri,
2008). Bu yontemde ilk olarak yeni gelen Ornegin her sinifa ait olma olasiligi

hesaplanir. Daha sonra da hangi sinifa ait olma olasilig1 yiiksek ise o sinifa yerlestirilir.

NB yonteminde birbirlerinden bagimsiz olan siirekli ve de kategorik degiskenler ele
alinir. NB yonteminde verilen bir degisken kiimesine X = {xy, x5, ..., x4} Karsilik C y
olaylarinin gerceklesme olasiliginin hesaplanmasi s6z konusudur. Bayes kurali

asagidaki gibi ifade edilir (Denklem 5).

Denklem 5. Bayes kurali

p(lexl,xz, oo xd) = p(xlixZI o xd|C])p(C])

Burada yer alan p(C)|xy,xz, -+ x4) Xin C;’ye ait olma olasihgm: ifade eder. NB
yontemi bagimsiz degiskenlerin kosullu olasiliklarinin istatistiksel olarak bagimsiz
oldugu varsayimi iizerine kurgulandigindan dolay: yukaridaki denklemde yer alan

olasilik ¢arpimlart Denklem 6’daki gibi ifade edilebilir.

Denklem 6. Bayes kurali olasilik ¢arpimlari

p(X1¢) =T, p(xx 1C)

Sonug olarak asagidaki Denklem 7 elde edilir.
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Denklem 7. Olasilik carpimlariyla birlestirilmis Bayes kurali

P( C]l X) =p(C)) Hk=1p(xk 1 C))

p(xk | C;) olasiliksal dagilim Normal, Lognormal, Gamma ve Poisson gibi farkli

dagilim fonksiyonlar1 segilerek eldeki veri setinin dogasina goére NB farkli sekillerde

modellenebilir (Caliskan, 2017).

2.2.7 DERIN OGRENME AGLARI

Derin 6grenme (sinir) aglart (DSA) klasik sinir aglarinin (SA) mimarisinden
esinlenerek tasarlanmis bir algoritmadir. SA’lardan farkl: olarak DSA mimarisi ikiden
fazla gizli katmandan olusur. Son yillarda 6zelikle grafik isleme birimlerinin (GIB)
yayginlagsmasi ile paralel isleme uygulamalar1 6n plana ¢ikmistir. Bu durum DSA
mimarisinin kullanimini artirmigtir. Derin modellerde milyonlarca hesaplamaninin
yapilarak agirliklarin 6grenebilmesi i¢in paralel islem kabiliyetleri sinirli olan Merkezi
isleme birimleri (MIB, Ing. Central Processing Unit) yerine GIB’lar kullanilmaya
baglanmistir. DSA modelleri genel olarak asir1 6grenmeye yatkindirlar. Basarili bir
genelleme Ggrenebilmeleri i¢in ¢ok fazla verinin egitim ic¢in kullanilmasi
gerekmektedir. Verinin eskiye oranla ¢ok daha ulasilabilir oldugu giiniimiizde bu

problem ortadan kalkmistir.

Basit Yapay Sinir Ag Derin Ogrenme Yapay Sinir A

. Girdi Katmani O Sakh Katmanlar Q Cikti Katmani

Sekil 4. Basit Sinir Ag1 Yapisi ve Derin Ogrenme Sinir Ag1 Yapis1 (WEB 5)
Derin 6grenme yontemleri, her biri temsili bir diizeyde doniistiiren basit ancak

dogrusal olmayan modiiller olusturularak elde edilen, birden ¢ok temsil diizeyine sahip
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temsil-6grenme yontemleri biitiiniidiir. Derin 6grenmenin kilit noktasi, bu 6zellik
katmanlarinin miihendisler tarafindan tasarlanmayip, bu katmanlarin bir 6grenme

prosediirii kullanilarak verilerden 6grenilmesidir (Lecun, Bengio ve Hinton, 2015).

2.3 ILAC -iLAC ETKILESiIMINDE MAKINE OGRENMESININ
KULLANILMASI

Yukarida bahsi gecen metodlar ve baska teknikler 11E’lerin tespit edilmesi icin cokca
kullanilmistir. Asagida veri isleme teknikleri kullanilarak gerceklestirilmis olan IIE

tespit calismalarinin bir 6zetini sunuyoruz:

Lin ve digerleri yaptiklar1 ¢alismada Amerikan Gida ve Iflag Yoénetimi (AGIY)
tarafindan bildirilen TIR vakalarin1 analiz eden bir sistem gelistirmislerdir. Sistem dort
asamadan olusmaktadir. Birinci asamada TIR’e sebep olan ilaclar ve ilag hedef
veritabanlar1 birbirleriyle entegre edilmistir. Daha sonra ilaclar ve ila¢ hedefleri
anatomik terapotik kimyasal (ATK) siniflandirmaya ve ilag hedef ontolojisine (IHO)
gore siniflandirilir. Bir sonraki asamada, ilag ve ilag hedeflerini iceren bir ilag-hedef
ag1 olusturulur. Son adimda ise AGIY tarafindan rapor edilen her bir TIR vakasi i¢in
ilag etkilesim karmasikligint ortaya ¢ikarmak igin topolojik analiz uygulanir (Lin ve
digerleri, 2009).

Tatonetti ve digerleri klinik 6neme sahip sekiz grup fenotipi manuel belirlemislerdir.
Daha sonra bu fenotiplere neden olan TIR leri toplamuslardir. Her bir fenotip igin bu
TIR lere sebep olan tedavilerdeki ilaglar1 ve ilag ciftlerini bir matrise yerlestirerek
ciktiyr Lojistic Regresyon yontemiyle egitmislerdir. Bu egitim sonucunda hangi ilag

ciftlerinin TiR’e sebep olabilicegi tahmini yapilmistir (Tatonetti ve digerleri, 2012).

Vilar ve digerleri ¢alismalarinda benzer molekdller benzer biyolojik etkilere sahiptir
varsayimindan yola ¢ikilarak yanlizca yapisal benzerlikleri dikkate almis ve ilaglarin
benzerlikleri i¢in skor hesaplamasi yapilir. Yapisal gosterim i¢in bitlerden olusan
BIT_MACCS kodu vektor olarak tanimlanir. Burada her 6zellige belirli bir bit konumu
atanir. Ornegin, C6H5-C(0)-NH2 molekilii icin BIT_MACCS vektor kodundaki bazi
yapisal 6zellikler sunlardir: bit 84 (NH2, amin grubu), bit 154 (C=0, karbonil grubu),
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bit 162 (aromatik, C6H5) ve bit 163 (altr iiyeli halka, C6HS). Benzerliklerin
hesaplanmasi i¢in Tanimoto katsayist (TK) yontemi kullanilir. Elde edilen benzerlik
skorlar1 ve mevcut IiE bilgileri kullanilarak yeni IIE’lerin tahmin edilmesi saglanir

(Vilar ve digerleri, 2012).

Gottlieb ve digerleri yaptiklari calismada verilen bir ilag cifti icin var olan
etkilesimlerdeki ila¢ ciftleriyle olan benzerlikleri hesaplamiglardir. Yedi farkli
benzerlik igin yedi farkli skor hesaplamasi yapilir. Daha sonra bu skorlar ilaclar
arasinda bir etkilesim olup olmadigi tahmininde kullanilir. Bu benzerlik skorlart
kimyasal benzerlik, ligand bazli kimyasal benzerlik, kayitli ve dngoriilen yan etkilere
dayali benzerlikler, ATK siniflandirma sistemi ve dizi benzerligi, protein-protein
etkilesimi (PPE) ag1 {izerindeki mesafe ve Gen Ontolojisi (GO) benzerliklerine gore
hesaplanir. Eger etkilesimde olup olmadig1 tahmin edilecek olan ilag ¢ifti, mevcutta
etkilesimde olan bir ilag ciftine benziyor ise bu ilag ciftinin etkilesime girecegi

varsayilir (Gottlieb ve digerleri, 2012).

Vilar ve digerleri yine yaptiklar1 baska bir ¢alismada belirli bir ilacin bilinen etkilesim
ortaklarm1 1 ve O lardan olusan ikili bir vektor olarak kodlarlar. Daha sonra bu
vektorin diger ilaglarin vektorleri ile ve mevcut 1iE’ler ile benzerlik skoru ¢ikarilir.

Bu benzerlik skoru ilag etkilesimini tahminlemede kullanilir (Vilar ve digerleri, 2013).

Cheng ve Zhao’nun gelistirdikleri sistemde ilaglarin ATK smiflandirma kodlari,
kimyasal yap1 benzerlikleri, genomik yap1 benzerlikleri ve TIR e sebep olan fenotipik
benzerlikleri hesaplanir. Her bir ilag ¢ifti icin 4 tane benzerlik skoru elde edilir. Bu
benzerlik skoru bes farkli tahmin modeline sokulur. Bu modeller Naive Bayes Aglari,
Karar Agaclari, K-En Yakin Komsuluk, Lojistik Regresyon ve Destek vektor
makinalaridir (Cheng ve Zhao, 2013).

Vilar ve digerleri bir bagka ¢alismalarinda ilaglarin 2D ve 3D molkiil yapilarinin
benzerlikleri ile etkilesim profili ve bilinen yan etkilerinin benzerlikleri hesaplayarak
elde edilen skorlar ile ilaglarin arasinda bir etkilesim olup olmadigi tahmini

yapmislardir (Vilar ve digerleri, 2014).

Zhang ve digerleri yaptiklar1 ¢alismada kimyasal yapilar ve yan etkiler birer vektor

haline getirilmis ve ilag¢ ciflerinin birbirlerine benzerligi TK yontemi kullanilirak
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bulunmustur. Daha sonra biitiin ilaglarin birbirleriyle bagli oldugu bir ag
tasarlanmistir. Bu agda eger iki ilacin bilinen bir etkilesimi var ise 0 kenar 1 degeri ile
etiketlenmistir. Etiket Yaymm (ing. Label Propagation) Algoritmasi kullanilarak

etkiletlenmeyen kenarlarinin agirliklari tahmin edilmistir (Zhang ve digerleri, 2015).

Huang ve arkadaslar1 farmakodinamik ilag-ilag etkilesimlerini bulmak iizere bir ag
O0grenmesi ¢alismast yapmislardir. Temel olarak iki ilacin ayn1 gen tlizerine etki etmesi
birbirlerinin etkinliginde beklenmedik bozulmalara yolagacagini varsaymislardir.
Calismalarinda ilag-hedef iliskilerinden, protein-protein etkilesimi ag topolojisinden,
dokular aras1 gen ekspresyon korelasyonlarindan gelen bilgileri entegre etmisler ve
potansiyel farmakodinamik iIE’leri tahmin etmek icin bir sistematik skor (S-skoru)
hesaplamislardir. Daha sonra ilaglarin yan etkilerine dayanarak bir fenotipik benzerlik
skoru (F-skoru) elde etmislerdir. Elde edilen bu skorlara Bayes olasilik modelini

entegre etmiglerdir (Huang ve digerleri, 2013).

Park ve digerleri iki ilacin ayni gen iizerine etki etmesinin ilaglarin etkinliginde
degisiklik yapacagi varsayimindan yola ¢ikarak farmakodinamik etkilesimleri bulmak
lizerinde bir ¢alisma yapmislardir. Ilag-hedef bilgileri, mevcut IiE bilgileri ve protein-
protein etkilesim ag1 bilgilerini kullanarak bir ag yapisi tasarlanmis ve En Kisa Yol

Ortalamasi algoritmasi kullanilmistir (Park ve digerleri, 2015).

Ryu ve digerleri sadece ilag isimleri ve ilaglarin yapisal bilgilerini girdi olarak alan bir
makine 6grenmesi ¢aligmasi yapmuslardir. Ilag yapis1 girdisi olarak basitlestirilmis
molekiiler yap1 kodu (BMYGS) kodu verilir. Her bir ilag ¢ifti i¢in iki ayr1 YBP
olusturulur. Daha sonra bu iki YBP birlestirilerek tek bir vektor haline getirilir. Bu
vektorler DSA modeline sokulur. Her bir ilag ciftinin etkilesim tird farkli
olabileceginden toplamda 86 cesit etkilesim tipi icin YBP ler kullanilarak 6grenme
islemi uygulanir. Bu islem ayrica ilag-gida etkilesimlerinin bulunmasi i¢in de

kullanilmistir (Ryu ve digerleri, 2018).

Qian ve digerleri yaptiklar1 ¢alisma sonucu olumsuz etkilesen ilaglarin hedeflerinin,
etkilegsmeyen ilaglarin hedeflerinden daha fazla sinerjik genetik etkilesime sahip olma
egiliminde oldugunu gdstermislerdir. Bu bulgudan yola ¢ikarak ilaglarin en ¢ok

kullanilan ii¢ 6zelligi (yan etki, hedef, indiikasyon) ve ilag-ilag etkilesimi bilgilerinden
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yararlanarak bir makine 6grenme cergevesi sunmuslar ve gradyan artirma tabanlt bir

smiflandirict gelistirmislerdir (Qian ve digerleri, 2019).

Lee ve digerleri yapisal benzerlik, hedef gen benzerligi ve gen ontolojisi benzerligi
seklinde her bir ilag ¢ifti i¢in ii¢ adet benzerlik skoru hesaplarlar. iIE tahmini yapmak
icin ise li¢ adet otomatik kodlayic1 ve bir adet derin ileri beslemeli ag kullanirlar.
Otomatik kodlayicilar birbirinden bagimsiz olarak girdi ve ¢iktilarin farkini en aza
indirmek i¢in egitilir. Daha sonra ileri beslemeli ag, girdi olarak indirgenmis profil
ciftleri ile egitilir. Egitim, ii¢ otomatik kodlayicidan ve ileri beslemeli agdan gelen
maliyetlerin toplamii en aza indirmek igin gergeklestirilir. Bu nedenle, otomatik
kodlayicilar iki kez egitilir ve IiE tiiriinii daha dogru tahmin etmek icin profilleri kodlar
(Lee ve digerleri, 2019).

Bir baska ¢alismada Deng ve digerleri 6ncelikle ilaglarin 6zelliklerinden ilag ¢iftlerinin
benzerligini hesaplar. Daha sonra topolojik yapi bilgisini ve ilaglarin anlamsal
iliskilerini yakalamak iizere Grafik sinir aglarindan yararlanirlar. IIE’ler toplamda 65
kategoriye ayrilir. ilk adimda kimyasal yapi, hedefler, enzimler ve yolaklarmn
bilgisinden DSA kullanilarak dort farkli alt model olusturulur. Daha sonra bu alt
modeller ¢apraz etkilesim temsillerini 6grenmek ve I1E’leri tahmin etmek tizere yeni

bir DSA gergevesini olustururlar (Deng ve digerleri, 2020).

Mei ve digerleri caligmalarinda bir ilag, hedeflenen genler veya sinyal yolaklar:
aracilifiyla diger ilacin terapotik etkilerini degistirdiginde, iki ilacin potansiyel olarak
etkilesime girdigini varsayildigindan yola ¢ikilarak bir protein-protein etkilesim agi ve
protein yolaklarinin agini olusturmuslardir. Daha sonra iki ilag arasindaki etkilesim
yogunlugunu, etkilesim etkinligini ve etki araligi o6lgmek igin elde ettiklerini

toplamak suretiyle lojistik regresyon modeli uygulamisladir (Mei ve Zhang, 2021).

Feng ve digerleri ise ¢alismalarinda ilaglarla alakali hi¢ bir Ozellik girdi olarak
alimmaz. Bu bir takim ilag 0Ozelliklerinin eksik oldugu durumlarda da modelin
kullanuilmasini saglamistir. Yanlizca ilaglarin etkilesim bilgileri ile bir ¢izge evrisim
ag1 (CEA) kurulur. DSA ise agdaki ilaglarin topolojik iliskisini yakalayarak ilaglarin
diisiik boyutlu 6zellik temsillerini 6grenir. Ogrenilen bu bilgiler sayesinde yeni

tahminler yapilir (Feng ve digerleri, 2020).
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Biitiin bu inceledigimiz ¢aligsmalar sonunda ilaglarin etkilesimini farmakokinetik veya
farmakodinamik olarak tespit eden bir model olmadigi goriilmiistiir. Ayrica ilag
etkilesimlerini ciddiyet bakimindan da tahmin eden bir yontem heniliz denenmemistir.
Tezimizde bu ikisini tahmin etme kabiliyetine sahip bir model ¢ikarmak iizerine

calisacagiz.
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BOLUM Il - METOD

Tezin bu bolimiinde kullanilan ham veri setinin elde edilip yapisal olarak
doniistiiriilmesinden, yapisal haldeki verinin 6n isleme sokularak makine 6grenmesi
icin girdi olarak saglanacak sekilde ¢esitli doniisiim metodlarinin nasil uygulandigina
dair bilgiler yer almaktadir. Ayrica makine 6grenmesi algoritmalarinin uygulanmasi

ve ¢ikan sonuglar hakkinda da ayrintili bilgilere yer verilmektedir.

3. METOD

3.1 VERININ ALINMASI ve YAPISAL HALE GETIiRiLMESI

Calismamizda kullandigimiz veriler Drugbank veritabanindan alinmistir. Drugbank’in
en son sliriimii olan 5.1.8 siirimii kullanilmistir. Ticari olarak kullanilmasi i¢in lisans
gereken  Drugbank  veritabanm1  akademik  c¢aligmalarda  {icretsiz  olarak
kullanilabilmektedir. Drugbank veritabaninda her ilaca ait iki yiziin tizerinde 6zellikle

birlikte ilaglarin birbirleriyle olan etkilesim bilgileri de bulunmaktadir (WEBL1).

DrugBank, ilaclar ve ila¢ hedefleri hakkinda bilgi igeren kapsamli, erigimi {icretsiz bir
veritabanidir. Hem biyoinformatik hem de kimyasal bilisim kaynag: olarak ayrintili
ilag (yani kimyasal, farmakolojik ve farmasdtik) verilerini kapsamli ilag hedefi (yani
dizi, yap1 ve yol) bilgileriyle birlestirir. DrugBank, ila¢ endiistrisi, tibbi kimyagerler,
eczacilar, doktorlar, Ogrenciler ve genel halk tarafindan yaygin olarak
kullanilmaktadir. Genis kapsami, kapsamli referanslar1 ve ayrintili veri agiklamalari
nedeniyle DrugBank, veriye dayali ilag endiistrisinde biiyiik ilerlemeler
saglamanmasina yardimci olmustur. DrugBank'in en son stiriimii (siiriim 5.1.8, 3 Ocak
2021°de yaymnlandi), 2.706 onayli kiig¢iik molekiillii ilag, 1.505 onayli biyolojik

(proteinler, peptitler, asilar ve alerjenikler), 132 nutrasétik ve 6.655'in iizerinde
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deneysel (kesif asamasi ilaglar) dahil olmak tizere 14.587 ilag bilgisi igerir. Herbir ilag
icin bilgilerin yaris1 ilag/kimyasal verilere ve diger yarisi ilag hedefi veya protein

verilerine ayrilmis 200'den fazla veri alani igerir (WEB1).

Drugbank veritabanin1 web lizerinden genisletilebilir isaretleme dili (XML) dosya
formatinda indirmek miimkiin olmustur. XML, yapisal verilerin diiz yaz1 formatinda
tutuldugu basit bir dosya bi¢imidir. XML formatinda yazilmis olan bilgiler hem
insanlar tarafindan hem de platform bagimsiz olmak iizere makinalar tarafindan

okunabilmekte ve yorumlanabilmektedir.

Drugbank veritabani dosyas1 yapisal olarak olduk¢a karmasik bir yapidadir. Calismada
kullanilacak olan verileri her seferinde bu dosyadan ayiklayarak kullanmak hem
yazilimsal olarak maliyet getirecegi ve karmagiklig1 artiracagi i¢in hem de ¢alismalari
yapacagimiz makina sistemlerini fazladan kullanacagi icin bu veriler bir iligkisel

veritabanina aktarilmistir.

XML dosyasindan verileri ayiklayip iliskisel veritabani sistemine yliklemek igin
Python proglama dili kullamilmigtir. Gelistirip deneyecek oldugumuz makine
ogrenmesi modellerini de bu yazilim dili ile uygulayacagimizdan XML ayiklama
isleminde de yine Python dili tercih edilmistir. Python kullanim kolaylagiyla 6ne ¢ikan
cok esnek bir programlama dilidir. Pyhton dilinde erisilmesi miimkiin olan bir ¢ok acik
kaynak kodlu makine 6grenmesi kiitliphanesi bulunmaktadir. Bu iki 6zellik zamani
verimli kullanmak ve giivenilir modeller gelistimek acisindan Python dilini segmemize

neden olmustur.

Kaynak Veri Ayiklama islemi Hedef

<>
XML

Sekil 5. XML ilag Verilerinin Veritabanina Kaydedilmesi Akis Diyagram
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Verileri XML dosyasindan ayristirip koydugumuz yapisal veritabani ise Oracle XE
21c versiyonudur. Oracle XE belirli limitler dahilinde Ucretsiz olarak indirilip
kullanilabilen bir yapisal veritaban1 programidir. Oracle XE ile 12GB veri ile 2GB
bellek kullanimi ticretsizdir. Yapacagimiz ¢alismada veritabani olarak bu kaynaklarin
kullanim1 yeterli oldugu i¢in ve kullanim iicretsiz oldugu i¢in Oracle XE’nin kullanimi1

uygun gorilmistiir.

Olusturdugumuz ilag veritabani ise Sekil 6’da gosterildigi gibidir. DRUG tablosunda
ilaclara ait ila¢ ismi, ilag agiklamasi, ilag tipi, ilag Ozellikleri gibi genel bilgiler
bulunmaktadir. Bu tabloda bulunan DRUGBANK ID alan1 tablonun birincil

anahtaridir ve her ilag icin tekil bir kod numarasini tutar.

DRUG_ATC_CODES
DRUG_ENZYMES H  DRUGBANK_ID: VARCHAR(15)
DRUGBANK_ID: VARCHAR(15) t DRUG_ATC_NUMBER: INTEGER
POSITION: INTEGER ATC_CODE: VARCHAR(8)
ENZYME_ID: VARCHAR(15) ATC_CODE_LEVEL_3: VARCHAR(5)
ENZYME_NAME: VARCHAR(300) ATC_CODE_LEVEL_2: VARCHAR(5)
ORGANISM: VARCHAR(150) ATC_CODE_LEVEL_1: VARCHAR(5)
KNOWN_ACTION: VARCHAR(14) ATC_CODE_LEVEL_0: VARCHAR(5)
DRUG_APPROVALS
DRUGBANK_ID: VARCHAR(15) —i—‘ DRUG DRUG_TARGETS
APPROVAL_TYPE: VARCHAR(100) 0< » DRUGBANK_ID: VARCHAR(15) PO H © DRUGBANK_ID: VARCHAR(15)
DRUG_TYPE: VARCHAR(15) POSITION: INTEGER
DRUG_NAME: VARCHAR(350) TARGET_ID: VARCHAR(15)
DRUG_ENZYME_VECTOR DRUG_STATE: VARCHAR(15) TARGET_NAME: VARCHAR(300)
DRUGBANK_ID: VARCHAR(15) t SMILES: VARCHAR(4000) ORGANISM: VARCHAR(150)
BE00003679: INTEGER MOLECULAR_FORMULA: VARCHAR(500) KNOWN_ACTION: VARCHAR(14)
BE0003533: INTEGER INCHI: VARCHAR(4000)
BEOO....: INTEGER
........... INTEGER DRUG_PAIRS
H 7 DRUGBANK_ID: VARCHAR(15)
DRUG_MACCS '

DRUGBANK_ID2: VARCHAR(15)
DESCRIPTION: VARCHAR(4000)

DRUGBANK_ID: VARCHAR(15)

BITO: INTEGER TC: FLOAT(0)

BIT1: INTEGER INTERACTION: INTEGER
BIT.... INTEGER PHARMACOKINETIC: INTEGER
el INTEGER

PHARMACODYNAMIC: INTEGER

SEVERITY: INTEGER

Sekil 6. DRUG Veritaban1 Diyagrami

Bir ila¢ birden fazla olabilecek bilgiler i¢in yeni bir tablo olusturulmasi uygun
goriilmiistiir. Ornegin DRUG ATC CODES tablosunda ilaglart ATK kodlar1 bulunur.
Bir ilag i¢in yanlizca bir adet ATK kodu bilgisi bulunurken bagka bir ilag i¢in otuzun

uzerinde ATK kodu bilgisi bulunmasi miimkiindiir.
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DRUG_PAIRS tablosu birbiriyle etkilesimde olan ilag¢ ciftlerinin bilgilerini ve bu
etkilesimin nasil bir etkilesim oldugu hakkindaki agiklamalari tutar. flaglarin etkilesim
tirleri (farmakokinetik, farmakodinamik) ve ilaglarin etkilesimlerinin ciddiyet
derecesi ve ayrica ilaglarin molekiil yapilarinin benzerlikleri hesaplanmis ve bu
tabloya eklenmistir. DRUG TARGET tablosunda ilaglarin hedef bilgileri,
DRUG_ENZYMES tablosunda ilaglara enzim  bilgileri  bulunmaktadir.
DRUG_ATC_CODES tablosunda da ilaglarin ATK smiflandirma kodu bilgileri
bulunmaktadir. DRUG _MACCS tablosuna ilaglarin BMYGS kodlar1 kullanilarak
olusturulmus  167bit lik MACCS molekiil vektorleri  yerlestirilmistir.
DRUG _ENZYME VECTOR tablosuna ilaglarin etki ettikleri enzim bilgileri bir
vektor haline getirilerek eklenmistir. Toplamda 458 adet enzim bilgisi her ilag i¢in bu

tabloda tutulmaktadir.

3.2 MODEL ICIN VERININ SECILMESI

Drugbank veritabaninda toplamda 14,315 adet ilacin bilgisi bulunmaktadir. Bu
ilaglarmn buylk bir ¢ogunlugu uygulayacagimiz modellerde kullanilmayacaktir.
Modelin veri setine girecek ilaclar bazi kriterler belirlenmistir. ik olarak sectigimiz
ilaglarin mutlaka onaylanmis olmasin1 beklemekteyiz. Ikincisi secti§imiz ilaglarin
kiiciik molekiil yapida (molekiiler agirligi 900 daltondan daha kiigiik) olmasi
gerekmektedir. Bir bagka kisitimiz ise ilaglarin protein olmamasi yani yasayan
organizmalardan elde edilmemis olmasi gerekir. Ayrica antikor olan ilaglar da
calismamiza dahil edilmemistir. Bunun yaninda tiim 6zellikleri saglamasina ragmen
ilaglarin bazi bilgilerinin eksik olmasi hesaplamalarda ve tahminlerde hatalara yol
acacagindan eksik bilgiye sahip ilaglar1 da kasam disinda biraktik. Neticede

calismamizi yapmak i¢in 650 adet ila¢ kullanilmistir.

Her bir ila¢ diger ilaclar ile eslestirildiginde toplamda 210,925 adet ilag cifti elde
edilmistir. Bu ila¢ ¢iftlerinin etkilesimleri ve etkilesim tipleriyle alakali rakamlar

Tablo 1’ de verilmistir.
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Tablo 1. ilag Ciftlerinin Etkilesim Sayilart

Agciklama Adet
Etkilesen Ilac Cifti Say1si 79,498
Etkilesen ve Etkilesmeyen Ila¢ Sayilart  Etkilesmeyen Ilac Cifti Sayis 131,427
Toplam 210,925
Farmakokinetik Etkilesim 37,708
Etkilesim Tipleri Farmakodinamik Etkilegsim 41,790
Toplam 79,498
Minor Etkili Etkilesim 20,186
Etkilesim Ciddiyet Dereceleri  Orta Etkili Etkilesim 58,176
Major Etkili Etkilesim 1,140
Toplam 79,498

3.3 VERILERIN ONISLEME SOKULMASI

Bir dnceki boliimde verinin Drugbank kaynagindan ¢ekilerek yapisal bir bigimde nasil
tutuldugu hakkinda bilgiler verilmistir. Yapisal olarak tutulan verilerin makine
ogrenmesi modellerinde kullanilabilmesi i¢in bir takim Onislemden gecgerek uygun
formata getirilmesi gerekmektedir. Bunun icin yapmis oldugumuz ¢alismalar,

kullandigimiz teknikler ve kiitiphaneler hakkinda bilgiler bu kisimda sunulmustur.

3.3.1 BMYGS VERIiSININ DONUSTURULMESI

BMYGS, molekiil yapilarinin alfabetik karakterler ve diger noktalama isaretleri
kullanilarak kesin bir sekilde tanimlanmalarina olanak veren bir sistemdir. Sekil 7°de
Firapiravir in molekiil yapisi ve buna karsilik {iretilmis olan BMYGS kodu

bulunmaktadir.

F. N
\[ \f’LNHQ NCE=O)Cl=NCEH=CN=CIO
A

Firapiravir Molekiil Yapisi Firapiravir SMILES Kodu

Sekil 7. Firapiravir ilacinin Molekiiler Yapisi ve Uretilen BMYGS Kodu

23



BMYGS kodlarinin bu ham haliyle herhangi bir modele sokulmasi veya herhangi bir
istatistik hesabinda kullanilabilmesi miimkiin degildir. Bunun i¢cin BMYGS verisini
ikili koda (Ing. Binary Code) ¢eviren bir takim yontemler gelistirilmistir. Bu yontemler
her bir molekiil i¢in esit uzunlukta olan, 0 ve 1’lerden meydana gelen bir vekor
olustururlar. Bunlardan en bilinenlerden bir tanesi MACCS parmak izidir (Ing.
MACCS Fingerprint). MACCS parmak izi her molekiil i¢in 167 bit uzunlugunda bir
vektor olarak tanimlanir. Bu vektorler olusturulurken molekiillerin sahip oldugu her
Ozellik igin bir bit atanir. Eger molekiilde belirli bir 6zellik varsa o 6zellige ait bit 1
olarak igaretlenir, yok ise 0 olarak isaretlenir. Sekil 8’de bunun 6rnek kavramsal bir

aciklamasi gosterilmeye galigilmistir.

Sekil 8. Molekiiller I¢in Ikili Vektor Olusturma Yéntemi
BMYGS kodlarindan olugturulan vektorler 6grenme modellerinde direk olarak
kullanilabilir niteliktedir. Bunun yaninda bu vektorler ilaglarin molekiil yapilarinin
benzerliklerini hesaplamak icin de kullanilmaktadir. Molekiil yapisi benzer olan
ilaclarin benzer etkiler gosterecegi varsayimindan yola ¢ikarak benzerliklerin modele
sokulmas1 ¢ok yaygin bir yontemdir. Molekiil yapilarin benzerliklerini hesaplamak
icin Tanimoto Katsayis1 kullanilmaktadir. TK iki vektoriin benzerligini 6lgmek igin
kullanilan bir skordur. TK 0 ile 1 arasinda bir deger alir. Degerin 0’a yakin olmasi
molekiillerin birbirine benzemedigini, 1’e yakin olmasi ise molekiillerin birbirine cok
benzedigini ifade eder. TK’nin hesaplanma formiilii Denklem 8’de gosterilmektedir.

Sekil 9°da ise bu formiiliin nasil kullanilacag ayrintili olarak ifade edilmektedir.

24



Denklem 8. Tanimoto Katsayis1 Formiili

Alrflofla]a]ofofof[a]|o]1]| =5
s [ololilolxlalololola] Isins
ang [ofof1]ofofolofofo]|1] Ians=2
ave [1]ofa|1[a]afofa1]o|1] Jave=7

Sekil 9. Tanimoto Katsayisinin hesaplanmasi
TK degeri kapsam dahilindeki her bir ilag ¢ifti i¢in hesaplanarak kaydedilmistir. Daha
sonra bu benzerlikler Sekil 10°da gosterildigi iizere bir matris haline getirilmistir. Bu
matrisin satirlart ve siitun isimleri ilaglar1 temsil etmektedir. Degerler ise herbir ilag

ciftinin TK benzerlik degerleridir.

- o~ m < n w

(=] L (&4 L (=] (S

T s o T T T
ilag 1 1 0.0254 0.0003 0.1532 0.7265 0.0055
ilag 2 0.0254 1 0.0124 0.3565 0.9322 0.5560
ilac 3 0.0003 0.0124 1 0 0.0623 0.0455
laga | 01532 0.3565 0 1 0.1159 0.1418
ilac 5 0.7265 0.9322 0.0623 0.1159 1 0.0074
lagg | 00055 0.5560 0.0455 0.1418 0.0074 1

Sekil 10. Tlaglarin TK Benzerlik Matrisi
Bu matristen yola ¢ikilarak her bir ilag i¢in toplam 650 (kapsamdaki ilag sayis1 kadar)
degerli bir benzerlik vektorii elde edilmistir. Ilaglar modele yanlizca molekiiler
benzerlik bakimindan girdi saglasa dahi bir ilag ¢ifti toplamda 1300 degerli bir vektor
ile model girmis bulunmaktadir. Makine 6grenmesi modellerinde bu kadar fazla
Ozelligin 6grenme islemine tabi tutulmasi agir1 6grenme problemine yol agmaktadir.

Bundan kurtulmak amaciyla 6zellik azaltma yontemleri gelistirilmistir. Modellerde
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kullanilacak olan veri sayisini azaltmak amaciyla Temel Birlesenler Analizi (TBA)

kullanilmistir. Bu yontem kullanilarak her ilag i¢cin 50 degerli bir vektor elde edilmistir.

TBA’da temel ama¢ miimkiin olan en yiiksek varyans ile verinin boyutunun
azaltilmasidir. Boyut azaltma verideki bazi ozelliklerin kaybolmasina sebebiyet
vermesine ragmen kaybolan 6zellikler veri hakkinda ¢ok az bilgi igermektedir. Bu
yontemle ylksek korelasyonlu veriler bir araya getirilir. Verilerdeki en cok
varyasyonu olusturan ‘Temel Birlesenler’ secilir. TBA sonucu olusturulan her bir

0zellik birbirinden bagimsizdir.

Veriye TBA uygulanmadan oOnce kullanilan yaygin bir yontem verilerin
stadartlagtirilmasidir. Bu dagilimin standart sapmasi bire esit olacak sekilde degerleri
yeniden diizenlemek anlamina gelmektedir. Biz modellerimizi hem verileri
standartlastirarak hem de standartlagtirmadan test edip en uygun yontemi bulmaya

calisacagiz.

3.3.2 ATK, ENZIiM ve HEDEF VERILERININ DONUSTURULMESI

ATK, ilag kullanimini izlemek ve kullanim kalitesini artirmak amaciyla aragtirmalar
yapmak icin gelistirilmis bir siniflandirma sistemidir. ilaglar1 etken maddelerine gore
sininflandirmaya yarar. Bu sinflandirma yapilirken ilacin etki ettigi yer ve ilaglarin

terapotik, kimyasal ve farmakolojik 6zellikleri dikkate alinir.

Bu sistemde ilaglar bes seviyede gruplanirlar. Birinci seviye anatomik ana grubu
belirtir. Ikinci seviye terapétik alt grubu belirtir. Ugiincii seviye terapotik/farmakolojik
alt grubu belirtir. Dordlncl seviye kimyasal/terapotik/farmakolojik alt grubu belirtir.
Besinci seviye kimyasal maddeyi belirtir. Tablo 2’de o6rnek bir ATK kodu
siniflandirmasi verilmistir. Tabloda birinci seviyeden baslayarak besince seviyeye
kadar uzanan siniflandirmanin asamalar1 goziikkmektedir. Birinci seviye bir harften
olusur. Ikinci seviye iki haneli bir rakamdan, {i¢iincii ve dordiincii seviye yine birer
harften olugmaktadir. Besinci seviye ise iki haneli bir rakam olup kimyasal maddeyi
temsil etmektedir. Besinci seviyenin varyansi ¢ok fazla oldugundan dolay:1 bu bilgiyi

modellerimize girdi olarak vermeyecegiz.
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Tablo 2. ATK Kodu Siniflandirmasi Ornegi (WEB 6)

ATK Seviyesi ATK Kodu ATK Aciklamasi
Anatomik Ana Grup C Kardiyovaskuler Sistem
Terap6tik Alt Grup Co03 Ditretikler

Farmakolojik Alt Grup Cco3C Yiiksek Tavan Dirtretikleri
Kimyasal Alt Grup CO3CA Silfonamidler

Kimyasal Madde C03CA01 Furosemid

Her ilag bir ATK kategorisine dahil olabilecegi birden fazla ATK kategorisine giren
ilaglar da bulunabilmektedir. Bu durum ATK kodlarinin her ilag igin bir 6zellik olarak
model verisine girmesine imkan tanimamaktadir. Bu ylizden ATK kodlarinin anlamli
bir sekilde modele girdi olarak verilebilmesi i¢in bu veriyi her bir kolona bir
siniflandirma kodu gelecek sekilde bir vektdr hazirladik. Ornegin yukarida Tablo
2’deki 6rnekte goriilen C, C03, CO3C, CO3CA kategorileri i¢in birer kolon olugturduk.
Bunun gibi ilk dort seviyedeki biitiin kategorileri birer kolon haline getirdik. Eger ilag
ATK siniflandirmasinda herhangi bir sinifa giriyor ise o sinifi 1 olarak girmiyor ise 0

olarak kodladik. Sekil 11°de yaptigimiz islem sembolik olarak goriinmektedir.

C03CA

-~ AN

| A [ 8 [ c [ [ oz | cos [cosn| coss | cosc | cosp [coscalcosce| .. | D [ .
0 0 1 0 0 1 0 0 1 o T = 0 0 0

Sekil 11. ATK Kodu Vektorii Olusturulmasi
Olusan ATK vektoriiniin uzunlugu 712 kolon olmustur. Bu kadar fazla 6zellik yine

asir1 O6grenme problemine yol agacagindan TBA kullanilarak bu sayr 50’ye

distirilmustiir.

[lag enzimlerinin ve ilag hedeflerinin makine grenmesi modeline girmesini saglamak
amactyla veriler ATK kodlarina benzer sekilde bir 6n isleme tabi tutulmustur. Enzim
ve hedef verileri i¢in birer vektor olusturularak bu vektor i¢inde ilacin bilgilerindeki
enzim veya hedef var ise 0, yok ise 1 ile isaretlenmistir. Hedef bilgilerini ceren

vektoriin boyutunu azaltmak igin yine TBA kullamlmistir. Enzimlerdeki vektor
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biiyiikliigiinii azaltmak i¢in yanlhzca SIP enzimlerinin bilgisi dikkate alinmistir. Bu
durum, “SIP enzimlerini inhibe eden ilaclar, diger ilaglarin parcalanmasini

engelledigi icin giivenlik problemleri var denir” gorigiinden kaynaklanmaktadir
(Kiigiik¢alik, 2019:4)

3.4 MAKINE OGRENMESI YONTEMLERININ UYGULANMASI

Makine 6grenmesi tekniklerinin uygulanmasi igin ilk olarak modele sokulacak olan
verinin uygun bir formatta hazirlanmis olmasi gerekmektedir. Bir 6nceki bolimde
bahsedildigi lizere her bir ilacin toplamda dort 6zelligi i¢in vektorler olusturduk. En
verimli yontemi bulmak icin bu vektorlere gesitli dontisiimler uygulayarak farkli
varyasyonlar elde ettik. Hangi vektor doniistimlerinin birlikte daha iyi ¢alistigini
gormek icin 8 farkli veri setini makine O6grenmesi algoritmalarina girdi olarak
hazirladik. Bu veri setlerindeki vekoérleri herhangi bir kurala bagli olmaksizin rasgele
se¢me yontemini kullanarak hazirladik. Bu veri setlerine ilaglarin dort 6zelligine ait

vektorlerle birlikte ilag-ilag etkilesimi bilgisini de ekledik.

En son duzenlemelerle modele girecek olan verinin formati A ve B ilag gifti igin A
ilacinin benzerlik vektorii, B ilacinin benzerlik vektorii, A ilacinin ATK kodu vektor(,
B ilacinin ATK kodu vektorii, A ilacinin enzim vektorii, B ilacinin enzim vektorii, A
ilacinin hedef vektorii, B ilacinin hedef vektorii, iki ilacin etkilesim bilgisi,
farmakokinetik etkilesim bilgisi, farmakodinamik etkilesim bilgisi, etkilesimin
ciddiyet bilgisini i¢erecek sekilde diizenlenmistir. Tablo 3 hazirlanan 8 farkli veri
setinin igerigini gostermektedir. Her modelin bu sekiz farkli veri seti lizerinde
calistirillmas1 saglanmistir. Bu bizim hangi veri setinde daha basarili sonuglari
aldigimiz konusunda bize bilgi saglayacaktir. Ayrica hangi modelde hangi veri setinin

daha 1yi ¢alistig1 bilgisini almamiza da yardimci olacaktir.
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Tablo 3. Modellerde Test Edilecek Olan Veri Setlerinin Icerikleri

Veri 1

Veri 2

Veri 3

Veri4 Veri5

Veri 6

Veri 7

Veri 8

Benzerlik Vektori 50
Benzerlik Vektori 50 Std

Benzerlik Vektort 100 Std.

Benzerlik Vektori 100
Benzerlik Vektoru — TUmi
Enzim Vektori SiP
Enzim Vektori — Timu
Hedef Vektora — Tumi
Hedef Vektorii 50
Hedef Vektorii 50 Std
ATK Vekétru 50

ATK Vektoru 50 Std
Etkilesim Bilgisi
Farmakokinetik Bilgisi

Farmakodinamik Bilgisi
Ciddiyet Bilgisi

v

€ < K

v

€ < K

€ < K

<

€ < K

<

€ < K

<

€ < K

<

€ < <

<

€ < <

Ryu ve arkadaslar1 2018 yilinda yaptiklar1 ¢aligmada ilaglarin benzerlik vektoriinii

TBA yontemi ile 10, 20, 30, 40 ve 50 kolonlu olarak denemis ve en iyi sonucu 50

kolon i¢in almislardir. Biz de ¢calismamizda vektorleri 50 kolon olarak ve 100 kolon

olarak denedik. Bunun yaninda tiim vektor setini de baz1 modellerde basarimi 6lgmek

maksadiyla denedik.

Ik olarak verilerimizi ilaglar arasinda etkilesim olup olmadigi tahmini yapma

konusunda egittik. Bu egitim i¢in verileri ayr1 ayr1 Lojistik Regresyon (LR), Naive

Bayes, Karar Agaglari, K-En Yakin Komsuluk ve Derin Ogrenme Aglan

uygulanmistir. Bu uygulamlar yapilirken toplam verinin %90°lik bir kism1 egitime

sokulurken %10’luk kismi testler i¢in ayrilmistir. Test verileriyle uygulanan veriler

29



icin performansi belirlemek adina F1-skorlari hesaplanmig ve Tablo 4 icerisinde

gosterilmistir.

Tablo 4. Veri Setlerinin Etkilesimleri Tahmin Etmede Elde Ettikleri F1-Skorlar1

LR NB DT K-EYK DSA
Veri Seti 1 0.78 0.43 0.85 0.82 0.92
Veri Seti 2 0.75 0.57 0.86 0.83 0.90
Veri Seti 3 0.91 0.56 0.84 0.82 0.90
Veri Seti 4 0.75 0.55 0.84 0.79 0.88
Veri Seti 5 0.74 0.54 0.85 0.79 0.85
Veri Seti 6 0.79 0.64 0.83 0.79 0.82
Veri Seti 7 0.73 0.51 0.85 0.79 0.83
Veri Seti 8 0.76 0.42 0.86 0.83 0.90
Ortalama 0.77625 0.5275 0.8475 0.80625 0.875

Yukaridaki tabloda goriildiigii tizere DSA ilag-ilag etkilesimini tahmin etmede diger
metodlara gore daha Ustiin bir basart sagladig goriilmektedir. Karar agaglari yine ona
cok yakin bir trend gostermektedir. Bir sonraki asamada yine ayni veri setleriyle, bu
sefer sadece ilag-ilag etkilesimlerini degil bunun yaninda etkilesim tiiriini
(farmakokinetik veya farmakodinamik) ve etkilesimin saglik adina ciddiyetini (mindr,
orta veya major) de tahmin edilmesi adina ¢aligmalar yapilmistir. Bu ¢caligmalarda hem
bir dnceki agsamada yiiksek perfomans sergiledigi i¢in hem de katman sayilariyla ve
katmandaki diiglim sayilariyla daha ¢ok optimizasyon yapilabilecegi icin DSA

secilmistir.

Bu asamada ilag ciftlerinin etkilesimi, etkilesim tipleri, etkilesimin ciddiyeti olmak
tizere 3 farkli tahminde bulunulmustur. Bunu miimkiin kilmak i¢in yapay sinir aginin
son katman1 7 farkli deger ile etiketlenmistir. Her bir etiket degeri hem etklesim olup
olmadigint hem de etkilesimin tipini ve ciddiyetini verecek sekilde Tablo 5 {izerinde

gosterildigi gibi tasarlanmistir.
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Tablo 5. DSA Cikt1 Etiketlerinin Olusturulmasi

Simf No Farmakokinetik E.  Farmakodinamik E. Ciddiyet Etiket

0 0 0 0 0
1 1 0 1 101
2 1 0 2 102
3 1 0 3 103
4 0 1 1 11
5 0 1 2 12
6 0 1 3 13

Tablo 5’de goriildiigii lizere her bir etiket ilaglarin birlikte kullanildiginda birbirleri
arasinda olusabilecek bir etkilesim durumunu temsil etmektedir. Ornegin 0 numara iki
arag¢ arasinda hig bir etkilesim olmadigini, 3 numara ise ilaglar arasinda bir etkilesim
olacagini, bu etkilesim tiiriiniin farmakokinetik olacagini ve ciddiyet derecesinin ise 3
oldugunu yani major bir etkilesim olacagini ifade etmektedir. Bu durumda 0 numarali
etiket etkilesim olmadigini, 101 numarali etiket farmakokinetik minor etkilesim
oldugunu, 102 numaral etiket farmakokinetik orta etkilesim oldugunu, 103
farmakokinetik major etkilesim oldugunu, 11 numarali etiket farmakodinamik minor
etkilesim oldugunu, 12 numarali etiket farmakodinamik orta etkilesim oldugunu, 103

farmakodinamik major etkilesim oldugunu gostermektedir.

Derin sinir aglar1 verilen girdilerle egitim yaptiktan sonra test verileriyle 6grenmenin
performansi 6l¢lilmektedir. Derin sinir aglariyla yapilan tahmin sonucunda her etiketin
olma olasiligin1 veren bir ¢ikt1 aliriz. Biitiin etiketlerin olasiligini1 topladigimizda bu
her zaman 1’e esit ¢ikar. Yani bizim modelimizde bir tahmin yaptigimizda elimizde 7
etiket turii icin toplamda 7 tane olasilik degeri olacaktir. Modelin performansi
hesaplanirken ise en yiiksek olasiliga sahip etiket ¢ikti olarak alinir. Daha sonra bu

deger asil olmasi gereken etiket degeri ile karsilastirilarak performans skoru elde edilir.
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BOLUM IV — SONUCLAR

Bu boliimde uygulanan yontemlerin sonuglari, sonuglar sonrasi yapilan diizenlemeler

ve yorumlar yer almaktadir.

4. SONUCLAR

[k olarak yapilan makine dgrenmesi ydntemlerinin sadece IIE bulma konusundaki
basarilar1 Sekil 12°de grafik ile gosterilmistir. Bu grafikte goriildiigii tizere en basarili
yontemin DSA oldugu goriilmektedir. Bu sebeple asil tahmin edecegimiz ilag

etkilesim tipi ve ciddiyeti i¢in egitecegimiz yontem DSA olacaktir.

Veri Egitimi Basari Skorlari

100.00%
84.75% , 87.50%
77.63% 80.63%
80.00%
60.00% 52.75%
40.00%
20.00%

0.00%

HMIR mNB mKA mKEYK mDSA

Sekil 12. Veri Egitimi Basar1 Skorlar

Derin sinir aglariyla bu daha 6nceden belirledigimiz 7 kategoriyi test etmek icin
modelimiz 7 ¢ikt1 alacak sekilde diizenlendi. Daha sonra model c¢alistirilarak
performansi incelendi. Model performansini artirmak amaciyla modeldeki katman
sayilar1 ve diglim sayilar1 degistirilerek yeni denemeler yapildi. Asir1 6grenme

problemini ¢zmek i¢in bazi diiglimlerin etkinlikleri azaltildi. Sonug olarak en yiiksek
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performansa sahip, optimuma en yakin ¢6ziim belirlenmis oldu. Bu ¢6ziim elimizdeki

8 veri setine uygulandi.

Performansi test etmek amaciyla 10 kathh ¢apraz dogulama testi yapildi. Capraz
dogrulama, elde ettigimiz performansin rasgele mi elde ettik yoksa gergekten bu

performansi yakalayabiliyor muyuz anlamamiza yardimci olmaya yarar.

Daha 6nceden yaptigimiz dogrulama testinde verinin %90’1n1 egitim i¢in %10 unu test
icin kullanmistik. Capraz dogrulama isleminde yine aymi testi farkli egitim ve test
kiimeleriyle 10 defa tekrarladik. Her defasinda ¢ikan F1 skorlarinin ortalamasini alarak
modelin gergek performansini hesapladik. Sekil 13’te egitim ve test verilerinin ne
sekilde secildigi verilmistir. Denklem 9 ise ortalama performansin nasil hesaplandigini
gOstermektedir.

Test verisi Egitim verisi

! |

2. iterasyon | ‘—| ‘ | ‘ | ‘ | ‘ l—o f1—skor,
3. iterasyon I—» f1-skorsy
4, iterasyon |—' fi1—skor,
5. iterasyon I—» f1—skors
6. iterasyon |—- fi1—skor,

7. iterasyon I | ‘ | I I—l | I — f1—skor;
8. iterasyon | I | ‘ | I | ‘—l I " fl-skorg
9. iterasyon | I | ‘ | I | ‘ | | — fI—skor,

I A A e

10. iterasyon

Sekil 13. 10 Kat Capraz Dogrulama Igin Egitim ve Test Verisi Se¢imi

Denklem 9. 10 Kat Capraz Dogrulama i¢in Performans Hesaplamasi

10
1
performans = EZ F1_skor;
i=1

8 farkli veri seti i¢in hazirladigimiz DSA yapisi ¢alistirildiginda ve 10 kath capraz

dogrulama yapildiginda Tablo 6’da goriilen sonuglar elde edilmis oldu.
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Tablo 6. Derin Ogrenme Ag1 Capraz Dogrulama Sonuglari

Iterasyon  Veri 1 Veri 2 Veri 3 Veri 4 Veri 5 Veri 6 Veri 7 Veri 8

1 0.93 0.92 0.92 0.89 0.89 0.90 0.87 0.92
2 0.92 0.90 0.91 0.88 0.87 0.88 0.85 0.90
3 0.92 0.91 0.92 0.89 0.89 0.89 0.87 0.91
4 0.78 0.73 0.74 0.66 0.66 0.67 0.60 0.74
5 0.72 0.64 0.65 0.56 0.55 0.59 0.48 0.66
6 0.72 0.64 0.66 0.54 0.50 0.53 0.46 0.65
7 0.72 0.64 0.66 0.60 0.56 0.59 0.56 0.65
8 0.98 0.98 0.98 0.98 0.97 0.97 0.96 0.98
9 0.98 0.98 0.98 0.97 0.97 0.96 0.96 0.97
10 0.94 0.93 0.93 0.92 0.91 0.91 0.89 0.93
Ortalama 0.861 0.827 0.835 0.789 0.777 0.789 0.75 0.831

Tabloda goriildiigi gibi kurulan derin 6grenme ag modelinde en iyi sonucu birinci veri
seti vermistir ve 0.86 gibi bir F1 skoru iiretmistir. Cikan sonuclar1 dikkatli olarak
incelegimizde 4, 5, 6 ve 7 numarali iterasyonlarda genel olarak bir basar1 diislisi
goriinmektedir. Bunun nedeni bulmak i¢in iterasyonlardaki dagilimlara daha yakindan
bakmamiz gerekmektedir. Her bir iterasyon i¢in test verisi dagilimlarini
inceledigimizde Tablo 5’de goriilen 3 numarali ve 6 numarali siniflarin
dagilimlariinin bu iterasyonlarda test verisine daha ¢ok dagildigini gérmekteyiz. Bu
dagilimlarda dikkatimizi 6ncelikle ¢eken konu 3 ve 6 numarali siiflarin ikisinin de
etkilesim ciddiyetinin major, yani ¢ok 6nemli etkilere yol agan etkilesim olmalaridir.
Yani bu iterasyonlarda ciddiyet seviyesi major olarak nitelendirilen ilag iliskileri bu
derin 6grenme aginda basarili bir sekilde yakalanamamistir. Her ne kadar %86 lik bir
basar1 orani bagarili sayilsa da, drneklem sayis1 az olan fakat ¢ok 6nemli olan bir
Ozelligin tahmin bagarisinin diisilk olmasi derin 6grenme modelinin amacina Gok
hizmet edemedigini diisiindiirmektedir. Sekil 14’ te gosterilen karigiklik matrisi bu
sonuca nasil ulastigimiz hakkinda bilgi vermektedir. Sekilde belirtilen semalar {igiincii
sinifa dahil ilaglarin, yani farmakokinetik etkilesime sahip major etkilesimlerin farkli
iterasyonlarda gosterdigi performansin degerleridir. F1- skoru degerleri A ve B igin
sirastyla 0.72 ve 0.98 olarak ¢ikmustir. (A) iterasyonunda 3. sinifa ait 448 adet ilacin

oldugunu fakat bunlardan hi¢ bir tanesinin dahi dogru olarak tahmin edilemedigini
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gormekteyiz. (B) iterasyonunda ise test kiimesinde bu sinifa ait hi¢ ilag
bulunmamaktadir. Bu durum (B) iterasyonundaki basar1 oranin yiiksek ¢ikmasinin

sebebi olmustur diyebiliriz.

Pozitif Negatif

Pozitif Negatif

Pozitif
Pozitif

448

Gergeklesen
Gergeklesen

Negatif
Negatif

Tahmin Tahmin

(A) (B)

Sekil 14. Farkli Iterasyonlarda Major Etkilesimler i¢in Karisiklik Matrisleri

Derin 6grenme aglari, etkilesim ciddiyeti diginda kalan kism1 tahmin etmesi i¢in tekrar
egitildi. Sadece etkilesim tiplerini iceren simiflar Tablo 7’de goriildiigii gibi segildi.
Bu sinflar ile iki ilag arasinda etkilesim olup olmadigini1 bulmak ve etkilesimin tipi

tahmin etmek miimkiin olmustur.

Tablo 7. DSA Cikt1 Etiketlerinin Olusturulmasi - 2

0 0 0 0
1 1 0 10
2 0 1 1

Yapilan egitim ve arkasindan yapilan testlerin sonucu Tablo 8’de gosterilmistir. Bu

modelde ortalama olarak her veri seti i¢in %2 lik bir iyilesme saglanmaistir.
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Tablo 8. Derin Ogrenme A1 Capraz Dogrulama Sonuglari - 2

Iterasyon  Veri 1 Veri 2 Veri 3 Veri 4 Veri 5 Veri 6 Veri 7 Veri 8

1 0.95 0.93 0.94 0.90 0.90 0.91 0.88 0.93
2 0.94 0.91 0.92 0.89 0.86 0.88 0.85 0.92
3 0.94 0.92 0.93 0.90 0.89 0.90 0.85 0.93
4 0.80 0.76 0.78 0.70 0.69 0.70 0.64 0.76
5 0.78 0.70 0.73 0.63 0.61 0.65 0.61 0.72
6 0.76 0.69 0.74 0.60 0.58 0.60 0.54 0.71
7 0.73 0.67 0.69 0.60 0.59 0.62 0.59 0.70
8 0.98 0.98 0.98 0.96 0.97 0.94 0.95 0.98
9 0.98 0.98 0.98 0.97 0.96 0.95 0.95 0.97
10 0.95 0.94 0.94 0.91 0.91 0.90 0.89 0.93
Ortalama 0.881 0.848 0.863 0.806 0.796 0.805 0.775 0.855

Ilaglarin ATK kodu, molekiiler yapisi, hedef proteinleri ve enzim bilgilerini kullanarak
kullanarak yaptigimiz denemelerde en verimli yontemi birinci veri seti lizerinde derin
Ogrenme sinir aglart kullanarak ilaglarin farmakokinetik ve farmakodinamik
etkilesimlerini tahmin ederken tespit ettik. Bu siireci bir modele doniistiirdiiglimiizde
Sekil 15 iizerinde goriildiigii gibi bir akis elde ederiz. Ik adimda verileri Drugbank’tan
XML formatinda indiririz. Burdaki verileri yapisal hale getirmek i¢in Python dilinden
yararlaniriz. Yapisal hele doniistiiriilen verileri Oracle XE veritabanina yiikleriz. ikinci
adimda ilaglarin molekiil yap1 bilgilerini 0 ve 1’lerden olusan bir vektér haline
getiririz. Bunu yaparken python da Rdkit kiitiiphanesinden yararlaniriz. Rdkit kimya
informatigi i¢in gelistirilmis i¢inde ¢esitli araclar1 barindiran bir kiitiiphanedir. Uglincii
adimda her bir ilacin diger ilaglar ile olan kimyasal yap1 benzerliklerini Tanimoto
katsayis1 kullanarak hesaplariz. Her ilag igin 650 kolonluk bir vektor elde ederiz. Bu
adimda ATK kodu, hedef ve enzim bilgisi i¢in de 0 ve 1’lerden olusan birer vektor
elde ederiz. ATK kodunu igeren vektdri TBA kullanilarak 50 kolona diisiiriiliir.
Dordiincii adimda her bir ilag i¢in vektorler birlestirilerek ilaca ait 6zellik vektorleri
olusturulur. Ilag ¢iftleri igin bu 6zellik vektdrleri ve ilaglarin etkilesim bilgileri
eklenerek DSA icin girdi tablomuz ortaya ¢ikmis olur. Besimci adimda girdiler
kullanilarak olusturulan DSA yapist egitilir. Bu proje igin DSA yapisi python

proglama dilindeki Keras kittiphanesi ile olustutulmustur. Keras python ile yazilmis
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olan ve neredeyse her tiirlii derin 6grenme modelini olusturabilen bir kiitiiphanedir.
Keras DSA modelinin girdiler ile egitilmesi sonucunda tahmin modelimiz tamamlanr.
Tahmin modeli sonucunda iki ¢esit ¢ciktimiz olabilmektedir. Birincisi ilacin etkilesim
bilgisi ve etkilesim tipi (farmakokinetik veya farmakodinamik), ikincisi ise ii¢ sonug
kategorisi (etkilesim yok, farmakokinetik etkilesim, farmakodinamik etkilesim) i¢in

gerceklesme yiizdeleridir.

</> __.p-__p
XML

@ python m21c

Drugbank verisi veritabanina eklenir

D) . Molekdler Yapi bilgisi vektor haline getirilir

S, ilagA _|AAB|

ilaglar arsindaki molekiiler benzerlikler hesaplanir

Batun ilag ozellikleri bir vektor haline getirilir

TK Vektor ATK Vektor Hedef
“E Her ilacin 6zellik vektord olusturulur

0.034 -0.654

&g 3 0625 798 1 ve ilag ciftleri icin birlestirilir

) DSA kullanilarak model egitilir

Sekil 15. flac-flag Etkilesimi Tahmin Modeli
Keras ile olusturdugumuz DSA yapis1 1 giris katmani, 1 ¢ikis katmani ve 4 ara katman
olmak {iizere toplam 6 katmanli bir yapiya sahiptir. Giris katman1 1280 adet girdi
bilgisini alarak orta katmanlara iletir. Orta katmanlar siras1 ile 128, 64, 64, 64 adet
diigtimlere sahiptir. Son olarak ¢ikt1 katmani ise 3 adet ¢ikis diiglimiine sahiptir ve her

diiglim bir olasilik sayisini ¢ikt1 olarak verir.

[lk olarak yanlizca ilag etkilesimi tahmini yapan modelleri test ederek en iyi modelin

DSA oldugunu oldugunu ve sonrasinda en 1yi sonug veren veri setini tespit ettik.
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BOLUM V — TARTISMA ve SONUC

5. TARTISMA ve SONUC

IiE 6nceden tespit edilemediginde ve hasta kisiye etkilesen ilag ciftleri verildiginde

onemli sonuclara neden olabilmektedir. Tablo 9’da baz1 ciddi etkilesen ilag ciftleri ve

bunlarin ne tiir etkilesime sebep oldugu bilgisi bulunmaktadir.

Tablo 9. Baz1 Ciddi ilag-Ilag Etkilesimleri (Biiyiikkorkuoglu ve digerleri, 2019)

Etkilenen ilac

Etkilenen Ila¢

Potansiyel Etki

Varfarin

Karbamazepin

Fenitoin

Fenorbarbital

SSRI

SSRI

Asetil salisilik asit

Rifampin

Simetidin, Eritromisin, Klaritromisin,

Flukonazol

Simetidin Eritromisin, Klaritromisin,

Flukonazol

Trisiklik antidepresanlar

Tramadol

Kanamada artis, INR’ de artis

Karbamazepin seviyelerinde azalma

Fenitoin seviyelerinde artis

Fenobarbital seviyelerinde artis

Trisiklik antidepresan etkisinde artis

Nobet olusum riskini artirir,

Serotonin sendromu

Yaptigimiz c¢alisma sirasinda kullandgimiz Drugbank veri tabaninda bulunmayan

fakat ¢alismamizin tespit ettigi bazi ilag ilag etkilesimleri ise Tablo 10°da verilmistir.
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Bu  bilgiler baska bir ¢evrimi¢i etkilesim sorgulama sayfasi olan
webmd.com/interaction-checker/default.htm adresinden elde edilmistir. Bu durum

bize Drugbank veri tabaninin biitiin etkilesimleri icermedigini gostermektedir.

Tablo 10. Modelimizde Tespit Ettigimiz Baz: Ilag-ilag Etkilesimleri (WEB 7)

Etkilenen flag Etkilenen la¢ Potansiyel Etki

Phenelzine Armodafinil Yiiksek tansiyon riskinde artis (akut hipertansif donem)
Tranylcypromine  Armodafinil Yiiksek tansiyon riskinde artis (akut hipertansif donem)
Primidone Selinexor Belirtilmemis etkilegsim mekanizmasi

Primidone Tinidazole Tinidazol'ln seviyesinde veya etkisinde azalis
Primidone Dopamine Primidone artar ve Dopamine sedasyonu azaltir

Bu tezde ilag-ilag etkilesimlerini tahmin etmek amaciyla makine Ogrenmesi
yontemlerini uygulayarak bir tahmin modeli olusturduk. En uygun sonuca ulasabilmek
icin lojistik regresyon, naive bayes, K-en yakin komsuluk, karar agaglari ve derin
O0grenme yontemlerini verilerimiz {izerinde test ettik. En verimli sonucun derin

ogrenme aglar kullanildiginda alindigin1 gérerek modelimizi bu yonde ilerlettik.

Bu calisgmamizda ilk defa olarak ilaglarin etkilesimlerinin tipini yani farmakokinetik
etkilesim mi yoksa farmakodinamik etkilesim mi var oldugunu ve etkilesimin ciddiyet
derecesini tahmin eden bir model {izerinde calistik. Daha once etkilesimin ciddiyeti
tizerine herhangi bir calisma yapildigim1 gérmemistik. Bu da bizi motive eden
unsurlardan bir tanesi olustur. Elimizdeki verilerin ve uyguladigimiz yontemlerin
iligkilerin ciddiyeti konusunda tahmin yapma performansinin ¢ok iyi olmadigini
gorduk. Bunun veri kiimesindeki yiiksek ciddiyetli Orneklerin az olmasindan
kaynaklanma olasilig1 vardir. Girdi olarak verdigimiz verilerin bu tiir 6rnekler i¢in bir

korelasyon olusturmuyor olma ihtimali de bulunmaktadir.
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Modellerin egitilmesi sonucu en verimli c¢alisan modelimizde giren Orneklem
kiimesine gore %73 ile %98 arasinda degisen ve ortalamasi %88 olan basar1 oranini
elde ettik. Daha 6nceden farmakokinetik ve farmakodinamik etkilesim tiplerini tahmin
eden bir model ile karsilagsmadik. Benzer girdi verileri ile ilag etkilesimi tahmini yapan
Cheng ve Zhao 2014 yilinda ilaglarin benzerlik profillerini hesaplayarak DVM
kullarak %67 oraninda bir basarim elde etmislerdir. Ryu ve arkadaslar1 2018 yilinda
onerdikleri metodda yanlizca ilaglarin benzerlik profillerini kullanarak DSA ile
yapilan egitim 86 farkli etkilesim tiirii i¢in %92.4 liik bir bagar1 géstermistir. Bu modeli
bir basamak daha gelistiren Lee ve arkadaslari 2019 yilinda ileri beslemeli DSA
modeli ile ilaglarin hedefleri ve gen ontolojisi verilerinin yapisal benzerlik profilini

cikararak modele dahil etmisler ve bu basariy1 %97 oranlarina tagimislardir.

Benzerlik profillerinin yapilan tahminlerde yiiksek basar1 sagladigi literatiirdeki
calsmalardan anlasilmaktadir. Bir sonraki adim olarak ¢esitli benzerlik profilleri

uretilerek yeni modeller denenebilir.

Ayrica ilag etkilesimlerdeki ciddiyet derecelerini tespit edebilmek adina hangi
ozelliklerin bu ciddiyeti tetikledigi konusunda aragtimalar yapilarak bunu veri

setlerimize eklememiz faydali olabilecektir.

Biz her etkilesim tipini ve etkilesmenin olmadigr durumu etiketleyerek tek seferde
tahmin yapan bir ¢alisma gerceklestirdik. Ik 6nce etkilesim olup olmadigini bulan ve
daha sonra etkilesimin ¢esidini tahmin eden bir model basarinin artmasina sebep

olabilecektir.

Olusturdugumuz ATK siniflandirma vektorlerinde siniflandirma seviyeleri arasindaki
iligkilerin makine 6grenmesi algortimalarina onceden tanitilmasi islemi de basari
skorunu artirabilecegi goz Oniinde bulundurulup daha sonraki ¢aligmalarda dikkat

edilecek bir husus olarak degerlendirilebilir.

Vektor boyutlarini azaltmak i¢in TBA yontemini kullandik. Baz1 parametrik olmayan
Ozellik azaltma yontemlerinin denenmesi daha yliksek basar1 elde edilmesine neden

olabilir. Bu durum da ileriki bir ¢calisma konusu olarak degerlendirilebilir.

Modelimizde her bir ilag ¢iftinin hangi sonu¢ sinifina ait oldugunu bulurken

etiketlerden en yiiksek olasilik degeri olani sectik. Bu yontem yerine belirli bir olasilik
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degerinin lizerindeki kayitlarin sinifa dahil edilmesi hususunda yapilacak bir ¢alisma

modelin basar1 derecesini yiikseltebilecektir.

Modelde kullandigimiz veri setleri biitiin ilaglar1 kapsamak yerine sadece belirli
bilgilere sahip olan ilaglar1 icermektedir. Bilgi eksikligi olan bir ilag i¢in tahminde
bulunma durumu bizim modelimiz i¢in gegerli olamamaktadir. Bir sonraki agamada
eksik bilgili ilaglarin tahmini i¢in de bir yontem bulmak iyi bir arastirma konusu

olacaktir.

41



KAYNAKCA
Ali, J., Khan, R., Ahmad, N., Magsood, I. (2012). Random Forests and Decision Trees,

IJCSI International Journal of Computer Science Issues International Journal
of Computer Science Issues, 9(3).

Angermueller, C., Pdrnamaa, T., Parts, L., & Stegle, O. (2016). Deep learning for
computational biology. Molecular Systems Biology, 12(7), 878.

Ayodele, T.0. (2010). Types of Machine Learning Algorithms, New Adv. Mach.
Learn, 3, 19-48.

Belkin, M., Niyogi, P., & Sindhwani, V. (2006). Manifold Regularization: A
Geometric Framework for Learning from Labeled and Unlabeled Examples. J.
Mach. Learn. Res., 7, 2399-2434.

Belkin, M., Matveeva, I., & Niyogi, P. (2004). Regularization and Semi-supervised
Learning on Large Graphs. COLT, 17.

Beretta, L., & Santaniello, A. (2016). Nearest neighbor imputation algorithms: a
critical evaluation. BMC Medical Informatics and Decision Making, 16(3),
197-208.

Biiyiikkokuroglu, M.E., Tanyeri, P., & Keles, R. (2019). ilag-lla¢ Etkilesimleri
Konusunda Farkindalik. Online Tiirk Saglik Bilimleri Dergisi., 4(3), 377-391.

Chapelle, O., Weston, J., & Scholkopf, B. (2002). Cluster Kernels for Semi-
Supervised Learning. NIPS, 15.

Cheng, F., & Zhao, Z. (2014). Machine learning-based prediction of drug-drug
interactions by integrating drug phenotypic, therapeutic, chemical, and
genomic properties. Journal of the American Medical Informatics Association
: JAMIA, 21(e2), e278-e286. https://doi.org/10.1136/amiajnl-2013-002512

Caliskan, A. (2017).Derin sinir aginin siniflandirma basariminin artirilmasi i¢in yeni
bir egitim stratejisi gelistirilmesi ve biyomedikal veri setleri iizerinde test
edilmesi, Yayimlanmanus doktora tezi, Erciyes Universitesi Fen Bilimleri
Enstitus.

Deng, H., Fannon, D.J., & Eckelman, M.J. (2018). Predictive modeling for US
commercial building energy use: A comparison of existing statistical and
machine learning algorithms using CBECS microdata. Energy and Buildings,
163, 34-43.

42


https://doi.org/10.1136/amiajnl-2013-002512

Elder, J. (t.y). "Introduction to Machine Learning and Pattern Recognition,"
http://www.eecs.yorku.ca/course_archive/2011-12/F/4404-

5327/lectures/01%20Introduction.pdf adresinden erisilmistir.

Friedman, J.H. (2006). Recent Advances in Predictive (Machine) Learning. Journal of
Classification, 23, 175-197.

Friedman, N., Geiger, D., & Goldszmidt, M. (2004). Bayesian Network
Classifiers. Machine Learning, 29, 131-163.

Gallelli, L., Colosimo, M., Tolotta, G.A., Falcone, D.M., Luberto, L., Curto, L.S.,
Rende, P., Mazzei, F., Marigliano, N.M., De Sarro, G., & Cucchiara, S. (2009).
Prospective randomized double-blind trial of racecadotril compared with
loperamide in elderly people with gastroenteritis living in nursing
homes. European Journal of Clinical Pharmacology, 66, 137-144.

Gallelli, L., Ferreri, G., Colosimo, M., Pirritano, D., Guadagnino, L., Pelaia, G.,
Maselli, R., & De Sarro, G. (2002). Adverse drug reactions to antibiotics
observed in two pulmonology divisions of catanzaro, Italy: a six-year
retrospective study. Pharmacological research, 46 5, 395-400.

Gottlieb, A., Stein, G. Y., Oron, Y., Ruppin, E., & Sharan, R. (2012). INDI: a
computational framework for inferring drug interactions and their associated
recommendations. Molecular systems biology, 8, 592.
https://doi.org/10.1038/msb.2012.26

Goksel, Sibel. (t.y). “Ila¢ Etkilesimlerinin Farmakokinetik ve Farmakodinamik
Temelleri”
http://tfd.org.tr/sites/default/files/Klasor/Dosyalar/kongreler/2005/tfd2005_02
9 _ulkergoksel.pdf [Erisim 27.12.2021]

Gundiiz, M., & Soyer, M. (2019). Kiresel Rekabetcilik ile Ekonomik Ozgiirliik
Arasindaki iliskinin Binary Lojistik Regresyon Analizi ile Incelenmesi. /nsan
ve Toplum Bilimleri Arastirmalar: Dergisi.

Huang, J., Niu, C., Green, C. D., Yang, L., Mei, H., & Han, J. D. (2013). Systematic
prediction of pharmacodynamic drug-drug interactions through protein-
protein-interaction network. PLoS computational biology, 9(3), €1002998.
https://doi.org/10.1371/journal.pcbi.1002998

43


http://www.eecs.yorku.ca/course_archive/2011-12/F/4404-5327/lectures/01%20Introduction.pdf
http://www.eecs.yorku.ca/course_archive/2011-12/F/4404-5327/lectures/01%20Introduction.pdf
https://doi.org/10.1038/msb.2012.26
http://tfd.org.tr/sites/default/files/Klasor/Dosyalar/kongreler/2005/tfd2005_029_ulkergoksel.pdf
http://tfd.org.tr/sites/default/files/Klasor/Dosyalar/kongreler/2005/tfd2005_029_ulkergoksel.pdf
https://doi.org/10.1371/journal.pcbi.1002998

Hutzler, M.J., Messing, D.M., & Wienkers, L.C. (2005). Predicting drug-drug
interactions in drug discovery: where are we now and where are we
going? Current opinion in drug discovery & development, 8 1, 51-8.

Jonker, D.M., Visser, S.A., van der Graaf, P.H., Voskuyl, R.A., & Danhof, M. (2005).
Towards a mechanism-based analysis of pharmacodynamic drug-drug
interactions in vivo. Pharmacology & therapeutics, 106 1, 1-18.

Juurlink, D.N., Mamdani, M.M., Kopp, A., Laupacis, A., & Redelmeier, D.A. (2003).
Drug-drug interactions among elderly patients hospitalized for drug
toxicity. JAMA, 289 13, 1652-8.

Kim, T., Ko, W., & Kim, J. (2019). Analysis and Impact Evaluation of Missing Data
Imputation in Day-ahead PV Generation Forecasting. Applied Sciences, 9(1),
204.

Kiiciikcalik, Ahmet. (2019). “CYP-450 Enzimi Siiflarin inhibe Eden ilaglarin,
Diger Ilaglarin Metabolizmine Etkisi,”
https://web.itu.edu.tr/kucukcalik/enzim_CYP-450.pdf [Erisim 07.01.2022]

Leape, L.L., Bates, D.W., Cullen, D.J., Cooper, J., Demonaco, H.J., Gallivan, T.,
Hallisey, R., lves, J., Laird, N., Laffel, G. (1995). Systems analysis of adverse
drug events. JAMA, 274(1), 35-43.

LeCun, Y., Bengio, Y. & Hinton, G. Deep learning. Nature 521, 436-444 (2015).
https://doi.org/10.1038/nature14539

Lee, C.E., Zembower, T.R., Fotis, M.A., Postelnick, M.J., Greenberger, P.A.,

Peterson, L.R., & Noskin, G. (2000). The incidence of antimicrobial allergies

in hospitalized patients: implications regarding prescribing patterns and
emerging bacterial resistance. Archives of internal medicine, 160 18, 2819-22.

Lee, G., Park, C., & Ahn, J. (2019). Novel deep learning model for more accurate
prediction of drug-drug interaction effects. BMC bioinformatics, 20(1), 415.
https://doi.org/10.1186/s12859-019-3013-0

Li, Q., Meng, Q., Cali, J., Yoshino, H., & Mochida, A. (2009). Applying support vector
machine to predict hourly cooling load in the building. Applied Energy, 86(10),
2249-2256.

Lin, S. F., Xiao, K. T., Huang, Y. T., Chiu, C. C., & Soo, V. W. (2010). Analysis of

adverse drug reactions using drug and drug target interactions and graph-based

44


https://doi.org/10.1038/nature14539
https://doi.org/10.1186/s12859-019-3013-0

methods. Artificial intelligence in medicine, 48(2-3), 161-166.
https://doi.org/10.1016/j.artmed.2009.11.002
Osisanwo, F. Y., Akinsola, J. E. T., Awodele, O., Hinmikaiye, J. O., Olakanmi, O., &

Akinjobi, J. (2017). Supervised machine learning algorithms: classification and

comparison. International Journal of Computer Trends and Technology
(1JCTT), 48(3), 128-138.

Park, K., Kim, D., Ha, S., & Lee, D. (2015). Predicting Pharmacodynamic Drug-Drug
Interactions through Signaling Propagation Interference on Protein-Protein
Interaction Networks. PloS one, 10(10), e0140816.
https://doi.org/10.1371/journal.pone.0140816

Qi, M., Luo, H., Wei, P., & Fu, Z. (2019). Estimation of low calorific value of blended
coals based on support vector regression and sensitivity analysis in coal-fired
power plants. Fuel, 236, 1400-1407.

Rochon, P.A., & Gurwitz, J.H. (1997). Optimising drug treatment for elderly people:
the prescribing cascade. BMJ, 315, 1096 - 1099.

Ryu, J. Y., Kim, H. U., & Lee, S. Y. (2018). Deep learning improves prediction of

drug-drug and drug-food interactions. Proceedings of the National Academy of
Sciences of the United States of America, 115(18), E4304-E4311.
https://doi.org/10.1073/pnas.1803294115

Samuel, A.L. (1959). Some Studies in Machine Learning Using the Game of Checkers.

Sanjar, K., Olimov, B., Kim, J., Paul, A., & Kim, J. (2020). Missing Data Imputation
for Geolocation-based Price Prediction Using KNN-MCF Method. ISPRS Int.
J. Geo Inf., 9, 227.

Snyder, B.D., Polasek, T.M., & Doogue, M.P. (2012). Drug interactions: principles

and practice. Australian Prescriber, 35, 85-88.

Solomonoff, R.J. (1957). An Inductive Inference Machine.

Tatonetti, N. P., Fernald, G. H., & Altman, R. B. (2012). A novel signal detection
algorithm for identifying hidden drug-drug interactions in adverse event
reports. Journal of the American Medical Informatics Association
JAMIA, 19(1), 79-85. https://doi.org/10.1136/amiajnl-2011-000214

Vapnik, V. (1999). The nature of statistical learning theory. Springer science &

business media.

45


https://doi.org/10.1016/j.artmed.2009.11.002
https://doi.org/10.1371/journal.pone.0140816
https://doi.org/10.1073/pnas.1803294115
https://doi.org/10.1136/amiajnl-2011-000214

Vilar, S., Uriarte, E., Santana, L., Lorberbaum, T., Hripcsak, G., Friedman, C., &
Tatonetti, N. P. (2014). Similarity-based modeling in large-scale prediction of
drug-drug interactions. Nature protocols, 9(9), 2147-2163.
https://doi.org/10.1038/nprot.2014.151

Vilar, S., Uriarte, E., Santana, L., Tatonetti, N. P., & Friedman, C. (2013). Detection

of drug-drug interactions by modeling interaction profile fingerprints. PloS
one, 8(3), e58321. https://doi.org/10.1371/journal.pone.0058321

Vilar, S., Harpaz, R., Uriarte, E., Santana, L., Rabadan, R., & Friedman, C. (2012).
Drug-drug interaction through molecular structure similarity analysis. Journal
of the American Medical Informatics Association : JAMIA, 19(6), 1066-1074.
https://doi.org/10.1136/amiajnl-2012-000935

Wang, F., & Zhang, C. (2008). Label Propagation through Linear
Neighborhoods. IEEE Trans. Knowl. Data Eng., 20, 55-67.

WEB 1, https://go.drugbank.com/about [Erisim 01.12.2022].

WEB 2, http://howmed.net/pharmacology/drug-interactions/ [Erisim 29.11.2021].

WEB 3, https://datascientistsolution.com/data-science/support-vector-machine-with-
python/ [Erisim 01.12.2021]

WERB 4, https://www.explorium.ai/blog/the-complete-guide-to-decision-trees/ [Erisim
25.12.2021]

WEB 5, https://towardsdatascience.com/machine-learning-fundamentals-ii-neural-
networks-fle7b2cb3eef [Erisim 05.01.2022]

WEB 6, https://tr.wikipedia.org/wiki/Anatomical_Therapeutic_Chemical_Classificatio
n_System [Erisim 31.12.2021]

WEB 7, webmd.com/interaction-checker/default.ntm [Erisim 12.01.2022]

Yu, P.S., Chen, S., & Chang, I. (2006). Support vector regression for real-time flood
stage forecasting. Journal of Hydrology, 328, 704-716.

Zhang, P., Wang, F., Hu, J., & Sorrentino, R. (2015). Label Propagation Prediction of
Drug-Drug Interactions Based on Clinical Side Effects. Scientific reports, 5,
12339. https://doi.org/10.1038/srep12339

Zhong, H., Wang, J., Jia, H.,, Mu, Y., & Lv, S. (2019). Vector field-based support
vector regression for building energy consumption prediction. Applied Energy,
242, 403-414.

46


https://doi.org/10.1038/nprot.2014.151
https://doi.org/10.1371/journal.pone.0058321
https://doi.org/10.1136/amiajnl-2012-000935
https://go.drugbank.com/about
https://www.explorium.ai/blog/the-complete-guide-to-decision-trees/
https://towardsdatascience.com/machine-learning-fundamentals-ii-neural-networks-f1e7b2cb3eef
https://towardsdatascience.com/machine-learning-fundamentals-ii-neural-networks-f1e7b2cb3eef
https://tr.wikipedia.org/wiki/Anatomical_Therapeutic_Chemical_Classificatio%20n
https://tr.wikipedia.org/wiki/Anatomical_Therapeutic_Chemical_Classificatio%20n
https://doi.org/10.1038/srep12339

Zhou, D., Bousquet, O., Lal, T.N., Weston, J., & Scholkopf, B. (2003). Learning with
Local and Global Consistency. NIPS, 16.

Zhu, X., & Ghahramani, Z. (2002). Learning from labeled and unlabeled data with
label propagation, Technical report, CMU CALD tech report.

47



