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OZET

Dinlenme Hali Fonksiyonel Manyetik Rezonans Goriintiilerinin Derin
Ogrenme Yontemleriyle Analizi ve Norodejeneratif Hastalik Tanisinda
Kullanilmasi

Yener, Fatma Miiberra
Yiiksek Lisans Tezi, Biyolojik Veri Bilimi Anabilim Dali
Danisman: Prof. Dr. Hasan Giiclii
Es-Danigman: Dr. Ogr. Uyesi Merve Yiisra Dogan
Ocak 2023

Dinlenme hali fMRG, beyindeki uzamsal konumlara bagli BOLD sinyallerinden
dolayli olarak olgtilen sinirsel aktifligin zamansal dinamiklerini icerir. 3 konumsal
ve bir zamansal boyutuyla 4 boyutlu bir tensor yapisindadir. Beyindeki hastalig1
modelleyen baglantilar, oriinttiler ve iligkiler icerdigi dtistintilmektedir. Beyinde
meydana gelen hastaliklardaki heterojenlik nedeniyle hastaliklarin biyobelirtegleri
tam olarak bilinmemekte ve tanisi zorlasmaktadir. Makine 6grenmesi ve goriinti
isleme teknikleriyle donatilmis bilgisayar destekli tani calismalari, dh-fMRG
verilerindeki ortintiileri ve iliskileri ortaya ¢ikarabilmeleri acgisindan bitiytiik bir
potansiyele sahiptir. Bu tezde, cesitli boyutlarda cekirdeklere sahip Evrisimli,
Tekrarlayan Sinir Aglar1 ve Destek Vektor Makineleri modelleri ile Parkinson,
Sizofreni ve Otizm Spektrum Bozuklugu tanilama calismalar1 yapilmistir. Bu
calismanin katkist soyle siralanabilir; (1) 4 boyutlu uzam-zamansal seyrek
evrisimli sinir aglar1 kullanilarak kurulan modeller, dh-fMRG verisine ilk defa
uygulanmistir. Bu aglar biittin bir ham dh-fMRG sekansiyla beslenmekte ve uctan
uca egitilmektedir. Seyrek evrisimli katmanlar sayesinde aymi boyuttaki
geleneksek evrisimlerden ve tekrarlayan sinir aglarindan daha az kaynakla ve
daha hizli calismaktadir. (2) Birden fazla dh-fMRG veri kiimesinin ComBat
yontemiyle harmonize edilerek kullanilmasi da oldukga yeni bir yontemdir. (3)
Bildigimiz kadariyla, bu tezdeki bazi1 Parkinson simiflandirma deneyleri,
literattirde rs-fMRI ve derin 6grenme yontemleri kullanilarak yapilan ilk
Parkinson tami calismalaridir. Ayrica, ComBat yontemiyle harmonize edilmis
oznitelikler tizerine yapilan ve Destek Vektor Makinelerinin siniflandirict olarak
kullanildig1 Parkinson tami deneyleri ytiksek basarim gostermistir. Tezdeki
Sizofreni ve Otizm Spektrum Bozuklugu tamilama calismalarinda ulasilan
basarim, literattirdeki 4 boyutlu uzam-zamansal goriintii isleme yapan emsallerine
benzerdir.

Anahtar Kelimeler: Derin Ogrenme, dh-fMRG, Parkinson, Otizm Spektrum
Bozuklugu, Sizofreni



ABSTRACT

Analysis of Resting State Functional Magnetic Resonance Images with Deep
Learning Methods and Their Use in the Diagnosis of Neurodegenerative
Diseases

Yener, Fatma Miiberra
Master’s Thesis, Program of Biological Data Science
Supervisor: Prof. Hasan Guclu
Co-supervisor: Dr. Merve Yusra Dogan
January, 2023

Resting state fMRI includes temporal dynamics of neural activity, measured
indirectly from BOLD signals linked to spatial locations in the brain. It has a 4-
dimensional tensor structure with 3 spatial and one temporal dimensions. It is
thought to contain connections, patterns, and relationships that model disease in
the brain. Due to the heterogeneity in diseases occurring in the brain, the
biomarkers of diseases are not known exactly and diagnosis becomes difficult.
Computer-aided diagnostic studies equipped with machine learning and image
processing techniques have great potential in terms of revealing patterns and
relationships in rs-fMRI data. In this thesis, Parkinson, Schizophrenia and Autism
Spectrum Disorder diagnosis studies were carried out with Convolutional Neural
Networks with kernels of various dimensions, Recurrent Neural Networks and
Support Vector Machines models. The contribution of this study can be listed as
follows; (1) Models constructed using 4-dimensional spatio-temporal sparse
convolutional neural networks were applied to rs-fMRI data for the first time.
These networks are fed with an entire raw rs-fMRI sequence and trained end-to-
end. Thanks to sparse convolution layers, it works faster and with less resources
than recurrent neural networks and traditional convolutions of the same size. (2)
Harmonizing more than one rs-fMRI dataset with the ComBat method is also a
fairly new method. (3) To the best of our knowledge, certain Parkinson's
classification experiments in this thesis are the first Parkinson's diagnosis studies
using rs-fMRI and deep learning methods in the literature. Moreover, Parkinson's
diagnosis experiments performed on harmonized features with the ComBat
method and using Support Vector Machines as classifiers showed high
performance. The performance achieved in the Schizophrenia and Autism
Spectrum Disorder diagnostic studies in the thesis is similar to its 4-dimensional
spatio-temporal image processing counterparts in the literature.

Keywords: Deep Learning, rs-fMRI, Parkinson's Disease, Autism Spectrum
Disorder, Schizophrenia
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1

GIRIS

[nsan beyninin yapisi ve nasil calist§i en cok merak edilen, iizerine en
cok calisilan ve bagka alanlara ilham olmaya devam eden konularin basinda
gelmektedir. Duyusal girdileri degerlendirisi ve cevap verisi, deneyimler ve
hastaliklarla degisimi anlamlandirilmaya ¢alisilmistir. Bunun i¢in beynin yapisini
ve fonksiyonel sinyalleri algilayacak ve anlayabilecegimiz sekle dontistiirecek
bir ¢ok Ol¢lim ve goriintiileme teknigi ortaya ¢ikmistir. Bunlarin arasinda en
¢ok kullanilanlar invasif olmayan yontemlerdir. Magnetoenselografi (MEG),
elektroenselografi (EEG), manyetik rezonans goriintiilleme(MRG), diftizyon
tensor goriintiilleme (DTG), fonksiyonel manyetik rezonans gorintiileme (fMRG),

invasif olmayan yontemlere drnek olarak verilebilir.

[nsan beyin fonksiyonlarinin invasif olmayan yontemler kullanilarak
degerlendirilmesi ve analiz edilmesi biiytiik bir zorluk olmaya devam etmektedir.
MEG ve EEG gibi yontemler noral aktifligi direkt 6lgen yontemler olmalarina
ragmen ¢oziiniirliik, duyarlilik ve yerini saptama problemlerine sahiptir. fMRG
ve DTG gibi goriintiileme teknikleri bu agidan avantajli olmasma ragmen cok

boyutlu olmalar1 nedeniyle yorumlanmalar1 daha zor olabilmektedir.

Cok boyutlu goriintiiler arasinda fMRG konumsal {i¢ boyutun yanisira zamanla
degisimi de O©lgmesi hasebiyle dort boyutlu bir goriintiilleme teknigidir.
Olgiim sirasinda herhangi bir zarar1 olmadigindan defalarca tekrar edilebilirligi
sayesinde kullanimi1 yayginlagmistir. Uzay ve zamansal ¢oziiniirliigiiniin yiiksek
olmasi beynin isleyisini ¢6zme ve anlamlandirma ¢alismalarinda elimizdeki en
giiclii tekniklerden biri olmaya adaydir. fMRG beyindeki kan oksijenlenme
seviyesi bagimli (BOLD) sinyali 6lcerek noral aktifligi dolayl1 olarak saptar. Bu
goriintiiler voksel denen, her boyutu birka¢ milimetre olan kiibik birimlerden
olusur. 2 boyutlu gortintiilerdeki piksellerin 3 boyuttaki karsiligi denebilir. Her
voksel bir intensite (BOLD sinyali) degerine sahiptir. Zaman ekseni birkag saniye

araliklarla gekilen 3 boyutlu beyin hacimlerinden olusur.



Saglikli ya da hastalikli bir beynin nasil ¢alistig1 heniiz tam olarak anlasilmis
degildir. =~ Bunu ortaya cikarmak icin kognitif bir gorev sirasinda nasil
tepkiler verdigini 6l¢mek, bu goérev sirasinda beynin hangi bolgelerinin islevsel
oldugunun tanimlanmasina olanak saglamistir. Bu arastirmalarda, denekler
kognitif bir gorevi yerine getirirken fMRG cekilir ve buna goéreve dayali fMRG
denir. Bahsedilen kognitif gorevler; bir objeyi ya da oriintiiyii izlemek, belli
bir kelimeyi okumak ya da dinlemek [1]], ezberlenmis bir listedeki bir elemam
hatirlamak, kumar oynamak [2]] olabilecegi gibi duygusal durumlara neden olan
herhang bir uyarana maruz kalmak da olabilir [3]. Ote yandan, galismanin
amaci herhangi bir beyin hastaliginin erken teshisi ve bu hastalik i¢in biyobelirteg
gelistirilmesi [4], [5] ise fMRG cekilirken hastadan hicbir sey yapmamasi ve
diistinmemesi istenir. Calismaya bagl olarak gozler acik veya kapali gekilebilir.
Buna da dinlenme hali fMRG (dh-fMRG) denir.

Cesitli istatik ve makine 6grenmesi teknikleri ve dh-fMRG verileriyle bircok
psikiyatrik ya da norodejeneratif hastaligin dogas: aydinlatilmaya calisiimakta
ve erken teshisi i¢in siiflandirmalar yapilmaktadir. Bu ¢alismalarin biiyiik bir
¢ogunlugu zamandan ve hesaplama giiclinden tasarruf etmek icin voksel segme
ve fonksiyonel atlas uygulama gibi boyut diisiirme tekniklerine ya da fonksiyonel
baglant:1 matrisi gibi ikincil hesaplamalara odaklanmaktadir. Halbuki boyut ve
Oznitelik azaltmak verinin icerdigi 6nemli konumsal ya da zamansal bilgilerden
feragat etmeyi gerektiriyor olabilir. Bu ¢alismadaki amacimiz, 4 boyutlu ham
dh-fMRG verisini biitiinciil bakis acisiyla icerdigi bilgileri kaybetmeden ele
almak ve Parkinson, Sizofreni, Otizm Spektrum Bozuklugu gibi hastaliklarin
teshisinde kullanmaktir. 4 boyutlu ham bir dh-fMRG verisinde her bir vokselin
konumu ve icerdigi BOLD sinyali 6znitelik olarak kabul edilebilir ve gelismis
derin 6grenme yontemleri kullanarak uzay-zamansal ¢ok boyutlu evrisimli sinir
aglariyla (ESA) analizi ve simiflandirmasi yapilabilir. Bununla birlikte bu
calismada, uzay-zamansal 4 boyutlu modellerle ulasilan performans 6l¢titlerinin,
daha diisiik boyutlu evrisimli ya da tekrarlayan sinir aglariyla (TSA) ulasilan
performanslarla karsilastirilmas: da hedeflenmektedir.

Biitiin deneyler, 128 GB RAM’e sahip, 4x NVDIA TESLA 12 GB RAM
GPU'lu Istanbul Medipol Universitesi Yiiksek Performansli Ubuntu sunucusunda
yapilmistir. Kodlarda Python programlama dili kullanilmistir. Pandas, Numpy,
Scikit-Learn, Matplotlib, Keras, Tensorflow, Pytorch, Nilearn, Nibabel, Plotly,
MinkowskiEngine, UMAP modiilleri kullanilmistir.



1.1 Problem Tanimi

Norodejeneratif hastaliklar icinden ikinci en yaygin gézlenen Parkinson hastalig:
(PH), 65 yas sttt niifusun %2-3'tinu etkilemektedir.  Yapilan istatistiksel
calismalarda, 2005 ile 2030 yillar1 arasinda Parkinson hastasi sayismin ikiye
katlanmasi ongoriilmektedir. PH ic¢in noron kayiplari ve disfonksiyonlari,
motor semptomlarinin goriilmesinden ¢ok once baslamaktadir. Dopaminerjik
noron kayiplar1 beyindeki motor islevlerinden sorumlu bdlgelerde dopamin
tiikenmesine yol ag¢maktadir L-DOPA gibi ilaglar hastaligin tedavisinde
kullanilmaktadir. Tedavinin erken baslamasi motor islevlerinin bozulmasini
geciktirebilir veya durdurabilir. Bu ytizden erken tanmi1 PH igin elzemdir. PPMI
Denovo veri kiimesi, Parkinson hastalarinin tami aldiktan sonra heniiz ilag
kullanmaya baslamadan once ¢ekilen dh-fMRG’lerinden olusur. Erken tamu
calismalar i¢in ¢ok uygun bir veri kiimesidir. Bu tezde, 6ncelikle progresif ve
norodejeneratif bir hastalik olan Parkinson Hastaligi (PH) {izerine bilgisayar

destekli erken tanilama ¢alismasi yapilmasi amaglanmaktadar.

Otizm Spektrum Bozuklugu (OSB) ve $izofreni hastaligi (SH) ise semptomlar:
bilinen fakat patofizyolojisiyle alakali farkli teorilerin oldugu beyin hastaliklaridir.
OSB’li ve SH'li birey sayisit her gecen giin artmaktadir. Tedaviye erken
baslama ve sosyal yasama entegrasyon becerileri iizerine ¢alisma agisindan
erken tani ¢ok onemlidir. dh-fMRG verileri kullanilarak yapilan klinik taniya
destek ¢alismalarini, tanilamadaki harcanan vakit ve kaynak agisindan tasarruf
saglayacag: diisiiniiliirse, desteklemek ve arttirmak miithimdir. Bu tezde, PH
tanilama icin gelistirilen modellerin bazilari, OSB ve SH tanilama amaciyla da

kullanilmistir.

1.2 Tezin Katkis1

Bu tezde yapilan deneyler ve ulasilan sonuclarin bazi agilardan literatiire katkis:
olmustur. Literatiirde dh-fMRG'nin boyutunu diistirmeden 4 boyutlu haliyle
isleyebilecek 6rnek modeller ¢ok azdir. Farkli kaynaklardan gelen dh-fMRG
verilerini birlikte kullanmak amaciyla uyumlastiran yontemleri kullanan
calismalar bir kag¢ tanedir. Klasik makine 6grenmesi yontemleriyle dh-fMRG
kullanarak yapilan PH tanilama galismasi sayis1 yetersizdir, derin 6grenme
yontemiyle yapilan ise yoktur. Bu tezdeki ¢calismalarla literatiirdeki bu bosluklar

doldurulmak istenmistir.



1.2.1 Uzay-Zamansal Seyrek Evrisimli Sinir Ag1 Modeli

Bu tezde kullanilan 4 boyutlu evrisimli sinir agi, nokta bulutu formatindaki
gortintiileri ve videolar: (LIDAR goriintiileri) islemek i¢in tasarlanmistir [6]]. Bu
aglar, daha 6nce dh-fMRG verisine uygulanmamistir. Kullanilan yontem ¢ok

yenidir.

1.2.2 Farkli dh-fMRG Veri Kiimelerinin Harmonizasyonu

Literatiirde ComBat harmonizasyon metodunu kullanarak dh-fMRG analizi
tizerine yapilan ¢alisma sayisi ¢ok azdir [7], [8], [9]. Bu tezdeki bazi deneylerde

PH veri kiimeleri ComBat yontemiyle harmonize edilerek siniflandirilmistir.

1.2.3 dh-fMRG ile Parkinson Hastalig1 Tanilama

PH tanilama literatiiriine baktigimizda, 3 boyutlu MR goériintiisiiyle yapilan
calismalar ¢ogunluktadir. Agik erisimli PH dh-fMRG verisinin az ve yeni olmasi
bu durumu etkilemektedir. Literatiirde PH dh-fMRG verisi ve derin §grenme
yontemleri kullanilarak yapilan siniflandirma ¢alismasi sadece bir tanedir [[10].
Bu ¢aligsma tanilama calismasi olmayip erken ve geg parkinson dénemlerini ayirt
etme iizerinedir. Bu ylizden PH tanilamaya odaklanmak buradaki boslugu

doldurmak agisindan istifadeli olmustur.

1.3 Tezin Ana Hatlan
Tezin ilk boltimiinde, dh-fMRG,hastaliklar ve odaklanilacak yontemler hakkinda

kisa ve genel bilgi verilmistir. Uzerine egilinmek istenen problemler ve tezin
katkisi siralanmusgtir. Tkinci boliimde, literatiirdeki dh-fMRG ve makine 6grenmesi
yontemleri kullanarak yapilan 6znitelik c¢ikarma/se¢me ve smiflandirma
caligmalar1 6zetlenmistir. Ugiincii boliimde, tezde kullanilan verilerin dogast ve
uygulanan yontemler hakkinda teorik bilgiler verilmistir. Doérdiincii boliimde,
veriler ve yontemlerin nasil uygulandigr ayrintistyla anlatilmistir.  Besinci
boliimde, sonuclar sunulmus, degerlendirilmis ve gelecekte konuyla ilgili

yapilabilecek ¢alismalar 6rneklenmistir.
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LITERATUR OZETI

2000li yillara kadar, biligsel islevlerin insan beynindeki olusumu ve gesitli
bolgelerin nasil koordine oldugu, ¢ogunlukla goreve dayali (task-based) fMRG
cekimleri ve analizleriyle anlasilmaya calisthyordu. Biswal ve digerleri [11]
calismasinda, belli bir gorevin yoklugunda bile, fMRG cekimindeki diisiik
frekansli kortikal dalgalanmalarin nérolojik 6neminin oldugunu ve daha
sonraki ¢alismalarda dinlenme hali aglar1 [12]] olarak adlandirilan beyindeki
es zamanli aktivasyonlar1 ve deaktivasyonlar1 gosterdi. dh-fMRG, beynin
fonksiyonlarinin nasil organize oldugu, cesitli hastaliklar sonucu nasil bozuldugu
ve yasin ilerlemesiyle nasil degistigi konusunda norobilimsel 6ngoriiler iiretme
potansiyeline sahiptir. ~ Sizofreni [13], Otizm Spektrum Bozuklugu [14],
Alzheimer [15]], Parkinson, depresyon [16] vb. gibi pek c¢ok norolojik ve
psikiyatrik hastalikta beyindeki dinlenme hali aglarindaki bozulmalar oldugu
saptanmustir.  Dinlenme hali aktivasyonlarmin degistigini belirlemekteki en
biiyiik zorluk, fMRG analizlerinde uygun araglar ve yontemler gelistirilmesidir.
Bu boliimde, klasik ve gelismis makine 6grenmesi yontemleri kullanilarak
dh-fMRG {izerine yapilan siniflandirma ¢aligmalar1 anlatilmaktadir.

2.1 Denetimsiz Makine Ogrenmesi Yontemleri Ile dh-fMRG
Analizi

dh-fMRG tizerine yapilan ¢alismalar disiplinlerarasidir. Grafik teorisi, goriintii
ve sinyal isleme, istatistik ve makine 6grenmesi gibi alanlardan etkilenmistir.
Makine 6grenmesinin analiz yontemi olarak kullanildig1 calismalar genellikle
veri odakli modeller {izerinedir ve dh-fMRG nin kapsamli bir sekilde karakterize
edilmesine olanak saglamistir. Denetimsiz makine 6grenmesi yontemleri, ilk
olarak saglikli bir beyindeki dinamikleri ve fonksiyonel 6rgiitlesimi aydinlatmay
hedeflemistir. Ornegin; Kiimeleme analizi (clustering), matris dekompozisyonu
ve bilesen analizi (TBA, BBA) gibi yontemler, beyindeki fonksiyonel olarak
anlaml bolgeleri, fonksiyonel aglari, baz1 6rtiik fonksiyonel baglantilar: ortaya
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¢ikarmustir.

Denetimsiz 6grenme yaklasimlari, ¢cok boyutlu kompleks verilerin analizinde
iyi sonuglar verebilmektedir. Bu yontemlerin bir ¢ogu dh-fMRG verilerini
kullanarak beyin atlaslarina benzer sekilde islevsel olarak beyni parsellestirmeyi
amaclamistir.  Bu yontemlerle beyni fonksiyonel boliitlere ayirma islemi
anatomik ozelliklere degil fonksiyonel BOLD sinyallerine dayalidir. Bir diger
arastirma konusu ise fonksiyonel baglantilarin dinamigidir. Denetimsiz 6grenme
yontemleri, beyindeki fonksiyonel baglanti aglarimin biitiin olarak zamanla
degisiminin kesfedilmesinde 6nemli bir rol oynamustir [[17] [18]. Bagimsiz bilesen
analizi ve sozlilk 6grenmesi gibi yontemler, zamansal dinamikleri gosteren
farkli uzamsal modlar1 dogrusal bir projeksiyona ayristirmaktadir. Kiimeleme
yontemleri ise vokselleri ayrisik islevsel bolgelere boliitlemek ya da fonksiyonel
aglari belirlemek i¢in kullanilmistir. Bu yontemlerin ¢iktilar: hastalik tanilamada

Oznitelik olarak kullanilabilir.

2.1.1 Bagimsiz Bilesen Analizi
dh-fMRG verisine bagimsiz bilesen analizi uygulandiginda her biri kendi

zaman serisini takip eden uzamsal haritalar ¢ikarilir. Bu haritalarin bazilar
tutarhi fonksiyonel aglar1 temsil ederken bazilar1 da artefaktlar yani giirtiltidiir.
Giriltiileri belirlemek igin belli kriterler kullanilabilir fakat standart bir yontem
yoktur. Beckmann ve calisma arkadaslari [19] dh-fMRG verisinden sadece
fonksiyonel aglar ¢ikarmak igin probabilistik bir bagimsiz bilesen analizi (PICA)
uygulamiglardir. PICA basarili bir sekilde bagimsiz bilesen haritalariin i¢cinden
artefaktlari ayirmistir. FMRIB fMRG 6nisleme yaziliminin ICA-FIX araci otomatik
artefakt giderme stratejisine sahiptir [20]. Bu arag artefaktlar: etiketlemek icin
onceden egitilmis bir smiflandirici kullanmaktadir. Grup bagimsiz bileseni
yonteminde (gICA), cok ornekli fMRG verisi zamansal boyutta birlestirilir ve
daha sonra bagimsiz bilesen analizi uygulanir [21]. Ikili regresyon ya da
grup matrisinin geri projeksiyonu sayesinde grup bagimsiz bilesenleri, bireysel
bagimsiz bilesenlere dontistiiriilebilir [22]. Kanonik Bagimsiz Bilesen Analizi
(Canonical ICA) hem grup seviyesinde hem de bireysel seviyedeki bilesenleri
bulur [23]].

BBA, Gauss dagilimina sahip olmayan verilerin dogrusal bir doéniistimiinii
modellemektedir. Lineer bir projeksiyonun ortiik bilesenleri bulmas: ve fMRG
iliskisini kapsaml1 olarak aciklamas: pek miimkiin degildir. Ayrica bilesenlerin
Temel Bilesen Analizinde (PCA) oldugu gibi 6nem ya da agirlik derecesini ¢ikti
olarak vermez. Bazen giiriiltiiyli temsil eden bilesenleri gidermek i¢in manuel



olarak kontrol gerektirebilir. fMRG verisinin ¢ok boyutlu olmasindan dolay:
bagimsiz bilesenler analizi éncesinde TBA uygulamak gerekebilir. Bu da baz1

anlamli sinyallerin ve bilgilerin kaybolmasina neden olabilir.

2.1.2 Seyrek Sozliik Ogrenmesi

Daubechies ve digerleri uzamsal oriintiideki seyrekligi eniyileyen yontemlerin,
verideki uzamsal bagimsiz bilesenleri eniyileyenlerden daha etkili oldugunu
belirtmistir [24]. Lee ve digerleri [25] seyrek sozliik 6grenmesi (SSO) kullanarak
bireysel varyasyonlar1 BBA'ya dayal: yontemlerden daha iyi yakalayan veri odakl
bir model gelistirmistir. Bir diger calismada, atlas olusturmak icin kullanilan
populasyon seviyesi bilesen haritalarini ve bireysel seviyedeki haritalarin farkinm
gosteren bir model egitilmistir [26]. Bu algoritmada disbiikey eniyileme
yontemleri uygulanarak bireye 6zgii farkliliklar hesaplandig: gibi, populasyon
diizeyindeki parselasyonlar da cikti olarak alinmistir. Bdoylece spontan beyin
dalgalarinin atlasi ¢ikarilmistir. Abraham ve arkadaslarinin ¢alismasinda [27]] cok
ornekli sozliikk 6grenmesi uygulanirken biitiin bir varyasyon diizenlilestirilmesi
yapilmasi gerektigini 6ne stirmiistiir. kiimeleme ve bilesen analizi yontemleriyle
karsilastirildiginda, bu uygulama ile, daha kararh ve iyi yapilandirilmis beyin
bolgelerinin otomatik olarak g¢ikarildigr goriilmiistiir. Benzer bir ¢alismada,
tiim beyindeki BOLD sinyallerinin seyrek reprezentasyonlarinmi olusturmak icin
bireysel fMRG zaman serisi faktorize edilerek bir baz sozliik yani fonksiyonel
aglarin ortak aktivasyon ortintiileri ve karsilik gelen katsayilar yani ilgili uzamsal
haritalar elde edildi. Bu temsiller, BBA ile elde edilen bilesenlerinin aksine
uzamsal olarak ytiiksek oranda benzerlik gosterdi [28]. Zhang ve digerlerinin
calismasinda [29], Seyrek Sozliik Ogrenmesi, bilesen analizi ve kiimeleme
yontemlerine gore daha iyi sonuglar vermesine ragmen, bazi eksikliklerinin
de mevcut oldugu gozlenmisti. Ornegin, s6zliikk boyutunun ve seyreklik
derecesinin nasil belirlenebilecegine ve eniyilenebilecegine dair giivenilir standart
uygulamalar yoktur. ~ SSO algoritmalariyla gikarilan fonksiyonel aglarin
diizenliligi ve degiskenligi, farkli ¢cok 6zneli ve bireysel taramalar kullanilarak
degerlendirilmelidir. Ayrica SSO algoritmalari, gelismis yontemler g6z éniinde
bulunduruldugunda sig yontemler arasinda sayilmaktadir. Bu ytizden daha ileri,
data odakli ve hiyerarsik 6znitelik soyutlama avantajlarina sahip yéntemlerle, SSO

yontemlerinin iyilestirilmesinin saglanabilecegi dngoriilmiistiir.



2.1.3 Kiimeleme

Kiimeleme yontemleri ve Gauss Karisim Modelleri, fMRG verilerinin uzamsal
olarak boliitlenmesi igin siklikla yararlamilan yontemlerdir. Ozellikle K-ortalama
Kiimeleme yonteminde, vokseller arasindaki benzerlik ham zaman serileri ve
baglant1 6riintiileri vasitasiyla dlgiilebilmektedir. Oklid mesafesi dlgiitii zaman
serilerinden spektral 6znitelikler gibi gesitli 6znitelikleri saptayabilmektedir.
K-ortalama Kiimelemesi ile beynin fonksiyonel orgiitlenmesiyle ilgili calismalar
yapilabilmektedir. Ornegin, bir calismada insan beyninin korteksinin birbirini
tamamlayici iki fonsiyonel sistemden olustugu bu yontemle belirlenmistir: Bunlar

uyaranla ¢alisan dissal sistem ve i¢ etkenlerle calisan igsel sistemdir [30].

Kiimeleme uygularken karar verilmesi gereken en onemli metriklerden biri
vokseller ya da koselerdeki farklilig1 olgen uzaklik fonksiyonudur. Uzaklik
fonksiyonu hesaplamasi, voksellerdeki zaman serisine ya da fonksiyonel baglant:
matrisine uygulanabilir. Bu iki yontem ayni islevsel baglamdan yola ¢ikarak
tasarlanmis olsa da sonugta olusan beyin parsellerinde 6nemli farkliliklar
bulunmustur [31]]. Bir diger énemli parametre ise; Kiimeleme metotlarinin
neredeyse hepsinde kiime sayisini 6nceden belirlenmesinin zorunlulugudur.
Olusturulmak istenen optimum kiime ya da bilesen sayis1 carpraz dogrulama
ya da kiimelemenin kalitesi, kararlili§1 ve yeniden {iretilebilirligini 6lcen gesitli
istatistiksel yontemlerle belirlenebilir.

fMRG oznitelikleri grafik temsilleri seklinde gosterilebilir. Grafikteki baglant:
birimleri (node) vokselleri ve kenarlar ise zaman serilerini ya da fonksiyonel
baglant1 haritalarindan elde edilen korelasyonlar: temsil eder. Van Den Heuvel
ve digerleri [32] voksele dayali kesik grafik kiimelemesi kullanarak dinlenme
hali aglarin1 belirleme {iizerine bir ¢alisma yapmustir.  Grafigi modellerken
grup analizi kullanmistir. ~ Bu yaklasimda modellenen grafik kompleks
olabilir. Kompleksiteyi sinirlamak icin gesitli esikleme yontemleri kullanilir
[33]. Bir Otizm Spektrum Bozuklugu tani ¢calismasinda, dinamik beyin aglarinin
temsillerini modellemek icin ¢oklu grafik kiimelemesi yontemi, kurulan zamansal
grafiklerdeki tutarsizliklari belirlemek amaciyla kullanilmistir [34].

Beyindeki fonksiyonel aglarin hiyerarsik bir yapida oldugu bazi ¢aligmalarda
gosterilmistir [35]. Hiyerarsik kiimeleme dh-fMRG verilerini boliitlemek ve
ortiik hiyerarsik yapiy1 ortaya ¢ikarmak igin ¢ok uygun araglar saglamaktadir.
dh-fMRG’ye yonelik yapilan ilk kiimeleme ¢alismalar1 bu araglarla yapilmistir
[36]. Hiyerarsik kiimeleme deterministiktir ve uygulanirken kiime sayisinin
onceden belirlenmesine gerek yoktur. Kiimeleme dendrogrami kurulduktan
sonra, dogal kiimeleri en iyi temsil edecek sekilde ayrilmalidir. Béliinme asamasi,



belirlenen bir baglanti kriterine, orneklemdeki tutarliliga veya ileri deneysel
bilgiye dayali olabilir [37]. Michel ve digerleri, MR ¢ekimi sirasinda hastanin
davranisin1 tahmin etmek icin, baglanti kisitlamasi kriteri kullanarak beyin

hacimlerinin hiyerarsik kiimelemesini modellemistir [38]].

2.1.4 Otomatik Kodlayicilar

Cok boyutlu verilerde, boyut azaltmas1 yapmak igin kullanilan lineer olmayan
yontemlerden biri de otomatik kodlayicilardir. Bir otomatik kodlayici, lineer
olmayan doniisiimler sonucunda, diisiik boyuttaki gomiilii 6znitelikleri ¢ikarmak
i¢in egitilen, kodlayic1 ve ¢oziiciiden olugan bir néral ag modelidir. Ornegin, OSB
tanilamas1 amaciyla yapilan ¢alismda [39]], probabilistik bagimsiz bilesenlerle
olusturulan beyin atlasinin konumsal aktivasyon bélgelerinden hesaplanan Giig
Spektral Yogunlugu (GSY) degerleri 6znitelik olarak kullanilmistir. GSY’leri
farkli bir 6znitelik uzayma lineer olmayan sekilde kodamak igin yigmlanmis
bir otomatik kodlayici kullanilmis ve DVM ile ikili smiflandirma yapilmustir.
Hu ve digerleri [40], ham dh-fMRG verilerinden 90 beyin bélgesinin ikili
korelasyonunu hesaplamis ve bir korelasyon matrisi elde etmistir. Korelasyon
matrisi degerleriyle hedefli bir otomatik kodlayici egitilerek Alzheimer Hastalig:
tanilamada kullanilmistir.  Burada kullanilan model, farkli beyin bolgeleri
arasindaki iligkileri verimli bir sekilde belirlemis, AH hastalig1 tahmininde klinik

karar destegi icin gtiglii bir referans olmustur.

dh-fMRG verileri {izerine yapilan pek ¢ok hastalik tanilama ¢alismasinda boyut
kiigiiltme yontemi olarak kullanilmigtir [41]. Ornegin, OSB igin fonksiyonel beyin
aglar1 6zniteliklerinden daha diisiik boyuttaki ileri 6znitelikleri 6grenmek icin
bir otomatik kodlayic1 kullanilmis ve ileri beslemeli sinir aglariyla bu 6znitelikler
smiflandirilmistir [42]. Shoeibi ve digerleri [43]], evrisimli katmanlardan olusan
bir otomatik kodlayic1 kullanarak Sizofreni ve DEHAB dh-fMRG verilerinden
diisiik boyutlu 6znitelikler iiretmis ve sonrasinda klasik makine &grenmesi
yontemleriyle tanilama calismalar1 yapmustir. Yin ve arkadaslar1 [44], ortiik
Oznitelikleri ¢ikarmak icin yar1 denetimli bir otomatik kodlayic1 tasarlayarak
ABIDE-I verileri tizerinde simiflandirma yapmustir. Otomatik kodlayicilarin
bir diger kullanim amaci, denetimli egitim Oncesi denetimsiz egitim yaparak
diizenlilesme ve eniyileme saglamasidir.  Izlenen bu iglemler, denetimli
egitimdeki genellestirmeyi artirmaktadir [45].



2.2 Denetimli Makine Ogrenmesi Yontemleri ile dh-fMRG

Analizi

Sinirbilimindeki pek ¢ok soruya cevap vermek icin tahmine dayali yaklasimlar
kullanilmaktadir. Ornegin, beyindeki baglantilar kalitsal midir? Kisisel biligsel
farkliliklar beyin aglarindaki bilgiler kullanilarak éngoriilebilir mi? Diger yandan,
bilgisayar destekli hastalik tanisi, ilerlemesi ve tedavi planlamasi tahminleri,
gelisimsel beyin ya da insan-bilgisayar etkilesimi ¢alismalar: i¢in de tahmine
dayali yontemlere ihtiya¢ duyulmaktadir. Denetimli makine 6grenmesi, bu

yontemler i¢inde en ¢ok kullanilanlardandar.

2.2.1 Oznitelik Cikarma/Se¢me

Denetimli makine 6grenmesi kullanarak yapilan tani calismalarindaki ilk asama
oznitelik ¢ikarma veya se¢medir. Bunun icin fMRG verilerine 6zgii gesitli
hesaplamalar (fonksiyonel baglanti, ReHo, fALLF hesaplamalar1) mevcut olsa
da bazen denetimsiz makine 6grenmesi yontemlerinden de faydalanilmaktadir.
Fonksiyonel baglanti hesaplamalari, bagimsiz bilesenler veya ortiik (latent)
Oznitelikler en ¢ok ¢ikarilan 6zniteliklerden olup, Genel Lineer Model (GLM) ile
en aktif vokselleri belirlemek de 6znitelik se¢meye 6rnek olabilir.

2.2.2 Destek Vektor Makinesi
Smiflandirma amaciyla kullanilan Destek Vektor Makineleri (DVM) az sayida

ornekleme kolayca uyum saglamasi nedeniyle fMRG verileri {izerinde sikca
kullanilmistir. Hibrit olarak tasarlanan GLM-DVM is akislarmmin fMRG igin
kullanilmas: yaygindir [46]. TBA ile oznitelik ¢ikarma sonrast DVM ile
siiflandirma yapmanin kararlilig1 ve genellestirmeyi arttirdig1 goriilmiistiir [47].
Wang ve digerleri [48]] 7 farkli dh-fMRG veri kiimesi kullanarak her bir verinin
bagimsiz bilesen analizinden sonra GLM ile en 6nemli 5 6zniteligi se¢mistir.
Calismada, siniflandirma amaciyla bu 6zniteliklerle beslenen DVM’e dayali bir
model gelistirilmistir. BBA kullanilan ¢alismalardaki en biiyiik kisit bilesen
sayisini belirlemek ve artefakt bilesenleri tespit etmektir. fMRG verilerinde

artefakt bilesenlerin manuel olarak bir uzman tarafindan belirlenmesi gerekir.

DVM, aktiflestirilmis beyin voksellerinin haritasinin ¢ikarilmas: gibi 6znitelikleri
¢ikarma metodu olarak da kullanulmaktadir [49], [50]. Bazi c¢alismalarda,
DVM hem voksel segme hem de smiflandirma yontemi olarak kullanuldiginda
diger yontemlerden daha iyi sonuglar vermistir. Kuncheva ve digerleri, Haxby

veri kiimesini kullanarak 18 farkli yontem icinden DVM'in performansinin
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en iyi oldugu sonucuna varmustir [51]]. Bi ve digerleri AAL atlasindaki 90
bolgenin Pearson Korelasyonu ile hesapladiklar: fonksiyonel baglant: degerlerini
Oznitelik olarak kullanmis ve birden fazla DVM'le kurduklari rastgele bir DVM
kiimesiyle smiflandirma yapmustir [52]. Benzer sekilde baska bir ¢alismada,
Sizofreni ve saglikli fMRG verileri arasinda smiflandirma yapmak icin ReHo
(Regional Hemogeneity) degerleri 6znitelik olarak hesaplanmis ve DVM ile
simiflandirilmistir [53]].

Eslami ve Saeed, OSB tanilama amaciyla, 6nce iki gizli katmandan olusan
perseptronla fMRG verisinden 6znitelik ¢ikarmis, daha sonra veri arttirmak
icin SMOTE (Synthetic Minority Over-sampling Technique) yontemini [54]
uygulamis ve DVM ile smuflandirma yapmustir [55]. Bir diger calismada [56]],
secilen ve c¢ikarilan 6zellikler, BOLD sinyalinin diisiik frekans dalgalanmasina
(fALFF) dayanmaktadir. Beyindeki ilgili bolgeler (ROI), PH ve SK arasindaki
fALFF degerlerinin farkina bakilarak belirlenmistir. Bu bolgelere ait fALFF
degerlerinin etkili biyobelirtecler oldugu one siiriilmistir. Cikarilan 6znitelikler
daha sonra bir destek vektor makinesi kullanilarak smiflandirilmis ve
birini disarida birak gapraz dogrulama (LOOCV) kullanilarak performansi
Ol¢tilmiistiir. Benzer olarak, Chen ve digerlerinin ¢alismasinda [57]], her fMRG
verisinde 6670 tane fonksiyonel baglanti ¢ikarilmis, en uygun Oznitellikler
Kendall Tau korelasyon katsayis1 kullanilarak secilmis, DVM kullanilarak
smniflandirilmis ve smiflandiricitnin performans: birini disarida birak capraz

dogrulama kullanilarak ol¢tilmiistiir.

Abos ve digerleri [58], PH subtiplemesi yapmak amaciyla fonksiyonel baglant:
ozniteliklerini kullanmistir. Brainnetome beyin atlas1 kullanarak fonksiyonel
baglantilar olusturulmus ve optimize edilmis 6zellikler, rastgele lojistik regresyon
kullanilarak secilmistir. ~Hafif Biligsel Bozukluga sahip Parkinson hastalar1
(PH-HBB) ve HBB olmayan PH'lar arasinda, DVM yardimiyla ikili stniflandirma
yapilmistir. Long ve digerleri'nin ¢calismasinda [59], ilgili beyin (ROI) bolgelerine
dayanan {ii¢ farkli 6znitelik; ReHo, fALLF ve bolgesel fonksiyonel baglanti
oznitelikleri ¢ikarilmistir. En uygun 6zellikler, farkliliklara (P<0.05) dayal1 olarak
secilmis ve DVM kullanilarak PH tanilamasi yapilmustur.

2.2.3 {leri Beslemeli Sinir Aglar

Derin 6grenme, makine 6grenmesinin alt baghiklarindan biri olarak uygulamasi
Yapay Sinir Aglarina dayanmaktadir. Yapay sinir aglarmin pek ¢ok cesidi vardair.
Bunlardan biri de Ileri Beslemeli Sinir Aglari’dir. Cok Katmanl Perseptron
olarak da bilinmektedir. Tek gizli katmanli yani s1g modellere gore daha fazla
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katmandan olusur. Geleneksel makine 6grenmesi yontemleriyle kiyaslanirsa,
daha genis yelpazede ayrint1 diizeyi ve hiyearsik yapiy1 6grenme ve temsil etme
glictine sahiptir [60].

Yan ve digerleri [61], yaptiklari Sizofreni hastalig1 tanilama calismasinda,
oncelikle fMRG verisi {izerinde grup BBA yaparak 100 adet grup bagimsiz
bileseni hesaplamistir. 100 bilesenin iginden artefaktlar ¢ikarilarak 50 tanesi
fonksiyonel ag baglantisi olarak tanimlanmistir. 50 bagimsiz bilesenin zaman
serisinin ikili olarak Pearson Korelasyonunu hesaplamis ve bu hesaplamalar
tasarlanan YSA'nin girdisi olarak kullanilmistir. Deshpande ve digerleri [62]],
DEHB’l1 fMRG'leri kontrollerden ayirmak igin ileri beslemeli bir sinir ag1 modeli
Oonermistir. Bu calismada, ayirt ediciligi ham 6zniteliklere kiyasla daha iyi
olan ve daha iyi siniflandirma performansi saglayan 6znitelikleri ¢ikarmak igin
yonlii ve yonsiiz fonksiyonel baglanti hesaplarina dayanan cesitli yontemler
kullanilmigtir.  Tasarlanan YSA'ya dayali modelin, DVM’den daha kararh
oldugu ve daha iyi performans olgiitlerine sahip oldugu gosterilmistir. Guo
ve digerleri [63]], OSB hastaligini tanilamak amaciyla dh-fMRG verileri tizerine
ikili siiflandirma yapmustir. izledikleri yontemde iki farkli model kullanmigtir.
[Ik YSA modelinde biitiin beyin fonksiyonel baglanti ézniteliklerini ¢ikarmak
i¢in egitilmis coklu seyrek otomatik kodlayici kullanilmigtir. Ikincisinde ise
oznitelik ¢ikarma katmanlari olmayan bir YSA mimarisi secilmistir. Oznitelik
¢ikarma kismini iceren 3 gizli katmanli ve 150 birimli ileri beslemeli sinir ag1 en
iyi performans: gostermistir. Bagka bir ¢alismada [64], DEHB tanilamas: igin,
fMRG verilerine BBA uygulanmasi sonucunda belirlenen beyin bolgelerinden
cikarilan fonksiyonel baglanti degerleri ile ileri beslemeli bir sinir ag1 modeli
egitildi ve yiiksek siniflandirma performansi gosterdi. Hekmati ve digerleri [65]],
cocuklardaki Epilepsi ataklarin1 fMRG verilerinde belirlemek igin 4 katmanh
bir ileri beslemeli sinir ag1 modelini, ilgili kortikal bolgelerin arasindaki iliski
degerleriyle besleyerek smiflandirma yapmustir.

2.2.4 Evrisimli Sinir Aglar

Literatiirde karsilastigimiz Evrisimli Sinir Ag1 (ESA) modelleri genellikle
Evrisimli ve tam baglantili katmanlarla kurulmustur. Hatta bazi ¢alismalarda,
fMRG'nin uzamsal ve sekans yapisi nedeniyle Tekrarlayan Sinir Agi1 (TSA)
katmani iceren modellerle de karsilagilmaktadir. Ornegin, Theodoropoulos
ve digerleri [66], BCP (Baby Connectome Project) veri kiimesinden alinan
dh-fMRG’den 150 BBA bileseni ¢ikarmistir. Bu bilesenlerden artefakt ve giirtiltii
icerenleri tespit etmek igin 6 farkli mimariye sahip ESA modeli kullanmistir.
Kullanilan 5 model farkli boyut, genislik ve derinlikte evrisimli ve tam baglantili
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katmanlar igerirken son model bunlarin yani sira TSA katmani da icermektedir.

El-Gazzar ve digerler [67]], OSB tanilama amaciyla ABIDE I-II veri kiimelerini
kullanmustir. AAL, Schaefer-100, Schaefer-400 ve Harvard-Oxford probabilistik
atlas1 olmak tizere 4 farkli beyin atlas1 maske olarak kullanilmis ve ilgili beyin
bolgeleri gikarmugtir. Ilgili beyin bélgelerinin ortalama degerleri 6znitelik olarak
belirlenmis ve tek boyutlu bir ESA modeliyle ikili siniflandirma yapilmistir. Ayri
ayr1 10 kat ve bir siteyi disarida birak (Leave-One-Site-Out) ¢apraz dogrulama
yontemiyle siniflandirma performans: olgtilmiistiir. Qureshi ve digerleri [[68],
COBRE veri kiimesinden aldiklar1 Sizofreni hastalar1 ve saghkli kontrollerin
dh-fMRG verilerine BBA uygulayarak bilesen haritalarini ¢ikarmigtir. Artefakt
ve giriiltii olarak belirlenen haritalar segilmis ve calismadan c¢ikarilmistir.
Dinlenme hali aglara karsilik gelen 3 boyutlu haritalar 6znitelik olarak kullanilmis
ve 3 boyutlu evrisimli katmanlardan olusan ve VGG-Net [69] mimarisinden
ilhamla olusturulmus bir ESA modeli beslenmistir. 10 kat ¢apraz dogrulama
ile kaydedilen en iyi model agirliklari, performansi 6lgmek amaciyla test
edilmistir. ~ Sarraf ve Tofighi [70], LeNet-5 [71] mimarisini kullanarak 2
boyutlu dilimlere boélerek 2 boyutlu resim haline getirdikleri fMRG verisiyle
AH tanisi igin ikili smiflandirma yapmustir.  Benzer bir ¢alismada [72],
PPMI veri kiimesinden almman dh-fMRG goriintiileri dilimlenerek 2 boyutlu
goriintiilere dontistiiriilmiistiir. Elde edilen goriintiiler, imageNet verisetiyle 6n
egitimi yapilmis InceptionV3, VGG16, VGG19 mimarileriyle transfer 6grenme
uygulanarak Parkinson Hastaligini tespit etmek icin ikili stniflandirilmigtir. Duc
ve digerleri [73], AH tanilama i¢in dh-fMRG verilerinden uzamsal grup BBA
haritalarini ¢ikararak 3 boyutlu bir ESA modeliyle siniflandirmustr.

Zhang ve digerleri [74], DEHB ve saglikli fMRG verilerini siniflandirmak igin
SC-CNN-attention olarak adlandirdiklar: ayr1 kanalli dikkat mekanizmali bir
ESA modeli kullanmay: onermistir. Bu model mimarisi 2 farkli bilesenden
olusmaktadir; Farkli kanal o6zniteliklerini 6grenmek igin ayri kanalli evrisim
blogu, Ozniteliklere farkli agirhiklar vermek igin dikkat mekanizmali bir ag
katmani. Bu ¢alismada, ADHD-200 veri kiimesinden alinan fMRG verilerinin
AAL-116 atlasina gore zaman serileri gikarilmistir. 116 bolgenin her birine farkl
bir kanal gibi yaklasilmistir. Daha sonra ayrilmis tek kanalli ESA blogu, her
bolgedeki ortalama zaman serisi sinyali ile beslenmistir. Performansi 6l¢mek igin
bir siteyi digsarida birak capraz dogrulama yaklasimi kullanildi. Ayni veri kiimesi
kullanilarak yapilan bir ¢alismada [75], 4 boyutlu evrisimli katmanlara sahip
bir ESA modeli DEHB'l1 dh-fMRG goriintiilerini siniflandirmak igin egitilmistir.
Bu calismada, veri sayisini artirmak icin zaman ekseni {izerinde kayan pencere
yontemi kullanilarak her bir dh-fMRG kayma miktar1 2 beyin hacmi olacak
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sekilde 16 beyin hacmi igeren sekanslara bolinmiistiir. Hem uzamsal hem
de zamansal bilgileri ayn1 anda isleyen ve ugtan uca egitilen bu model, ham
ozniteliklerle beslenmektedir. Literatiirde benzer ¢ok az sayida ¢alisma vardir.
Bengs ve digerleri yaptiklar1 ¢alismada [76]], ABIDE NYU koleksiyonu veri
kiimesini kullanarak OSB tanilamas1 yapmak amaciyla 4 boyutlu ESA modeli
kurmustur. Her bir dh-fMRG verisinin 6nce ¢oziiniirliigii azaltilmis, daha sonra
rastgele 15 beyin hacimlik pargalara boliinmiistiir ve her parca igin yapilan
tahminlerin ortalamas: alinarak modelin performans: Olgiilmiistiir. Riaz ve
digerleri [77], DEHB tanilama i¢in ADHD-200 veri kiimesinden alman ham
dh-fMRG verileriyle beslenen DeepFMRI olarak adlandirilan ugtan uca bir model
onermistir. Bu model {i¢ bilesenden olusmaktadir; Oznitelik cikarici, benzerlik

olgen ve siiflandirict ag katmanlar.

fMRG analizinde ¢okg¢a kullanilan ESA ¢esitlerinden biri de grafik ESA (GESA)
modelleridir. ~Grafikler, diigtimlerin temsil ettigi birimler arasindaki iligkiyi
kapsamli olarak yakalayabilmektedir [78]. Bu yiizden grafik yaklasiminin
ESA modelleri tizerinde kullamigh bir etkisi olmustur. Parisot ve digerleri
[[79], AH ve OSB tanilamasi i¢cin ADNI ve ABIDE veri kiimelerinden aldiklar
dh-fMRG verileri tizerinde bir GESA modeli kullanmigtir. Verilere 6znitelik
se¢cimi uygulanmis ve 3 adet fenotipik 0Ozelligin yami sira goriintiilerden
cikarilan Oznitelikler birlestirilmistir. Bu modelde her bir diigiim bir fMRG
ornegini ve onunla ilgili olan 6znitelik vektoriinii temsil etmektedir. Fenotipik
ozelliklerle hesaplanan kenar agirliklar1 ikili olarak diigiimler arasindaki
benzerlikleri kodlamaktadir. GESA modeli, etiketsiz verileri simiflandirmak
icin, kurulan grafikten beslenerek egitilmektedir. ~Shao ve digerleri [80]
benzer bir calismalarinda, kurduklari derin 6znitelik secme (DOS) ve GESA
modelini ve ABIDE veri kiimesini kullanarak OSB ve SK verileri arasinda
smiflandirma yapmistir.  Bu calismada ortaya cikan sonuglardan biri de
OSB'li fMRG’lerden DOS yontemiyle cikarilan ilk 30 fonksiyonel baglant
incelendiginde, sagliklilara gore serebral yarim kiirede daha ¢ok sayida zayaf
baglanti oldugu gortulmustiir. Li ve digerleri [81], OSB tanilamak igin
gesitli diizenlilestirme mekanizmalar: kullanarak bir GESA modeli tasarlamistir.
Modeli beslemek icin dh-fMRG verilerinden Desikan-Killiany beyin atlas1 [82]
kullanilarak 84 ilgili beyin bolgesi ¢ikarilmistir. Pearson Korelasyonu katsayilar:
kullanilarak grafikteki diigiimlerin 6znitelik vektorleri olusturulmustur. Bu
modelde 6zellikle havuzlama katmaninin diizenlilestirme etkisine deginilmistir.
Ouahidi ve digerleri [83], grafik frekansi degerlerinin fMRG ¢6ziimleme de
onemli rol oynadigini gostermek icin bir GESA tasarlamistir. Bu model sayesinde
frekanslarin tahmin edilebilecegi gosterilmistir. Diisiik grafik frekanslarmin
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fMRG’yi anlama konusunda en énemli araclardan biri olabilecegi 6nerilmistir.
Grafik tabanli yaklagimlar farkli fenotipik ya da demografik meta 6znitelikleri
tahmine dayal1 analizlere ve modellere dahil etmek, performans acisindan faydali
olabilmektedir. Grafik, drneklemi karakterize eden 6znitelikleri dogal olarak
kapsayabilir ve diigtimler belirlenen beyin aktivasyonlarini sinyal olarak temsil
edebilmektedir. Buradan yola ¢ikarak Anirudh ve digerleri [84], grafik kurma
ve se¢me asamasindaki zorluklari gidermek i¢in bir 6nytiiklemeli GESA mimarisi
gelistirmistir. Modelin kararlilig1 ve performansi gosterilmek amaciyla OSB’li
fMRG'leri sagliklilardan ayirmak igin ABIDE veri kiimesi tizerinde egitilmis ve

test edilmistir.

2.2.5 Tekrarlayan Sinir Aglar

Tekrarlayan Sinir aglar1 (TSA), sekans ya da zaman serisi yapisindaki verilerden
baglamsal ve zamansal 6znitelikleri 6grenmesi yoniiyle giicliidiir. TSA birimleri
onceki ¢iktiy1 ya da gizli durumlari ayni anda girdi olarak alabilmektedir. Boylece
verideki zamansal ve uzun vadeli iliskileri verimli bir sekilde ¢6ztimleyebilir ve
temsil edebilmektedir. TSA'min farkli gesitleri vardir; Kapili Tekrarlayan Birim
(GRU), Uzun Kisa Stireli Bellek (LSTM) vb.

fMRG verisi, temporal boyutu nedeniyle sekans yapidadir ve TSA ile islenmeye
uygundur. Literatiirde fMRG smiflandirmas: i¢in kullamilan TSA modelleri,
evrisimli katmanlar ve tam baglantili katmanlarla birlikte tasarlanmistir [75]],
[76], [85]. Yang ve digerleri [86], LSTM katmanlar1 igeren bir model
gelistirerek fMRG verilerindeki giiriiltiiyii gidermeyi amaclamistir. Li ve
digerleri [87]], HCP veri kiimesinden alman fMRG verileriyle uzam-zamansal
baglantilar1 ¢ikarmak igin LSTM katmanlarindan yararlanan bir otomatik
kodlayic1 tasarlamistir.  Yazarlar, basta ve sonda tam baglantili ve ortada 4
adet LSTM katmani iceren modeli DSRAE (derin seyrek tekrarlayan otomatik
kodlayici) olarak adlandirmistir. 4 boyutlu fMRG verisini zaman serisi sekline
dontistiirerek beslenen model yeniden yapilandirma hatasini minimize edecek
sekilde egitilmektedir. Ortiik katmandaki zniteliklerin alinarak Elastic Net
ile orjinal fMRG verisine uydurulmakta ve bilinen uzamsal beyin haritalariyla
karsilagtirilarak performans: degerlendirilmektedir.  Yan ve digerleri [88],
Sizofreni tanilama amaciyla, GRU katmanlari iceren, ¢ok 6lcekli bir TSA modeli
gelistirmistir. fMRG verisinden ¢ikarilan bagimsiz bilesenlerin zaman serileri,
modelin girdisi olarak kullanilmistir. Performansa en ¢ok katkida bulunan
bilesenleri tespit etmek igin bir Oznitelik (bagimsiz bilesen) disarida birak
yontemi uygulanmustir. $Sizofreni smiflandirma performansina en ¢ok katkida
bulunan iki biyobelirteg, Cerebellum ve Dorsal striatum bagimsiz bilesenleri
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olarak bulunmustur. Sims ¢alismasinda [[89] ADHD-200 veri kiimesini kullanarak
DEHB smiflandirmas1 yapmustir. Kullandig1 farkli modeller, 3 boyutlu ESA
katmanlarmin yani sira GRU veya LSTM katmanlarindan olugsmaktadir. El Gazzar
ve digerleri [85], 3 boyutlu ESA katmanlar1 ve LSTM katmanlariyla hibrit bir
model kurarak, ABIDE veri kiimesinden alinan fMRG verileri tizerinde OSB tan

smiflandirmas: yapmuastr.

Sonug olarak literatiirde dh-fMRG verilerini, 4 boyutlu haliyle isleyen ¢alismalar
cok azdir. Cok boyutlu ESA veya TSA ile kombine edilen modellerle yapilacak
smiflandirmalar sonucunda, verilerdeki bilgi kayb1 en aza inecegi i¢in anlamli
ve yliksek basarimli sonuglar ¢ikabilir. Bu ytizden ¢ok boyutlu seyrek evrigim
katmanlarindan olusan Minkowski Aglari [6] dh-fMRG islemeye uygundur.
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3

KURAMSAL TEMELLER

3.1 Calismada Tanilanmak Istenen Hastaliklar

Voksellerin beyin dokusundaki lokalizasyonu ve BOLD sinyali 6l¢iimiiniin
duyarliiginin yiiksek olmasindan yararlanilarak cgesitli analiz tekniklerinin
kullanilmasi sonucunda fMRG'nin bir ¢ok norolojik beyin hastaliginin erken
teshisinde ve bu hastaliklar icin biyobelirte¢ gelistirilmesinde ©nemli rol
oynayabilecegi gortilmistiir. =~ Bu calismada kullamilan dh-fMRG verileri
Parkinson, $izofreni ve Otizm Spektrum Bozukluguna sahip hastalardan

alinmistir.

3.1.1 Otizm Spektrum Bozuklugu

Ruhsal Bozukluklar icin Tanisal ve Istatistiksel El Kitabinin besinci baskisi
(DSM-5), Otizm Spektrum Bozuklugunun (OSB) iki ana semptom alanini iceren
tek bir OSB kategorisini igerir. Bunlarin ilki sosyal iletisim ve etkilesimlerdeki
eksiklikler, ikincisi ise smuirl1 ve tekrarlayan davranis veya ilgi kaliplaridir [90].
OSB, sosyal iletisim, etkilesimler ve baskalariyla iligkileri yasam boyu negatif
olarak etkileyen norogelisimsel bozukluklari igerir.

Son yillarda yapilan epidemiyolojik calismalar, OSB yaygmliginin énceden
diistintilenden ¢ok daha ytiksek oldugunu gostermistir. 2016 yilinda, ABD’deki
her 1000 ¢ocuktan 14.5’inin OSB ile tanimlandigimi bildirildi [91]]. 2012 yilinda
ise Epidemiyolojik arastirmalarin sistematik bir incelemesinde, OSB'nin kiiresel
goriilme oraninin 10.000’de 62 oldugu belirtilmistir [92]]. Diger yandan cinsiyete
gore yayginliga baktigimizda, bildirilen yayginlik orani yaklasik olarak OSD’li
herbir kiz i¢in 4 erkek OSB'li bireydir [93].

OSB’li bireyler semptomatik anlamda cesitlilik gosterir; 6rnegin, bazi kisiler
sosyal temastan kaginirken, digerleri asir1 sosyal ve miidahalecidir. Ayrica bilissel

(zihinsel yetersizlikten ortalamanin ¢ok iizerinde zekaya sahip olmaya kadar) ve
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gercek yasam durumlarinda (6rnegin kurumsal bir ortamda yasamaktan bir egle
ve ¢ocuklarla tam bagimsiz yasamaya kadar) islevsellik diizeyleri bakimindan
da biiyiik farkliliklar gosterirler. Bu ytizden OSB, Otistik Bozukluk, Asperger
sendromu ve diger Yaygin Gelisimsel Bozukluklar dahil olmak tizere birden fazla
farkli bozuklugu yansitan genis bir yelpazeyi tanmlar [94]].

Herhangi bir zihinsel bozuklugun teshisi, oncelikle cesitli bilgi vericilerden
(ebeveynler ya da ogretmenler) gesitli davranissal tanimlayicilarin baslangics,
seyri ve siiresi hakkinda toplanan bilgilere dayanir ve bunlar daha sonra
psikiatri uzmanlar1 tarafindan DSM-5/ICD-10 (Uluslararas1 Hastalik
Siniflandirmasi-10.Basim) kriterlerine dayali bir teshis karar1 verilirken dikkate
almir. Uzmanlar tarafindan taniy1 elde etmek i¢in kullanilan yontemler, nispeten
oznel (Ornegin, derecelendirme Olgekleri) ve yapilandirilmamis (6rnegin
yapilandirilmamis klinik seanslar) ya da daha nesnel (mesela dogrudan
gozlemler) ve vyapilandirilmis (mesela yapilandirilmis tani goriismeleri)
yaklagimlara kadar uzanir. OSB’nin degerlendirilmesi, teshisi ve tedavisi igin
mevcut uygulama kilavuzlari, semptomlarin birden fazla ortamda (ev, okul)
meydana geldigini dogrulamaya vurgu yaparak, Tanisal ve Istatistiksel El
Kitab1 (DSM) semptom kriterlerine baz alan bir yaklasim onermektedir. Bu
uygulama kilavuzlari, OSB'nin tanisal degerlendirmesine daha da karmasik
hale getiren, OSB ile birlikte ortaya ¢ikan veya alternatif tanilar1 (6rnegin
DEHB, anksiyete, duygudurum bozukluklari, 6grenme sorunlar1) diglamanin
onemini vurgulamaktadir. Bu uygulama kriterlerinin yirmi yili agkin bir stiredir
gelistirilmesine ve revize edilmesine ragmen, bozuklugun teshisi i¢in rutin klinik

seanslarda ne 6l¢itide uygulandig1 konusunda 6nemli degiskenlikler vardir [95].

DSM-5/ICD-10 kilavuzlarinin uzmanlar tarafindan uygulanisinda tektipligin
olmayisi, bozuklugun degerlendirilmesinin asiri, eksik veya yanlis teshisle
sonug¢lanmasina sebep olabilir.  Yapilan bir c¢alismada, bir ¢ok uzmanin
bozuklugun teshisinde DSM veya ICD kriterlerini tamamen izlemedigi
kanitlanmistir. Calismaya katilan ortalama %16,7 profesyonel, birden fazla
kriterin eksik olmasina veya kisinin tamamen farkli bir tan1 ile gelmesine
ragmen Ornek bir hastaya DEHB tanis1 atamigtir. Tani1 koyan uzmanlar arasinda
yapilan analizler, yaklasik %20’lik bir yanlis pozitif orani gostermistir [96]. Bu
uzmanlar bilgi eksikligi nedeniyle teshis kararlarini ertelemek yerine yanlis tani
koymuslardar.
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3.1.2 Sizofreni Hastalig:

Sizofreni Hastaligl (SH), etiyolojisi bilinmeyen belirti ve semptomlardan olusan
ve psikoz durumunun goriilmesiyle anlasilabilen bir sendromdur. SH'nin
en yaygin hali, ergenligin sonunda ve yetiskinligin basinda goriilmektedir.
Bozulmus bilissel durum, diizensiz konusma ve davrams, paranoid sanrilar
ve isitsel haliisinasyonlarla belirgin bir sekilde farkedilmektedir. Ik psikoz
atagindan sonraki ilk 5 yil i¢inde tedavi edilenlerin %14’iinden daha azinda
stirekli iyilesme gozlenmistir [97]]. Sonraki 25 yilda ge¢ fazda iyilesenler %16 lik
bir artig gostermistir [98]].

Beyin sinirsel iletimindeki anormaliler SH'nin patofizyolojisiyle alakal
teorilerin temelini olusturmustur. Bu fikirlerin ¢ogu, beyindeki glutamat,
seratonin ve dopamin gibi bazi norotransmitter maddelerin eksikligi veya
fazlahigr tizerine odaklanmustir. Bazilar1 da calismalarini, sinirsel iletimdeki
GABA (gama-aminobutirik asit), glysin ve aspartat dengesizligi tiizerine

temellendirmistir.

SH'nin ortaya cikisinda genetik faktorlerin rolii biiyiiktiir. Yapilan arastirmalar
birinci derece akrabalarda $H riskinin yaklasik %10, ikinci derece akrabalarda ise
%3 civarinda oldugunu gostermistir. Tek yumurta ikizlerinde, ikizlerden birinde
SH olma riski %48 iken, ¢ift yumurta ikizlerinde bu risk %12 ile %14 arasindadar.
Eger her iki ebeveyn de sizofreni hastasiysa, sizofreni hastas: bir ¢ocuga sahip
olma riski yaklasik %40’tir [99].

SH tedavisi, semptomlar1 ve psikozlarin niiksetmesini énleme, hastanin sosyal
hayata uyum saglayabilmesini ve islevselliginin devam etmesini amaglamaktadur.
Hastalar ¢ok nadiren hastaligin farkedilmesinin 6ncesindeki sosyal ve islevsel
hayatlarinin diizeyine gelmeyi basarsalar da uzun vadeli kotiilesmeyi 6nlemek
igin ilach ve ilagsiz cesitli tedaviler uygulanabilmektedir. Ilagla tedavi hastalik
icin uygulanabilen temel tedavidir ve siireklilik gerektirir. Bunun yani sira
psikoterapiden destek almak da uzun vadede faydal olabilmektedir.

3.1.3 Parkinson Hastalig:

Parkinson Hastalig1 (PH), James Parkinson tarafindan yazilan {inlii "Titreyen Felg"
makalesiyle duyuldu. Zaman gectikge semptomlarinin hareket bozuklugunun
otesinde oldugu anlasildi. Yazi yazmadaki ve sesteki degisim, titreme, kas
rijiditesi, ytirtime bigimi (gait), bozuk durus ve denge, tremor gibi motor islevlere
yonelik semptomlar1 oldugu gibi biligsel ve otonomik bozukluklar, hipozmi,
depresyon, uyku bozukluklar1 gibi pek ¢ok motor olmayan bozukluklarin da
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hastaliga ait belirtilerden oldugu bilinmektedir.

Bu hastalik, esas olarak beyin sapinda bulunan substansiya nigra pars kompakta
(SNc) bolgesideki noron kayiplarindan ve dopamin salgilayan yapilarin
bozulmasindan kaynaklanmaktadir. Lewy Cisimcigi olarak adlandirilan, yanls
katlanmis «-siniikleinlerin sitoplazmik inkliizyonlar olusturarak dopamin
salgilayan hiicrelerde biriktigi gozlenmistir. Bu birikmeler hiicrelerin
bozulmasina ve gorevlerini yapamamasma sebep olmaktadir. Onemli
bir nérotransmitter madde olan dopamin, normalden az salgilandiginda
beyinde anormal bir aktivasyona, dengesiz motor hareketlere ve PH'nin diger

semptomlarina neden olmaktadr.

PH'nin belirtiler goriilmeye baslandiginda SNc'deki dopaminerjik néronlarin
%60-%80’inin hasar aldig1 yapilan histopatolojik calismalarda goriilmiistiir.

Hiicrelerdeki dejenerasyon semptomlar goriilmeden baslamustir ve progresiftir.

PH'nin etiyolojik faktorleri incelendiginde genetik ve gevresel tetikleyiciler soz
konusudur. PH'nin bazi monogenik formlar: bulunmasina ragmen genel olarak
hastaligin gevresel ve ¢coklu genetik faktorler arasindaki karmasik bir etkilesimin
sonucu ortaya ¢iktig1 diisiiniilmektedir.

3.2 Dinlenme Hali Manyetik Rezonans Goriintiileme
Dinlenme hali fMRG (dh-fMRG) cekilirken hastanin goérev yapmamasi ve

diisiinmemesi istenmektedir. Tercih edilen protokole gore gozler acik ya da
kapali olabilmektedir. Insan beyni dinlenme halindeyken diisiik frekanstaki
BOLD sinyalleri beynin konumsal olarak uzak bdlgelerinde korelasyonlar
gostermektedir. Sinirbilimciler bu sinyallerin fonksiyonel baglantilarini 6lgmiis
ve dinlenme hali aglarini (Resting State Networks) tanimlamistir. Bilinen pek ¢ok

duyusal ve goreve dayali aglar arasinda temel aglar olarak kabul edilmektedirler.

Bu boliimde, dh-fMRG donanimmin temelleri ve elde edilen goriintiileri
matematiksel analizlere uygun hale getirmek amaciyla 6nislenmesi hakkinda
genel bir bakis sunulmustur. Daha sonra dh-fMRG verikiimelerinin analizinde

sikca karsilasilan problemler ve bunlarin olasi ¢oziimleri ele alinmaktadhr.

3.2.1 fMRG Donanimi

Magnetik Rezonans Gortinttileme (MRG), insan viicudunu olusturan dokularda

ve swvilarda bulunan Hidrojen (H) atomlarindan yararlanarak calisir. Insan
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viicudunun biiyiik bir béliimii sudan olusur ve suyun her molekiilii 2 H protonu
icerir. H atomlar1 protonlarinin spini nedeniyle kiiciik bir manyetik alan tiretir.
Spin, atom alt1 temel parcaciklarin kuantum mekaniksel bir 6zelligidir. H atomlar:
gliclii bir manyetik alana girdiklerinde, spinleri o manyetik alanla hizalanma
egilimine sahiptir, buna manyetik moment denir. Proton spinleri sayesinde
MRG'nin olusturdugu manyetik alandaki H atomlarmin yeri ve yogunlugu

yliksek ¢oziintirliikte tespit edilebilmekte ve goriintiilenmektedir.

MRG tarayicisi gesitli fiziksel birimlerden olugsmaktadir. Bunlar, manyetik bobin
(magnet), radyo freakans bobinleri, gradyanlar ve goriintiiyii ¢éztimleyip ekrana

aktaran bilgisayar ve diger bilesenlerdir.

Gradyan
Bobinler

Magnet

Tarayici

Sekil 3.1 MRG makinesinin ana bilesenleri ve MRG makinesi 6rnegi

Siiper iletken magnetler: Iletken bir telden elektrik akimi gegtiginde telin
etrafinda bir manyetik alan olusur. Iletken tel yeterince sogutulursa telde olusan
direncin biiyiikliigii 6nemsenmeyecek seviyelere diisiiriilebilir. Diisiik direng
daha yiiksek akimin telden ge¢mesine ve dolayisiyla giiclii bir manyetik alan
uretilmesine olanak tanir. Bu prensip, MRG cihazinin esas bileseni olan siiper
iletken miknatisin yaratilmasinda da uygulanir. Sivi Helyum ile sogutulmus
iletken teller magnet denen dev bobini olusturur.

Radyo frekans bobinleri: Bu bobinler ilgili dokudaki protonlar1 uyarmak igin
radyo frekans enerjisi gonderirler ve ilgili dokuda indiiklenen radyo frekans

sinyalini algilarlar.

Gradyan bobinleri: MRG makinesi, manyetik alanin yoniinii tanimlamak igin
3 ortogonal diizlemi olan -xyz koordinatlar: kullanir. Bu ii¢ yonii, es merkezli
konumlandirilan gradyan bobinleri belirler. Kullanilan gradyan bobininin
urettigi manyetik alan kuvveti X, y, z yonleri boyunca lokasyonuyla degisebilir.
Urettigi manyetik alan, gradyan alani boyunca manyetik kuvvetin degismesi
icin, ana magnetin tirettigi B, manyetik alanina eklenir. 5, her zaman z ekseni
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yoniindedir fakat gradyan bobinlerinin iirettigi manyetik alan kullanilan bobinin

konumuna gore x, y veya z yoniinde olabilir.

Tarayic1 ve bilgisayar: MRG sinyallerini kodlayan ve goriintiiye doniistiiren
bilesenlerdir.

3.2.2 Goriintii Olusumu

Hidrojen atomunun cekirdegi yani protonlarin manyetik momentinin yonii
normalde rastgeledir. By manyetik alan1 uygulandiginda B 'in yonii ile paralel ya
da antiparalel olarak hizalanirlar. Hizalanan protonlarin grup spin hareketlerine
presesyon denir. Presesyon topag¢ ya da jiroskop hareketine benzetilebilir.
Donerken {istteki dairelerin eksenleri bir koniye benzer, sallanir fakat devrilmez.
Spinlerin saniyede yaptig1 presesyon hareketi sayisina presesyon frekansi ya
da Larmor frekans1 denir. Presesyon frekansi manyetik alanin kuvvetiyle
orantilidir. Boylelikle, uzaysal lokasyonu farkli protonlarin spinlerinin presesyon
frekansi, gradyan manyetik alan1 sayesinde farkli olur. Tarayic1 ve bilgisayar bu
bilgileri girdi olarak alir, ¢cbztimler ve anlamlandirarak k-uzayinda bir goriintiiye

dontstiirr.

3.3 fMRG Veri Yapisi

On iglemesi yapilmis yani beyin dokusu digindaki yapilar ve giiriiltii gidermek
amaciyla gesitli islemlerden ge¢mis fMRG goriintiistindeki her bir beyin hacmi
asagidaki gibi voksellerden olusmus bir kiibik yapmin icindeki bir beyin
seklindedir.

e
Woned

» {volumelric pixel)
a.g., 2 mm:2 mm:2 mm

1
I|I
[
J

direction

Sagif

Sekil 3.2 3 boyutlu bir beyin hacmi yapisi

Yukaridaki sekilde fMRG nin tek bir beyin hacminin yapis1 gosterilmistir. fMRG
ti¢ yonden (koronal, axial, sagital) bakildiginda 2 boyutlu dilimler olarak
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gozlenebilmektedir. Yapi birimi 3 boyutlu kiibik ya da dikdortgen prizma
seklindeki voksellerdir. Vokseller, 2 boyutlu resimlerdeki piksellerin 3 boyuttaki
karsihigidir. Bazi galismalarda fMRG 2 boyutlu dilimlere ayrilarak 2 boyutlu
resimler gibi islenmis ve smiflandirilmistir.  $Sekil 3.2'de fMRG makinesinde
cekimden 6nce ayarlanan bazi parametreler gosterilmigtir.  Ornegin, dilim
kalinlig1 (slice thickness) 2 mm, voksel boyutlar: 2x2x2 mm ve TR (repetition
time) 2 saniye olarak ayarlanmistir. TR parametresi herbir beyin hacminin 2

saniye araliklarla kaydedildigini ifade etmektedir.

Signal

e ) o
Time series (seconds)

(a) Spatial-temporal structure of iMRI data (c) Time series of voxels

Sekil 3.3 3 boyutlu beyin hacimlerinden meydana gelen 4 boyutlu fMRG yapis1
[100]

Sekil 3.3 (a)’da zaman ekseni boyunca arka arkaya dizilmis beyin hacimleri
gosterilmistir. bu hacimlerin boyutlar: birbirine esittir. Sekil 3.3/ (b)’de fMRG’ nim
uzamsal (-xyz) yapisi temsil edilmistir. Uzamsal alandaki fonksiyonel baglantilar
gosterilmistir. Sekil 3.3 (c)’de ise zaman eksenindeki sinyaller grafik yontemiyle
sunulmustur. Her bir voksel zaman serisine (zaman ekseninde degisen bir BOLD
sinyaline) sahiptir. Grafikte gosterim agisindan belirginlik olmasi i¢in sadece 3
sinyal gosterilmigtir. Ornegin, 30x30x30x150 boyutlarinda bir fMRG verisinde,
27000 vokselin sinyalinin olusturdugu bir zaman seri 27000x150 biiytikliigiinde

bir zaman serisi matrisi olusturulabilmektedir.

3.4 Oznitelik Cikarma

Goriintii islemede ham goriintiillerden secilen ya da c¢ikarilan 6znitelikler
kullanilir.  Bu islemler yapilirken farkli metotlar kullanilir. fMRG goriintiisii
islenirken GLM ya da gesitli regresyon yontemleriyle ham verideki en 6nemli
oznitelikler, 6rnegin aktif vokseller, secilebilir. Cesitli transformasyon ya da
hesaplama yontemleriyle 6nitelikleri gikarilabilir. Ornegin fonsiyonel baglant:
matrisleri, entropi hesaplamalari, belirlenen bolgelerin ortalama BOLD degerleri,

23



bagimsiz bilesenleri veya radyal baz fonksiyonu doniistimleri ¢ikarilarak 6znitelik

olarak kullanilabilir.

Cogu calismada ham o6znitelikler direkt kullanilamaz c¢iinkii 6zellikle tibbi
goriintii islemede boyutlulugun laneti engeli vardir. Bu olguya gore diisiik
sayidaki veri ve ¢ok boyutlu 6znitelik uzay1 siniflandirma ¢alismalarinda egitim
verisi {izerine asir1 uyum saglar ve test verisi lizerinde genelleme performans
diistikliigiine sebep olur. Bu olgudan hareketle, sonraki alt basliklarda
bu calismada uyguladigimiz cesitli Oznitelik ¢ikarma yontemlerinin teorik

temellerinden bahsedilmistir.

3.4.1 Coziiniirliigii Azaltma

fMRG verilerinin ¢oziiniirliigiinti azaltarak BOLD  sinyallerinin yeniden
hesaplamak literatiirde sikca kullanilan bir tekniktir. Bu sekilde 3 boyutlu
voksellerin boyutlar: arttirilir ve verinin 6znitelikleri 4 boyutlu bir matris olarak
cikarilir. Zaman ekseninde herhangi bir degisiklik yapilmaz. Elimizdeki 4
veriseti de 6 mm voksel biiyiikliigiine sahip MNI152 sablonuna kiibik spline
interpolasyon yontemiyle yeniden drneklenmistir.

Kiibik spline interpolasyonundaki temel uygulama;

(

S1 (z) ifr, <z <y

B Sy () ifry <z < a3
S(x) = : (3.1)

\an () ifx, 1 <z<ux,

i = 1,2,3,..,n — 1 i¢in; S, asagidaki gibi tanimlanan {i¢iincii derece bir

polinomdur.

Si(z) = ai(x — 2;)® + bi(x — 23)* + ci(x — ;) + d; (3.2)
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[b]
Sekil 3.4 Farkli ¢oziintirliikteki MNI152 sablonlar: (a) 2 mm voksel boyutuna
sahip MNI152 (b) Kiibik spline interpolasyonuyla ¢oziiniirliigii diistiriilmiis 6
mm MNI152 sablonu

3.4.2 Min-Max Normallestirme

Daha diisiik ¢oziiniirliige interpolasyonu yapilan intensite degerlerine Min-Max
Normallestirmesi uygulandi. Min-Max Normallestirmesi bir 6znitelik
Olceklendirme yontemidir. Amaci Oznitelik degerlerinin araligini azaltarak
smiflandirma ya da regresyon calismalarinda yakinsamay: hizlandirmaktir.
Hesaplama giiciinden ve zamandan tasarruf saglar.  Orjinal Oznitelikler
arasmdaki iliskiyi korur. Standart sapmay1 azaltacagi igin ug degerlerin etkisini

baskilayabilir.

Oznitelikler [a, b] araligina dlgeklendirmek istendiginde;

(x —min(z))(b—a)

max(z) — min(x)

(3.3)

Tnorm = G +

formulii kullanilir.

3.4.3 Seyrek Tensor Formatina Doniistiirme

Minkowski Seyrek Evrisimli Sinir Aglarini kullanabilmek igin veriyi seyrek tensor
haline doniistiirmek gereklidir. Seyrek tensoriin iki bileseni vardir. Sifir olmayan
oznitelik degerlerinden ve onlarin yogun tensor icindeki yer indekslerinden yani

koordinatlarindan olusur.

Sifir olmayan Ozniteliklerin 4 boyutlu koordinat seti C = {xz;,y;, 2;,t;} olarak
temsil edilebilir, i'inci koordinattaki sifir olmayan 6znitelikler ise /' = {f;}'dir .

4 boyutlu yogun tensor, seyrek tensore asagidaki formiille goniistiiriiliir;
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S, eger XN X2 ... XPyecC
T[X},Xf,...,X;’]{f 5 % ) (3.4)

0, degilse
D CIED. CHN. ¢ i
X} xz ... XxP ’
c=|"7 " """, F=]: (3:5)
IR B
N N N

3.4.4 Beyin Atlasina Dayal1 Boliitleme

AAL (Automated Anatomical Labelling) atlasi deterministik bir atlastir [101]].
MNI tarafindan saglanan tek ornekli bir 7'1 agirlikli beyin hacminin anatomik
olarak parsellenmesiyle olusturulmustur. 116 ilgili bolgeye (ROI) sahiptir. Bu
calismada atlasin ilk 90 bolgesi kullanilmistir. Ciinkii ilk 90 bolge beyin dokusu
tizerinde olup kalanlar beyincik (cerebellum) ve vermis yapisi {izerindedir.

AAL Beyin Atlasi

y=0 x=0

Sekil 3.5 AAL Beyin Atlas1 bolgeleri

AAL Beyin Atlas1 maske olarak kullanildi ve her bir veriden 90 bolgenin ortalama
BOLD degeri 6znitelik olarak kullanilmak tizere ¢ikarildi. EK-A béliimiinde AAL

beyin atlasiin bolgeleri ve koordinatlar: tablo halinde bulunmaktadar.

3.5 Veri Arttirma

Medikal goriintii isleme yaparken veri arttirma yontemlerine sik¢a basgvurulur.

Cinki veri setleri yeterince biiyiik degildir. Bu ¢alismada da benzer sekilde,
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veri kiimelerindeki smiflarin dengeli olmamasi ve az sayida veri igermesi gibi

sebeplerden 6tiirti, veri arttirma yontemleri denenmistir.

3.5.1 ComBat Harmonizasyonu

ComBat bir veri uyumlastirma yontemidir. Farkli MRI makinelerinden ya
da farkli parametreler kullanan kaynaklardan gelen verilerdeki giiriiltiiyii
gidermeyi amagclar [7], [102]. Bu girilti fMRG'deki ¢ekim farkliliklarindan
kaynaklanmaktadir.

ComBat uygulanirken her 6zniteligin degeri f, her farkli MRG makinesi ¢ ve her
ornek fMRG j ile gosterilirse, harmonize edilmis deger Y;;; 6ncelikle asagidaki

gibi modellenir.

Yijp = ay + XijBr + vip + dig€ijy (3.6)

Burada oy her 6znitelik igin ortalama deger, X;; biyolojik degiskenlerin dizayn
vektorii, 8y X;;nin karsiligi olan regresyon katsayisi vektorti, ;s ve d; s ise sirastyla
cekim makinesi ve 6znitelikler i¢in toplama veya ¢arpma terimleridir. Hata terimi

€4 nin N(0, 07) dagilimindan bagimsiz oldugu varsayilir.

Yis — (ay + XyBr +7%) . .
Vi = T Dy a4 x,0 (37)
if

MRG makinesinin yaptig1 etkinin tahmin edilen parametreleri +;; ve 4;,/dir. &;
tiim veriler igin f 6zniteliginin {izerinde yapilan ortalamay1 temsil etmektedir, (;
oznitelikleri kullanarak en kiigiik kareler yéntemiyle hesap edilmektedir. Ikinci

denklem (3.7) parametrik olmayan yaklagimdir [[103]].

3.6 Derin Ogrenme

Derin 6grenme klasik makine 6grenmesi yontemlerinden farkli olarak c¢ok
say1daki kompleks verilerin siniflandirilmasinda, ériintii tanimasi, nesne tanimast
ve lokalizasyonu vs gibi bir ¢cok amagla etkin bir sekilde kullanilmaktadir. Yapay
Sinir Aglar1 (YSA) gergek bir beynin isleyisinden ilhamla icat edilmistir. Ancak
zamanla, YSA'da kullanilan islemler ve aktdrler, beynin biyolojik isleyisinden
farklilasmustur.

YSA'larin pek ¢ok cesidi bulunsa da temel olarak prensipleri ayridir. Agdaki
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her noron en az bir néronla baglant1 halindedir ve girdi sinyalini almakta, onu
islemekte ve bir ¢ikt1 vermektedir. Bu islemler boyunca, noronlarin arasindaki
her baglant1 icin 6nem derecesini gosteren agirlik katsayis1 hesaplanir.Sinir aglari
evrensel bir yakinsama araci olarak kullanilir, herhangi bir girdi uzaymnin baska
bir vektor uzayla eslesmesini saglayabilir.

YSA'larin en 6nemli avantajl, verideki gozle goriilmeyen ve farkedilmeyen bilgileri
kullanabilmesidir. ~Sinir aglarinin egitimi sirasinda bu gizlenmis bilgiler ag
tarafindan 6grenilir. Noronlarmn agirhik katsayilarmin girdilere yakinsayacak
sekilde degismesi ve ayarlanmasi, egitim asamasinin matematiksel agiklamasi

olabilir.

3.6.1 ileri Beslemeli Sinir Aglari

lleri beslemeli sinir aglari, tipik olarak bircok farkli iglevi bir araya getirerek
temsil edilmektedirler. ~Agm yapisi, islevlerin nasil bir araya getirildigini
aciklayan yonlendirilmis bir dongtisel olmayan grafikle (directed acyclic graph)
iligkilendirilmektedir. Ornek bir agda, zincir gibi birbirine baglanmis f ,
f® ve f® fonksiyonlari bulunmaktadir. Ileri yayilim yaparken hesaplamalar
fOf@(fD(x))) seklini almaktadir. Bu durumda f@ ilk katman, f(2) ikinci
katman olarak adlandirilmakta ve bu sekilde devam etmektedir. Zincirin
toplam uzunlugu modelin derinligini vermektedir. "Derin 6grenme" ad1 da bu
terminolojiden ortaya ¢ikmugtir. Ileri beslemeli bir agimn ilk katmanina girdi, ara

katmanlarina gizli katmanlar ve son katmanma ¢ikt: katmani1 denmektedir.

x 7 )
1 wy
X2 w> 7\
ws f—
X3
n
y=f (Z Wixi)
*n i=0
f Aktivasyon fonksiyonu  Girdi Katmani v Ciktr Katmani
W Gigi Katman W2
(3.4) (4,2)

Sekil 3.6 Ileri Beslemeli Sinir Ag1 yapist

Evrensel yaklasim teoremi, dogrusal bir ¢ikti katmanma ve herhangi bir

"sikistirma" aktivasyon fonksiyonuna (sigmoid aktivasyon fonksiyonu gibi)
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sahip, en az bir gizli katman bulunan ileri beslemeli sinir aginin, aga yeterli
gizli birim (node) saglanmasi kosuluyla, bir son boyutlu uzaydan digerine dogru
herhangi bir Borel 6lgtilebilir fonksiyonuna yakinsayabilecegini belirtir [[104].
Evrensel yaklasim teoremi, arzu ettigimiz herhangi bir dogruluk derecesine
ulagmak i¢in yeterince biiyiik bir agin var oldugunu soyler, ancak teorem bu agin

ne kadar biiyiik olacag: hakkinda bilgi vermez.

lleri besleme agiyla model gelistirmek icin veriyle énce egitim sonra da test
yapilir.  Egitim boyunca gerceklesen islemler sirasiyla ileri yayilim, maliyet

fonksiyonunun hesaplanmasi ve geri yayilimdhr.

3.6.1.1 Ileri Yayilim ve Aktivasyon Fonksiyonlari

lleri yayilma (veya ileri gecis), girdi katmanindan ¢ikti katmanina sirayla bir
sinir ag1 i¢in ara degiskenlerin (¢iktilar dahil) hesaplanmasi ve depolanmas:
anlamina gelir. Girdi verisi z € R? dir. Ileri yayilima baglarken w icin baglangig
degerine ihtiya¢ vardir. Genellikle Xavier ve He agirhik baslatma yontemleri
kullanilarak 51f1r olarak degil fakat sifira yakin ¢ok kiiciik sayilarla rastgele atanur
[105]. 2V = wWz + bM) denkleminde b bias terimi w® ise ilk katmanin agirlik
degerleridlr. Sonraki adim z’yi bir aktivasyon fonksiyonuna sokmaktir. Bu islem
i¢in, gesitli aktivasyon fonksiyonlar: kullanilmaktadir; Sigmoid, tanh, rectified
linear unit (Relu) ve degisik formlar1 (Leaky Relu gibi), softmax fonksiyonlar:

sik kullanilanlara 6rnek olarak gosterilebilir.

hi = &(2) (39)

e (Zwﬂ YR )) (3.10)

Yukaridaki sekilde 6rneklendirilen aktivasyon fonksiyonlar1 dogrusal olmama
durumunu (nonlinearity) saglamak igin kullanilmaktadir. Bunun anlami, sinir
agimin dogrusallig: takip etmeyen fonksiyonlara basarili bir sekilde yakinsayacag:
veya dogrusal olmayan bir karar sinirtyla boliinen bir fonksiyon smifini basariyla
tahmin edebilecegidir. Dogrusal olmayan aktivasyon fonksiyona sahip bir sinir
ag1, modelin agin girisleri ve ¢ikislar1 arasinda karmasik eslemeler olusturmasina

olanak tanur.
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ej(z) = p;j(x) — 0j(z)

(3.11)

(3.12)

0j(x) ¢ikt1 katmanindaki j'inci néronun ¢ikt1 degeridir. e;(x) ise tahmin edilen ve

beklenen ¢ikt1 arasindaki hatadir.

1.0
0.3
0.6
0.4
0.2
0.0

Perceptron

D(z)

-5 0 5

ReLU

max(0, z)

1.0
0.8
0.6
0.4
0.2
0.0

Sigmoid

1+e-s

-5 0 5

Leaky ReLLU

0.1zif 2 < (

-5 0 D

Softplus

log(1 + &%)

1.0
0.5
0.0
—0.5

-1.0

Tanh

-5 0 9

ELU

e’ —1if 2
zif 2 >0

Sekil 3.7 En ¢ok kullanilan aktivasyon fonksiyonlari [[106]]

YSA modellerinde en ¢ok kullanilan aktivasyon fonksiyonlari sekil 3.7 da

gosterilmistir. ReLU, Sigmoid ve Softmax fonksiyonlari1 nonlineerlik saglamak igin

en fazla tercih edilen 3 fonksiyondur.

3.6.1.2 Maliyet Fonksiyonlar1 ve Geri Yayilim

Denetimli 6grenmede maliyet fonksiyonlar1 ¢ikti katmaninda tahmin edilen

degerlerle beklenen degerler arasindaki hatay1 lgmek icin kullanilir. Ikili gapraz

entropi (binary cross entropy), ortalama mutlak hata (mean absolute error),

ortalama kare hatasi (mean squared error), Hinge maliyet fonksiyonu gibi

gesitleri vardir. Tasarlanan modele ve veriye gore en uygun fonksiyon segilir.

1 « R
MAE:EZM—M

i=1
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n

MSE =" (y — i) (3.14)

i=1

n

BOE =~ 3" (s log() + (1 — wo)log(1 ) (3.15)

=1

En ¢ok kullanilan fonksiyonlarin denklemleri yukarida gosterilmistir. y; gergek
yani beklenen degeri, y; ise tahmin edilen degeri temsil etmektedir. BCE
ikili siniflandirmalar igin kullanilmaktadir fakat daha fazla sinif igin kullanilan

versiyonu da mevcuttur.

Geri yayilim yapilirken maliyet fonksiyonuyla elde edilen kayiplar en aza
indirmek istenir. Gergek sonuca en yakin tahmini degerleri bulmak igin hatay1
0’a yaklastirmak gerekir. Bu sekilde bir optimizasyon problemi dogar. £(w) yani
hata her katmandaki agirlik w ve bias b terimlerine goére minimize edilebilir. Bunu
yapmak i¢in pek ¢ok eniyileme algoritmasi (6rnegin egim diisiimii algoritmasi)
kullanilir. Maliyet fonksiyonunun konveks bir fonksiyon oldugu varsayilir. Bu
yontemde, maliyet fonksiyonunun tiirevinin 0’a esitlenmesiyle global minimum

bulunur. Biitiin agirliklarin kismi tiirevi zincir kuraliyla biitiin aga uygulanar.

OF 132 9EF

F0@ — n 2= 90 @ (3.16)
k=0
oF
Awf, = — 3.17
Wi O‘awfj ( )

Denklem 3.16 biitiin agdaki tiirevleri zincir kuraliyla hesaplamak i¢in genel bir
formiildiir. Denklem 3.17|ise geri yayilim sonucunda agirlhiklardaki giincellemeyi
gostermektedir. Burda o 6grenme katsayisini temsil etmektedir.

Egim diistimii yapilirken global minimuma daha ¢abuk ulasmak, gradientlerin
kaybolmasini (vanishing gradients) ve asir1 artmasimi (exploding gradients)
onlemek icin gesitli optimizasyon teknikleri kullanilir. Momentum, RMSProp,
Adaptive Moment Estimation (ADAM), Adagrad, AdaDelta ve benzerleri.
Hepsinin ¢esitll durumlar i¢in avantajlar1 ve dezavantajlar1 bulunmaktadir. Bu
ylizden egitim verisine ve probleme bagh olarak secilir. Egitim sirasinda ag ve
egitim verisinin asir1 uyumlanmasi (overfitting) énlemek ve agin genellesmesini
saglamak amaciyla diizenlilestirme (regularization) teknikleri uygulanabilir.
Bu teknikler ayni zamanda agm veriyle birlikte giiriiltiiyi de ezberlemesi

durumunu 6nlemek i¢in de kullanilabilir. Seyreltme (dropout), agirhik sifirlama
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(dropconnect), veri arttirma ve gesitlendirme, L1 ve L2 diizenlestirme gibi
yontemler mevcuttur. Agm egitim verisiyle birden fazla epok kullanilarak
egitilmesi daha iyi sonuglar verebilir. Epok tiim egitim verisinin agdan ge¢cmesine
denir. Birden fazla epok kullanilirsa ag daha iyi tahminler yapabilir. Probleme ve
veriye gore degisse de ¢ok biiyiik epok sayilar1 da 6nerilmez ciinkii belli bir epok
sayisindan sonra dogruluk genelde degismez. Veri ¢ok fazlaysa kiiciik paketlere
(mini-batch) boliinerek ag egitilebilir . Bu durumda iterasyon sayisi tiim egitim
verisinin her paketteki veri sayisina boliimiine esit olur. Ag: egittikten sonra test
asamasina gelinir. Test setindeki verilerin etiketleri egitilmis agin parametreleri
kullanilarak tahmin edilir. Bu kisimda hesaplanan performans metrikleri agin ne

kadar iyi calistigini gosterir.

3.6.2 Evrisimli Sinir Aglan

Evrisimli Sinir aglar1 (ESA), evrisim islemi yapan katmanlardan olusmaktadir.
Evrisim operasyonu verinin kii¢iik ve yerel bolgelerine uygulanmaktadir. Bu
islem, veri boyunca evrigim filtresinin kayarak verinin iistiinde kapladig: kiigiik

T

alanla arasmnda w* * x + b olacak sekilde nokta carpimi gerceklestirmesiyle

/ ‘ l
/ PRTRN
IF"’ 'j. PR N
<7

hesaplanmaktadir.

/N l . / l \ / l L\
| \ L _\'\ - ) b . ,."‘I A :\“\, N ,'f \‘
. “-\,‘-. ‘ ) ’I.-‘ ‘J\. . \ ‘
: -* ~ N : -* ~ N

|

N .
- -

Sekil 3.8 Siradan (yogun tensorlii) bir evrisim iglemi [6]]

Sekil 3.8/de yesil renkli 1zgara evrisim filtresini alttaki golgesi ise nokta ¢carpiminin
yapildigr alami gostermektedir. Her evrisim islemi sonrasinda bir say1 elde
edilerek aktivasyon haritasina kaydedilmektedir. Kag tane filtre kullaniliyorsa
(filtre kanal1 say1s1) o kadar aktivasyon haritasi olusmakta ve bunlar arka arkaya
dizilmektedir. Biitiin aktivasyon haritalar1 hesaplandiktan sonra bu haritalara

sekil 3.7/deki aktivasyon fonksiyonlarindan uygun olani uygulanir.

Evrisim islemi veri boyunca devam eder. Filtre belirlenen miktar kadar kayarak
(stride) tiim veriye ayni1 islemi yapmakta ve bu islem sonucunda ¢iktinin boyutu
girdiye gore kiiciilmektedir. Bu kiigiilmeyi engellemek igin verinin etrafina ilk
boyutuna gelecek sekilde dolgu (same padding) yapilmaktadir. Eger etrafindaki
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dolgu 0’lardan olusuyorsa 0 dolgusu (zero padding), dolgu yapilmiyorsa "valid
padding" denmektedir.

ESA mimarilerinde havuzlama islemi yaygin olarak kullanilmaktadir.
Havuzlama, evrisim katmani ¢iktilarinin boyutlarini ve karmasasini gidermek
icin uygulanmaktadir. Ortalama ya da maksimum havuzlama gibi cesitleri vardir.
Havuzlama filtresi aktivasyon haritas: tizerinde tipk: evrisim operatorii gibi belli
bir kayma miktariyla (stride) gezerek parcalar icinden en yiiksek degerleri
(maxpooling) ya da ortalamalarini (averagepooling) alarak kaydetmektedir.

Yaygin kullanilan bir diger islem paket normalizasyonu islemidir. Bu
islem, evrigim katmanlarimin ¢iktilarini normallestirme uygulayarak kovaryansi
azalmaktadir. Noral agin genellestirme giiciinii artirarak maliyet fonksiyonunun

yakinsamasini hizlandirdig gortilmiistiir [[107].

3.6.2.1 Seyrek Evrisimli Sinir Aglar1

Seyrek ESA katmanlari, girdi olarak seyrek tensorlerle beslenirler. Seyrek tensor
doniisiimii, verilerden ¢ikarilan 6zniteliklerin sifir olmayanlarini, indeksleriyle
ya da koordinatlariyla birlikte depolandigi bir formattir. Normal evrisim

katmanlarinin sahip oldugu tiim 6zelliklere ve islemlere sahiptir.

Sekil 3.9 Seyrek evrigim iglemi [6]]

Yukaridaki sekilde goriildigii gibi seyrek tensor evrisimli ¢ekirdekler
kullanilarak evrigim isleminden gecirildiginde sadece sifir olmayan degerler
kullanilmaktadir. Béylece seyrek evrigimli katmanlarla kurulan modelin, normal
(yogun) evrisimli katmanlarla kurulan modellere gore hesaplama giiciinden ve

zamandan tasarruf sagladig: bilinmektedir.
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3.6.3 Uzun Kisa Siireli Bellek

Tekrarlayan Sinir Aglar1 farkli dizaynlardaki tekrarlayan hiicrelerden
olusmaktadir. Bu hiicreler geri besleme yoluyla hem mevcut girdiden hem
de gecmis durumdan etkilenek islem yapmaktadir. Uzun kisa siireli bellek
(LSTM), bir TSA cesididir. ilk tasarlanan LSTM’lerde unutma kapisi yoktu, son
tasarlanan LSTM hiicreleri unutma, girdi ve ¢ikt1 kapisi gibi bilesenlerden olusur.

Forget Input Output A h(?)
gate gate gate
_ a N
i(t) Clanh >
/(1)
E(r O(t) .:‘
h(?)
x(f)
m O — > < >
Noral nod Noktasal islem Vektor transferi Birlesme Kopyalama Bias

Sekil 3.10 LSTM hiicresinin i¢ baglantilari [[108]]

Bir LSTM hiicresi gesitli i¢ baglantilardan olusmaktadir. Yukaridaki sekilde
goriildiigii gibi baglantilar boyunca gesitli fonksiyonlar ve islemler yapilmaktadar.
Unutma kapisi hangi bilgilerin hiicre durumundan c¢ikarilacagina karar
vermektedir. Unutma kapismin degeri f;, 1’e esitse bilgiyi tutmakta, eger
0’a esit olursa biitiin bilgiyi silmektedir. Unutma kapisiun b; (bias) degerinin
artmasinin, genellikle model performansin arttirict yonde bir etkisinin oldugu
gorulmistiir.  Sekil 3.10 goriilen baglantilar matematiksel olarak asagidaki
denklemlerde ifade edilmektedir.

fe = o(Wenhi—y + Wepa + by) (3.18)
Z.t = U(W/ihht—l + I/I/i:vxt + bz) (319)
5,5 = tCL’th(Wghht_l + ngft + bg) (320)
Ct — ft.Ct,1 + it.ét (321)
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Oy = O_(Wohht—l + Woxxt -+ bo) (322)

hy = og.tanh(c;) (3.23)

Yukaridaki denklemlerde; ¢; hiicre durumunu, W;, W ve W, agirliklari, nokta
operatorii "." iki vektoriin noktasal (pointwise) carpimini temsil etmektedir.
Hiicre durumu giincellenirken, girdi kapis1 hangi yeni bilgilerin kabul edilecegini
ve cikti kapist ise hangi bilgilerin ¢ikti olarak sonraki hiicreye aktarilacagini
belirlemektedir. LSTM hiicrelerinin gesitli varyantlar:i bulunmaktadir. Yapilacak
calismaya ve veriye gore uygun varyantin secilmesi ve mimarinin olusturulmas:
performansi etkilen en 6nemli kriterlerdendir.

3.7 Klasik Makine Ogrenmesi

Bu calismada klasik makine ogrenmesi yontemlerinde sadece Destek Vektor
Makineleri kullanilmistur.

3.7.1 Destek Vektor Makineleri
Destek Vektor Makineleri (DVM) dh-fMRG smiflandirma ve regresyon

calismalarinda en yaygin kullanilan klasik makine 6grenmesi yontemidir. DVM,
marjini maksimize eden en iyi N-boyutlu (N; 6znitelik sayis1) hiper diizlemi
bulmaya galisan bir algoritmadir. Burada bahsedilen marj, hiper diizlemin
siniflara ait verilere olan en yakin uzakhigidir. Smuflandirict f(z) = sign(w”z)
olarak tamimlanir. Modelin parametreleri asagidaki konveks optimizasyon
problemini ¢ozerek elde edilir.

Wept = argmin C Z maz(0,1 — y;(whz;)) + |Jw_||? (3.24)
i=1

[|w_p|[* agirlik vektoriinin L, normunu temsil etmektedir fakat yanlhilik (bias)
terimini icermez. C' marjini belirler ve simiflandiricinin genellestirme kapasitesini
ayarlar. C’ye ince ayar yaparak egitim setine asir1 uyumlasma (overfitting)
smirlandirilabilir ve modelin genellestirme hatasi azaltilabilir. Marjin smirma en
yakin olan egitim verilerine destek vektorleri ad1 verilir. Egitilen siniflandirma
modeli, destek vektorleri tarafindan belirlenir.
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Sekil 3.11 Ornek DVM grafikleri [[109] (a) DVM modeli bilegenleri (b) Hiper
diizlem (c) lineer ¢ekirdekli siniflandirma (d) non-lineer siniflandirma
(e)non-lineer siniflandirma

DVM'’ler lineer smiflandirmaya ek olarak farkl ¢ekirdekler (kernel) kullanarak
lineer olmayan siniflandirma yapabilirler, buna gekirdek hilesi denmektedir. Bu
sayede, cok boyutlu 6znitelik uzayina sahip veriler i¢in verimli bir siniflandiricidar.
DVM’ler farkli cekirdek fonksiyonlariyla oznitelikler arasinda ikili benzerlik
hesaplamasi yapar ve lineer olmayan sinirlar belirlenir. Girdi olarak kullanilan
verileri ¢ekirdek fonksiyonlar1 aracihigiyla daha yiiksek boyuttaki uzaya esler.
Lineer olmayan siniflandirma i¢in Polinom, Gauss Radyal Baz, Sigmoid, Bessel

ve grafige dayal1 ¢ekirdek fonksiyonlari gibi 6rnekleri vardar.

3.8 Performans Olciitleri

Bu calismadaki yapilan smiflandirmalarin basarisim1 gostermek amaciyla bazi
performans Olciitleri kullanildi. Bunlar dogruluk, kesinlik, duyarhilik ve F1
puanidir. GP : gercek pozitif sayisi, YP: yanlis pozitif sayisi, GN: gercek negatif

say1s1, YN: yanlis negatif sayis1 olmak iizere;

Dogruluk = =57 }lelj i gzj\\f[ TYN (3.25)
Kesinlik = —GPG—I—PYP (3.26)
Duyarlilik = CPLVN PCj—PY N (3.27)

i -2 oD o2
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olarak hesaplanir. Ayrica Sekil 3.12| gosterilen karisiklik (confusion) matrisi de

onemli bir performans gosterimidir.

Tahminlenen

GP YN

YP GN

Gerceklesen

Sekil 3.12 Karisiklik (Confusion) Matrisi

3.9 Veri Gorsellestirme

Veri gorsellestirme verilerin grafiksel olarak temsiline ve bu sayede ug degerler,
veriler arasindaki iliski ve Oriintiileri gozlemlemeyi saglar. Orjinal verinin
grafiksel olarak ifadesi icin grafik uzayma eslenmesi gerekir. Bunu saglamak
amaciyla cesirli lineer ve lineer olmayan yontemler vardir. Bu calismada,
Temel Bilesen Analizi, t-Dagitik Stokastik Komsu Yerlestime (t-SNE) ve Tekdiize
Manifold Yaklasimi ve Projeksiyonu (UMAP) yontemleri kullanilarak her veri 3
bilesene indirgenmistir. 3 boyutlu grafiklerle gorsellestirilmistir.

3.9.1 Temel Bilesen Analizi

Temel Bilesen Analizi (TBA), degiskenlerin yapisin1 anlayabilmek igin
aralarindaki iligkiyi inceleyen istatistiksel bir yontemdir. Bu teknik parametrik
degildir, analize herhangi bir 6n bilgi dahil edilememktedir. TBA ile boyut
azaltma genellikle veri hakkindaki bazi bilgilerin kaybina sebebiyet vermektedir.

TBA uygulamasi bazi varsayimlar icermektedir. Veri kiimesinin 6zniteliklerin
lineer bir kombinasyonu oldugunu varsaymaktadir. Maksimum varyans saglayan
yonlerin ayirdedici dzniteliklere sahip olacag: kesin degildir. Biiyiik varyansa
sahip olan bilesenlerin anlamli ve 6nemli dinamiklere sahip oldugunu, varyansi
diisiik olan bilesenleri ise giiriiltii olarak kabul etmektedir. Regreyon analizinin
bir veri kiimesine en iyi uyum saglayan ¢izgiyi buldugu gibi, TBA da veriye en
uygun bir kag ortogonal ¢izgiyi (bileseni) belirlemektedir. Bilesenler siralanmasi
en biiyiik varyansa sahip olandan baslanarak aza dogru devam etmektedir. TBA

uygulanirken izlenen adimlar basit olarak soyledir: (1) Veri setinin ortalamas:
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bulunur ve her bir veriden c¢ikarilir (2) Kovaryans matrisi olusturulur. (3)
Kovaryans matrisinin 6zdegerleri ve 6zvektorleri hesaplanir. (4) Bilesenler segilir.

Oznitelik say1s1 p ise kovaryans matrisi pxp boyutunda olur.

> i@ — T)(yi — 9)

n—1

cov(, y) =

(3.29)

Kovaryans matrisini C ile gosterirsek, ozdegerler ve oOzvektorler asagidaki
denklemle bulunmaktadr.

CX =X

CX —AX =0 (3.30)
(C=M)X =0

IC = Al =0

Burada \; 6zdegerleri hesaplanmakta, en yiiksek varyansl olanlar: secilmekte ve
karsilik gelen v; 6zvektorleri bulunmaktadir. TBA sonucunda kurulan 6znitelik

vektorti, segilen 6zvektorlerin matris formuna getirilmesiyle olusturulmaktadir

3.9.2 t-Dagitik Stokastik Komsu Yerlestirme

t-Dagitik Stokastik Komsu Yerlestirme (t-SNE), verilerin birbirine olan Oklid
uzakliklarini hesaplayarak, benzerlikleri karsilik gelen kosullu olasilik degerlerine
gevirir. z; veri noktasinin z; veri noktasma benzerligi, p;/,; kosullu olasihig:

biiyiikse z; ve x; yakin komsudurlar, eger diistikse birbirlerinden uzaktirlar [[110].

exp(=|lw: — z;|*/207)
2 i €xp(=||zi — x| */207)

o; Gauss merkezli varyansa karsilik gelir. Ikili benzerliklere bakildig1 igin p;/; =
0’dur. Yiiksek boyutlu z; ve z; noktalarimin diisiik boyutta karsilik gelen noktalar:
y; ve y; olursa, q;,; kosullu olasiliklar1 agagidaki gibidir.

exp(—|ly: — y;l1%)
Zk;ﬁi exp(—|[lyi — yxl?)

1kili benzerliklere bakildig1 icin ¢;/; = 0’dur. Buradan hareketle, t-SNE, p;/; ve g;/;

arasindaki uyumsuzlugu en aza indirecek diisiik boyutlu bir temsil aramaktadar.
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Bu yiizden bir maliyet fonksiyonu tanimlamak gereklidir.

C=KL(P\\Q) = ZZ pwlogp” (3.33)

Yiiksek boyutlu uzaydaki ortak olasilik dagilimi P ile diisiik boyutlu uzaydaki
ortak olasilik dagilimi Q arasindaki Kullback-Leibler sapmasini (maliyet olarak)
minimize etmek bir optimizasyon problemi ortaya ¢ikarmaktadir. Tiirevi alinarak

minimizasyon yapilabilmektedir.

8% = 42 Pij — 4i)(Yi — ;) (3.34)

3.9.3 Tekdiize Manifold Yaklasimi ve Projeksiyonu
Tekdiize Manifold Yaklasimi ve Projeksiyonu (UMAP) son yillarda boyut

diisiirme ve veri gorsellestirme amaciyla gelistirilmis bir yontemdir [111]].
t-SNE’ye benzer sekilde UMAP uygulamasi yiiksek boyutlu uzaydaki z; ve x; veri
noktalar1 arasindaki w;;, diisiik boyutlu uzaydaki y; ve y; arasindaki v;; benzerlik

hesaplamalariyla baslamaktadir [[112]].

UMAP'1n optimizasyonu igin kullanilan maliyet fonksiyonu asagidaki denklemle
hesaplanmaktadir.

L= Z Z wwlog Wi wz-j)logll — wij) (3.35)

- — Vij

i j#E
UMAP optimize edilmek i¢in maliyet fonksiyonunun y’ye gore tiirevi alinr.
Sadece w;; x’e bagimlidir. Bu yiizden fonksiyonun tiirevi asagidaki denkleme

dontistir.

- Z Z(wijloﬂvij + (1 —wij)log(1 — vy;)) (3.36)

i jF
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4

KULLANILAN VERI KUMELERI VE YONTEMLER

Bu bolimde kullamilan veri kiimeleri ve uygulanan metotlar ayrintisiyla
anlatilmaktadir. Calismada 4 farkli veri kiimesi kullanilmistir. OSB tanilama icin
ABIDE I NYU, SH tanilama igin COBRE ve PH tanilama icin PPMI Denovo ve
IMUH veriktimeleri kullanilmistir.

41 fMRG Edinme

fMRG edinme, goriintiilerin ne kosullarda, hangi parametrelerle kimler
tarafindan ¢ekildiginin agiklanmasini ifade etmektedir. Bu ¢alismada kullanilan
4 veri kiimesi de farkli kaynaklardan gelmektedir. Devam eden bashklarda bu
bilgiler tek tek acgiklanmistir.

4.1.1 ABIDE (The Autism Brain Imaging Data Exchange) I NYU Koleksiyonu

fMRG goriintiileri 3 Tesla Siemens Magnetom Allegra makinesiyle cekilmistir.
Cekim uzunlugu 6 dakika, tekrar siiresi 2 saniyedir. = Cekimler tanisal
degerlendirmenin ardindan (3 ay iginde) ayr1 bir vizitede gergeklestirilmistir.
Tedavi eden doktora danisilarak, psikostimulan ila¢ alan katiimcilardan
cekimden 24 saat once ila¢ almay1 birakmalari istenmistir. Dinlenme hali fMRG
taramasi yapilirken, katilimcilardan gozleri agik bir sekilde rahatlamalar: talimat
verilmistir. Gozlerini kapatan bazi katilmcilarin taramalar1 da verikiimesine
eklenmistir. Tarama sirasinda goz durumu bir goz izleyici ile takip edildi ve her
katilimc1 igin ayrica not edilmistir. Biitiin gekimler arastirma personeli tarafindan

gozden gecirilmis ve bozuk goriintiiler verikiimesinden ¢ikarilmigstir [[113]].

Bu koleksiyondan dengeli olacak sekilde 148 goriintii alimmistir. Bunlardan 74t
otizm spektrumu hastas1 ve 74’1 de yaslar1 eslenmis tipik gelisim gosteren saglikli

kontrol goriintiileridir. Asagidaki tabloda 6zetlenmistir.
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Tablo 4.1 ABIDE I NYU veri kiimesi demografik bilgileri.

Katilimailar | Kadin | Erkek | Yas (yil; ortalama + standart sapma)
74 Otizm 29 45 13,3+ 5,3
74 Saglikl 30 44 17,1+ 6,7

4.1.2 COBRE (The Center for Biomedical Research Excellence) Veri Kiimesi

COBRE veri kiimesi Sizofreni hastalarindan ve benzer yastaki sagliklh
kontrollerden toplanmistir. Tiim denekler incelenmis ve noérolojik bozukluk,
zeka geriligi, 5 dakikadan fazla bilin¢ kaybiyla birlikte siddetli kafa travmas,
son 12 ay icinde madde koétiiye kullanimi veya bagimhlig: oykiisii varsa
verisetinden ¢ikarildi. Teshis bilgileri, DSM (Diagnostic and Statistical Manual of
Mental Disorders) Bozukluklar: i¢in kullanilan yapilandirilmis klinik goriisme
kullanilarak toplanmistir. Cekim siiresi 6 dakika ve tekrar siiresi 2 saniyedir
[114].

Veri kiimesi 72 $izofreni hastasi ve 75 saglikli kontrol fMRG verisi igermekle
birlikte her katihmar igin anatomik MRG, cinsiyet, yas, el tercihi ve teshis bilgileri
dahil olmak tizere fenotipik veriler icermektedir [115].

Tablo 4.2 COBRE veri kiimesi demografik bilgileri.

Katilimailar | Kadin | Erkek | Yas (yil; ortalama + standart sapma)
72 Sizofreni 20 52 38,17 + 13,89
75 Saglikli 17 58 35,87 + 11,74

4.1.3 PPMI (Parkinson Progressive Markers Initiative) Denovo Veri Kiimesi
Bu veri kiimesindeki tiim deneklere, baslangicta kapsamli bir klinik test,
goriintiileme degerlendirmeleri, kan, idrar ve beyin omurilik sivisi (BOS)
biyonumune toplanmasi uygulanmistir. Deneklerin tanisinin akabinde, heniiz
higbiri ila¢ kullanmaya baslamadan 6nce, dh-fMRG goériintiileri 3 Tesla Siemens
Trio MR makinesi ile ¢ekilmistir. Tekrar siiresi 2,5 saniye ve ¢ekimin tamami
10 dakikadir. Deneklerden cekim siiresi boyunca gozlerini agik tutmalar1 ve
hareketsiz kalmalar: istenmistir [116]].

Bu kohort 25 Parkinson hastasi ve 17 saglikli kontrol 6rneginden olusmaktadir.
Demografik 6zeti asagidaki tablodadur.

4.1.4 IMUH (istanbul Medipol University Hospital) Veri Kiimesi
IMUH veri kiimesi, agik erigimli degildir. Istanbul Medipol Universitesi

Hastanesi'nden almmistir ve etik raporu mevcuttur. Bu goriintiilerin
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Tablo 4.3 PPMI Denovo veri kiimesi demografik bilgileri.

Katilimcilar | Kadin | Erkek | Yas (y1l; ortalama + standart sapma)
25 Parkinson 11 14 60,0 + 11,15
17 Saghkl 2 15 66,25 + 8,34

toplanmasinda paralel goriintiileme dizileri kullanan 32 kanalli bas bobine
sahip 3 Tesla Philips Ingenia CX MR makinesi kullanilmigtir. Tekrar siiresi 2,2
saniye ve herbir ¢ekimin stiresi 11 dakika olarak ayarlanmistir. Cekim sirasinda
katilimcilardan belirli bir diistince hakkinda diisiinmemeleri, say1 saymamalar:
veya herhangi bir belirli, ritmik zihinsel aktiviteyi gerceklestirmemeleri
istenmistir. =~ Hastalara gozlerini kapatmalar1 ve dinlenmeleri Onerilmistir
[117].

Tablo 4.4 IMUH veri kiimesi demografik bilgileri.

Katilimailar | Kadin | Erkek | Yas (yil; ortalama + standart sapma)
25 Parkinson 9 16 69,9 + 11,46
10 Saglikli 7 3 58,3 + 9,79

Tablo 4.4'te gosterildigi gibi bu veri kiimesi, 25 Parkinson hastas1 ve 10 saglikli
kontrolden olusmaktadir.

4.2 Veri Kiimelerinin On islemesi

4.2.1 ABIDE I NYU Veri Kiimesi On islemesi
ABIDE I NYU veri kiimesi agik erisimli PCP (Preprocessed Connectomes

Project) veribankasindan hasta ve saghikli siniflar dengeli sayida olacak sekilde
[118]] Python Nilearn paketindeki "nilearn.datasets.fetch_abide_pcp" fonksiyonu
kullanilarak indirilmistir. Bu fonksiyonun onisleme isyolu parametresi CCS
(Connectome Computation System) olarak secildi. CCS isyolu kullanilarak
onisleme yapilirken anatomik ve fonksiyonel 6nisleme kisimlarinda su adimlar

izlenmistir;

Anatomik On isleme:

e Filtre kullanarak MR goriintii giiriiltiisiiniin giderilmesi
e Freesurfer'da recon-all komutuyla beyin yiizeyi rekonstriiksiyonu

e BOLD intensite normalizasyonu
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e FSL (FMRIB Software Library) programindaki FLIRT+FNIRT fonksiyonlar1
kullanilarak goriintiiniin bireysel bir fonksiyonel alandan MNI152 standart

beyin alanina uzamsal normalizasyonu
e Beyin dokusu ¢ikarma

e Bireysel yapisal ve fonksiyonel goriintiiler arasinda smira dayali cakistirma

Fonksiyonel On igleme:

Sinyal dengelemek i¢in her fMRG’den baz1 ilk EPI hacimlerini ¢ikarmak

e Dilim zamanlama diizeltmesi

3 boyutlu hareket diizeltme

4 boyutlu kiiresel ortalama tabanli yogunluk normalizasyonu

Band-pass zamansal filtreleme (0.01-0.1Hz)

Dogrusal ve ikinci dereceden egilimlerin kaldirilmas:

Gauss (FWHM=6mm) uzamsal yumusatma

Bu veri setinin 6n islemesi sonucunda herbiri (63,71,63,175) boyutunda olan
74 OSB hastas1 ve 74 saghkli dh-fMRG goriintiisii daha sonraki analizler icin

kullanilmistur.

4.2.2 COBRE Veri Kiimesi On islemesi

COBRE Sizofreni veri kiimesinin 6n islemesi, NIAK (Neurolmaging Analysis
Kit version 0.17) isyolu kullanilarak, Pierre Bellec tarafindan yapilmistir
[119]. Isyolunu uygularken, CentOS version 6.3 isletim sistemi iizerinde
Octave (http://gnu.octave.org) version 4.0.2 ve the Minc toolkit programlari

kullanilmistir. Oniglemede kullanilan adimlar asagida listelenmistir.

e Her bir fMRG icin elde etme stiresindeki dilimler arasi farki diizeltme
e Rijit govde hareket diizeltme ve yeniden hizalama

e BOLD intensite normalizasyonu
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e Herbir fMRG goriintiisiiniin medyan beyin hacmini, CIVET isyolu takip
edilerek [120], Montreal Noroloji Enstitiistit (MNI) sablonuna ¢akistirilmis
bir T1w bireysel tarama ile hizalama.

e Beyin dokusu ¢ikarma

o Rijit govde dontisiimii, fMRI-T1 doniisiimii ve T1-stereotaksik doniisiimiin
tiimii birlestirilmis ve fonksiyonel hacimler, MNI alaninda 6 mm izotropik

¢oziniirliikte yeniden 6rnekleme

On iglemesi yapilmis fMRG goriintilleri Python Nilearn paketindeki
"fetch_cobre_niak" fonksiyonu kullanilarak indirilmistir. Herbir fMRG goriintiisii
(27,32,26,150) buytikliigiinde olup voksel biiytikliigii 6x6x6 mm izotropiktir.
Orneklerden birinin beyin hacimi sayis1 60 oldugundan ¢aligmadan ¢ikarilmigtir.
Son durumda 71 Sizofreni hastasi ve 75 saglikli kontrol olmak {izere sonraki
hesaplamalara gecilmistir.

4.2.3 PPMI Denovo ve IMUH Veri Kiimesi On islemesi

PPMI verileri 6n islemesi yapilmamis halde PPMI veribankasindan [121]]
cekilmisti. IMUH verikiimesindeki gériintiiler Istanbul Medipol Universitesi
Hastanesi tarafindan cekilmistir ve Onislemesi yapilmamis haldedir.  Bu
iki verikiimesi de Human Connectome Project (HCP) Minimal isyolu [122]
izlenerek Ubuntu Focal 64 bit isletim sistemi iizerinde 6nislendi. HCP isyolu
uygulanirken FSL, FreeSurfer, Connectome Workbench, Python Gradunwarp
paketi, MSM_HOCR v3.0 ve MatLab kullanild:.

HCP isyolu anatomik (yapisal) ve fonksiyonel (islevsel) onisleme adimlarim
barindirmaktadir. Anatomik Onisleme Pre-FreeSurfer, FreeSurfer ve
Post-FreeSurfer isleme (processing) is akisi boltimlerini igerir. Bu adimlar
tamamlamak i¢in her 6rnek i¢in T1w ve T2w anatomik gortintiilere ihtiyag vardir.
Fonksiyonel 6nisleme ise Genel fMRG Hacmi isleme, Genel fMRG yiizeyi isleme
ve ICA-FIX is akis1 boliimlerinden olusur.

Anatomik 6n islemenin biitiiniinde asagidaki hesaplamalar yapilmaktadar:

e Gradunwarp kullanilarak gradyan bozulma diizeltme
e Herbir veri i¢in icin bozulmamus bir dogal yapisal hacim alani tiretme

o Tlw ve T2w goriintiilerini hizalama
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e Bl (Bias Field) diizeltmesi gergeklestirme
e Herbir verinin asil yapisal hacim alanin1 2 mm MNI alanina hizalama

e Beyin maskesi olusturma

Fonksiyonel 6nislemede asagidaki islemler yapilmaktadir:

e Uzamsal bozulmalar: giderme,

e Beyin hacimlerini denek hareketini telafi etmek icin yeniden hizalama
e Fonksiyonel goriintiiyii yapisal goriintiiyle hizalama

e Bl (Bias Field) alanin1 azaltma

e Herbir 4B goriintiiyii global bir ortalama goriintiiye ¢akistirma

o Goriintiileri beyin maskesiyle maskeleme

e Denegin cekim sirasinda hareket ettigi beyin hacimlerini ve artefakt
Bagimsiz Bilesen Analizi (ICA) bilesenlerini giderme

4.3 Oznitelik Cikarma

Medikal alandaki verikiimelerinin biyiikliginin az ve her bir verinin
boyutlarinin fazla olmasi nedeniyle, simiflandirma c¢alismalarinda egitim
kiimesine asir1 uyum gosterme (overfitting) sik¢a rastlanan bir durumdur. Bu
nedenle sik¢a 6znitelik ¢ikarma ve se¢me yontemlerine bagvurulur. Buradaki bir

diger amac da hesaplama kompleksligini azaltmaktur.

Bu ¢alismada da, 6nisleme sonrasi verilere gesitli boyutlarda 6znitelik ¢ikarma ve

glrilti giderme yontemleri uygulanmastir.

4.3.1 Coziiniirliigii Diisiiriilmiis Ham Oznitelikler

Onigleme adimindan sonra herbir fMRG goriintiisii sadece beyin dokusundan
olusmaktadir.  Oniglemesi yapilmis fMRG verisinin ham &zniteliklerinin
boyutlar1 ¢ok biiyiiktiir. Bu 6zniteliklerin boyutlarini degistirmeden 4 boyutlu
evrisimli modeller uygulamak, hem hesaplama zamanini ve kompleksligini
artirmakta hem de daha iyi performans gerektiren yiiksek 6nbellekli gpular
gerektirmektedir. Bizim donanimimiz buna izin vermediginden ve literatiirde

ornekleri oldugundan ¢oziiniirliik azaltma yontemini tercih ettik.
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Kiibik Spline

i Intgrpolrasypnu},fla ~ Histogram Esigi | Min-Max Nor
Onislenmis fMRG f~ MNI1526mm L/ yntemiyle Arka- nlllglléf?‘gi(rlll%l_

.§%L{1910_I(11una plan Cikarma
.Yeniden

Ornekleme

Sekil 4.1 fMRG ¢oziiniirliigiiniin azaltilmasinda izlenen adimlar

Kullandigimiz 4 veri kiimesindeki biitiin fMRG'lerin voksel biiytikliigii arttirildi
yani ¢oziiniirligi distiriildii. Ham verinin voksel boyutu 6x6x6 milimetreye
cikarildi. Bunu yaparken ilk adim goriintiilerin, voksel biiyiikligii izotonik
6mm olan MNI152 sablonuna yeniden orneklenmesidir. Bu islemi yaparken
Kiibik Spline Interpolasyonu kullamildi. Onceden 0 sinyal degerine sahip

Tablo 4.5 Yeniden 6rnekleme sonucu voksel boyutlarinin degisimi

Veri Kiimesi 11k Boyut Son Boyut
COBRE 6x6x6 mm, 2 s 6x6x6 mm, 2 s

ABIDE INYU 3x3x3 mm, 2 s 6x6x6 mm, 2 s

PPMI Denovo 3,29x3,29x3,29 mm, 2,4 s 6x6x6 mm, 2,4 s
IMUH 3x3x3 mm, 2,29 s 6x6x6 mm, 2.29 s

beyin dokusu harici yani arkaplan voksellerinin degerleri yeniden 6rnekleme
sonucunda farklilasir. Seyrek tensorlerde 0 degerine sahip vokseller isleme
alinmaz. Arka Plan voksellerinin 0 olmas: hesaplama kompleksligini biiyiik bir
oranda azaltmaktadir. Bu yiizden arka plan voksellerinin sinyal degerleri tekrar
0 yapimalidir. Bunun i¢in 6nce arka plan vokselleri belirlenir ve goériintiiden
cikarilmast gerekir. Ozellikle epi goriintiilerine uygulanan histogram esigi
yontemi kullanildi. Voksel sinyal degerleri igin bir histogram elde edildi. Alt esik
0.2 ve iist esik 0.85 olarak ayarlanarak bu esiklerin arasinda kalan vokseller alinds,
digerleriyse ¢ikarildi. Boylece beyin dokusunun haricindeki voksellerin sinyal
degerleri 0’a esitlendi. Son adimda tiim veri setine min-max normallestirmesi
uyguland1. Bu islem yapilirken arka plan voksellerinin sinyal degeri degismeden
yani sifir olarak sabitlenecek sekilde asagidaki denklem [3.3 kullanilarak [a,b]
aralig1 belirlendi ve normallestirme uygulandi. Bu adimlarin herbiri Python
ortaminda Nilearn paketi kullanilarak gerceklestirildi. Coziintirligii azaltmak
amaciyla "Nilearn.resample_img" ve arkaplandaki vokselleri ¢ikarmak igin
"Nilearn. compute_epi_mask" fonksiyonlar1 kullanilds.
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Tablo 4.6 Coziintirliik diisiirtilmesi sonucu boyutlarin degisimi

Veri Kiimesi i1k Boyut Son Boyut
COBRE 27,32,26,150 27,32,26,150

ABIDE INYU 63,71,63,175 31,37,31,175

PPMI Denovo 55,66,55,210 30,36,30,210
IMUH 60,72,60,300 30,36,30,300

4 boyutlu ham 6znitelikleri elde etmek igin herbir fMRG'nin Nifti dosyasindaki
bilgilerden 4 boyutlu bir tensér c¢ikarildi. Bu Oznitelikler daha sonra 4
boyutlu seyrek evrisimli aglarda girdi olarak kullanilmak {izere seyrek tensorlere
dontstiirtildii. Bu islem yapilirken Nilearn paketindeki Nifti goriintiisii okuma
fonksiyonlar1 kulanilarak cok boyutlu Numpy matrisi formati1 déntisiimii yapildi.
Daha sonra Pytorch kiitiiphanesindeki seyrek tensor fonksiyonlar1 kullanilarak
4 boyutlu yogun tensorler, voksel koordinatlar: ve tek kanalli 6znitelikleri iceren

seyrek tensor formatinda kaydedildi.

4.3.2 Beyin Boliitleme Atlasina Dayal1 Oznitelikler

Fonksiyonel ve anatomik beyin béliitleme atlaslarinin i¢inden, literatiirde ¢okca
kullanilan AAL atlas1 secildi. AAL atlas1 116 ilgili bolgeden (ROI) olusmaktadir
(bakiniz: Ek-A2). Bu bolgelerden ilk 90’min lokasyonu beyin dokusudur, diger
bolgeler ise Cerebellum (beyincik) organi iizerindedir. Sadece beyin dokusu

tizerinde ¢alismak istedigimiz i¢in ilk 90 bolgeyi ¢alismamiza dahil ettik.

Beyin boliitleme atlasina bagh 6znitelikler eger;

e ortalama beyin voliimiinden ¢ikariliyorsa herbir veri icin (90, 1),

e verideki biitlin beyin voliimlerinden ¢ikariliyorsa herbir veri icin (90, 7})

boyutunda bir 6znitelik uzayindadar.

T verideki beyin hacmi sayisini temsil etmektedir, kullanilan veri kiimesine
gore degismektedir. (90, 1) boyutundaki 6znitelikler tek boyutlu bir CNN agini
beslemek i¢in kullanilirken, (90, 75) boyutundaki 6znitelikler zamansal bir sekans
yapisma sahip olma durumundan faydalanilarak bir LSTM aginda girdi olarak
kullanilabilir.

PPMI ve IMUH veri kiimesinden ¢ikarilan 6znitelikler ¢ekildigi makineler ve
cekim parametreleri farkli oldugundan siniflandirma yapilmadan énce COMBAT

47



kullanilarak uyumlastirild: ve Parkinson Hastalig1 tanis1 igin karistirilarak
kullanildi.

4.3.3 ComBat

Bu yontemin kullanim amaci, paket (batch) olustururken olusan farkliliklar:
gidermektir. Sonradan farkli kaynaklardan gelen verilerdeki biyolojik gesitliligi
koruyarak kaynaktan gelen giiriiltiiyti gidermek ve bu verileri uyumlastirmak

amaciyla uygulanmustir.

Bu calismada PPMI Denovo ve IMUH veri kiimelerinin her ikisi de Parkinson
hastalar1 ve saglikli kontrollerin dh-fMRG goriintiilerinden olusmakta olsa
bile bu verilerin ¢ekim parametreleri, beyin hacimi saylari, ¢ekim zaman
uzunlugu, ¢ekim matris boyutlari, cekim makineleri ve bunlarin olusturdugu
giiriiltiiler farkli oldugundan uyumlastirma/6zdeslestirme ¢alismasi yapilmadan

karistirarak kullanilamazlar.

ComBat uyumlastirma islemi igin NeuroCombat paketi Python 3.8 ile
uygulanmistir. ComBat, her bir denek igin tek boyutlu O6zniteliklere
uygulanabilmektedir. Bu yiizden sadece beyin boliitleme atlasma dayal
cikarilan Ozniteliklerinin uyumlastirilmasinda kullamilmigtir.  Uyumlastirilan
oznitelikler daha sonra smiflandirma igin kaydedilmistir. ComBat sonucunda
PPMI denovo ve IMUH veri setlerindeki 50 PH ve 27 SK 6rnegi harmonize
edilmistir. Daha sonra tani i¢in her smifta dengeli sayida veri olacak sekilde

rastgele veriler secilmis ve ikili siniflandirmaya tabi tutulmustur.

4.4 Siniflandirma
Bu boliimde, ABIDE I NYU koleksiyonu, COBRE, PPMI ve IMUH veri

kiimelerinden c¢ikarilan ozniteliklerin farkli yontemler kullanilarak hasta ve
saglikli olarak ikili siniflandirmasimin nasil yapildig1 anlatilmaktadir. 4 farkh

siniflandirma teknigi kullanilmistr.

4.4.1 4 Boyutlu Seyrek Evrisimli Sinir Ag1 Modeli

Bu aglar1 uygulamak igin Python MinkowskiEngine paketinden yararlanildi.
Minkowski Aglar1 ¢ok boyutlu LIDAR video goriintiilerinin islenmesi
icin tasarlanmistir. Bu veriler nokta bulutlarindan (Point Cloud Format)
olugsmaktadir. Her nokta belli bir koordinata sahiptir. XYZ ve zaman ekseninin
yani sira 3 kanalli renk (RGB) formatina sahiptir. Boylece bu aglar 7 boyuta
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kadar olan gortintiileri isleyebilen (en ¢ok) 7 boyutlu evrisimli gekirdeklere
sahiptir. Seyrek evrisimli ve yogun evrisimli ¢ekirdekler arasinda bazi farklar
vardir. Seyrek evrisimli ¢cekirdekler, verideki sifir olmayan degerlere yani seyrek
tensorlere odaklanir ve onlar1 evrisim operasyonundan gegcirir. Yogun evrisimli

cekirdekler ise boyle bir ayrim yapmaz, verideki tiim degerlere esit davranir.

-

A\
Pool

GlobalMaxPooling
\
Fully Connected

4 Boyutlu fIMRG

Sparse Conv 3x3x3+3, 64
Sparse Conv 3x3x3+3, 128
Sparse Conv 3x3x3+3, 128

Sparse Conv 3x3x3+3, 512
Y
Sparse Conv 3x3x3+3, 512

Sparse Conv 3x3x3+3, 256

Sparse Conv 3x3x3+3, 64
Sparse Conv 3x3x3+3, 256

Sparse Conv 3x3x3x1, 64

x3 x4 x6 X3
Sekil 4.2 Minkowski ResNet34 Ag Mimarisi

Ikili siniflandirma yapmak igin 4 boyutlu 3x3x3x3 cekirdeklere sahip seyrek
evrisimli katmanlardan olusan Minkowski ResNet34 ag1 kullanildi. Bu ag 2
boyutlu goriintiileri islemek igin literatiirde sik¢a kullamilan ResNet34 aginin
4 boyutlu gekirdeklere sahip versiyonudur. Tek farki ResNet34 agimn giris
katman1 7x7 boyutunda gekirdeklere sahiptir, bizim kullandigimizda ise girdi
katmaninin ¢ekirdek boyutu 3x3x3+3tiir. Her blok 1 evrisim katmani-1 paket
normalizasyonu-1 evrisim katmani-1 paket normalizasyonu-ReLu aktivasyon
fonksiyonu seklinde oriintiiliidiir. Son katman tam baglantili lineer katmandir
ve 2 noda sahiptir.

Model Gelistirme: Bu ¢alismada, Minkowski aglar1 daha s1g modeller kurarak
kullanilmaya bagland: . Ilk basta sirasiyla 4 ve 7 evrisimli katmandan olusan
iki model olusturuldu fakat bu modellerin maliyet hesaplamalar: iterasyonlar
boyunca azalma yoniinde egilim gostermedi yani yakinsamadi (convergence).
Daha sonra “MinkowskiEngine” Github sayfasindaki “examples” klasoriinde
kullanmaya hazir modellerin sunulmus oldugu goriildii ve onlar denendi.
Once Minkowski ResNet14 ve ResNet18 ag1 denendi, 14 katmanlida yakinsama
gozlenmedi, 18 katmanl da yakinsama gozlense de iyi performans alinmadi.
Daha sonra Minkowski ResNet34 ag1 denendi. Girdi katmanindaki gekirdek
buiytikliigiinii 5x5x5x5ten 3x3x3x3’e diisiiriildii. Bizim verimizin 6znitelikleri tek

kanalli oldugu icin girdi kanali 1, ¢ikt1 kanali 2 yapildi. Yakinsama ve daha iyi
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performans gozlemlendigi icin bu mimari kullanilmaya karar verildi.

Egitim, Dogrulama ve Test Kiimesi Secimi: Yaptigimiz egitimlerde herhangi bir
sinifa egilim (bias) olmamasi icin, veri kiimelerinden her bir sinif i¢in esit sayida
egitim verisi rastgele secildi. Test seti i¢in de rastgele drnekler segildi. Parkinson
veri kiimeleri icin birini disarida birak (Leave-One-Out) ¢apraz dogrulama
yontemi kullanilarak en iyi modeller kaydedildi. ABIDE ve COBRE icin 10 kat
capraz dogrulama uygulandu.

Tablo 4.7 Coztintirliigi diistirtilmiis veriler i¢in Egitim ve Test seti icerigi
(H:Hasta, SK:Saglikli Kontrol)

Veri Kiimesi | Egitim Dogrulama Test seti
seti
COBRE 60 SK 60 H | 10-kat CD 11SK14 H
ABIDENYU | 60SK60H | 10-kat CD 14SK14 H
PPMI Denovo | 14 SK 14 H | Birini Disarida Birak-CD 3SK4H
IMUH 8§SK 8 H Birini Disarida Birak-CD 2SK3H

Hiperparametrelerin Belirlenmesi: Hiperparametreler rastgele denemelere
sonucu segilmistir. Ornegin, 6grenme katsayisi icin 1072, 1073, 10™* ve 107°
denenmistir. Maliyet fonksiyonunun azalma hizi kontrol edilerek optimum
olan1 secilmigtir. Ogrenme katsayis1 107 , epok sayis1 150, paket biyiikliigii
(batch size) 4, maliyet fonksiyonu olarak lojistikli Ikili capraz entropi maliyet
fonksiyonu (BCEwithLogisticLoss) secilmistir. Ogrenme orani cizelgesi icin
Cosine Annealing kullanilmigtir. Eniyileme yontemi olarak Adam optimizer ve
agirlik kaybi (weight decay) orani 1079 olarak belirlenmistir.

4.4.2 Zaman Dagiliml1 3 Boyutlu ESA+LSTM Modeli

Zaman dagilimli evrisimli katmanlar sekans ya da zamansal yapidaki
verilerle beslenmektedir.  Sekansin her bir pargasi i¢in ayr1 bir evrigimli
katman uygulanmasina olanak saglamaktadir. =~ Zaman dagilimhi katman
(Time Distributed), zaman adimlarmin her birine ayni evrisim Ornegini

uyguladigindan, her zaman adiminda ayni agirliklar kullanilir.
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Sekil 4.3 Zaman dagilimli 3 boyutlu evrisimli sinir ag1 + LSTM modeli

Sekil 4.3 kullandigimiz zaman dagilimli ESA+ LSTM modelini temsil etmektedir.
Model, 3 tane 3 boyutlu evrisim, 1 tane LSTM ve ardindan gelen 2 adet
linear yani tam baglantilh agdan miitesekkildir. Zaman dagilimli 3 boyutlu
evrisimler 4 boyutlu bir verinin islenmesine olanak tanimaktadir. LSTM ag,
genellikle sekans yapisindaki ya da zamansal ekseni olan verilere iyi uyum
saglamaktadir. Bu 6zelliklerden faydalanilarak bu model gelistirilmistir. Model
egitime baslarken ¢ekirdek baslaticis1 olarak yani baslangi¢ agirliklarin1 atamak
icin “Glorot Uniform initializer” kullanilmistir. Evrisimler (3,3,3) boyutunda
kernellere sahiptir. L1 ve L2 ¢ekirdek diizenlilestirme metotlar: kullanilmistir.
Adam eniyileme yontemi ve 6grenme katsayis1 diizenleyici olarak eksponansiyel
diisiis (exponential decay, diisiis orani 0.96 olacak sekilde ayarlanmistir. Maliyet
fonksiyonu olarak ikili ¢apraz entropi (binary cross entropy) hesaplamasi
secilmistir. paket biiytikltigti 1'dir, 6grenme katsayist 10-5 . dh-fMRG verilerinin
sadece ilk 150 beyin hacmi kullanilarak Tablo 4.7/teki egitim, dogrulama ve test

set planinin aynisi uygulanmistir

4.4.3 Tek Boyutlu Evrisimli Sinir Ag1 Modeli

Burada kullanilan model i¢cin Combatla uyumlastirilmis PPMI Denovo ve IMUH
veri kiimeleri kullanilmistir. Her bir veri (90,1) seklinde tek boyutlu bir vektordiir.
Modelde 4 adet evrisim blogu kullanilmistir. Her bir blokta 1 adet evrisim,ReLu
aktivasyon fonksiyonu, paket normallestirmesi ve tek boyutlu max havuzlamas:
kullanilmistir.  Son katman 2 adet ¢ikti degeri veren lineer katmandir. Son

katmanda softmax fonksiyonu kullanilmigtir. Evrisim kanal sayilari ise sirasiyla
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32, 32, 64, 64'tiir. Evrisim cekirdeklerinin biiyiikliigii ise swrasiyla 3, 3, 3,
1'dir. Model egitilirken kullanilan egitim ve dogrulama seti rastgele segilmis 24
PH ve 24 SK verisidir. 5 kat capraz dogrulama uygulandi. Egitim sirasinda
kaydedilen modeller, 3 PH ve 3 SK verisiyle test edildi. Maliyet fonksiyonu
lojistikli ikili ¢apraz entropi (BCEWithLogitsLoss), eniyileme yontemi Adam,
ogrenme katsayisi ayarlayic1 Cosine Annealing olarak segildi. Egitim sirasinda her
kattaki minimum dogrulama maliyetine sahip modeller kaydedildi ve énceden

ayrilan test seti tizeirnde test edildi.

444 Destek Vektor Makinesi

Destek Vektor Makinesi (DVM) kullanularak Parkinson tani ¢calismasi yapilmustir.
Tam1 galismas: i¢in Combat’la uyumlastirilmis (90,1) boyutlarinda 6znitelikleri
¢ikarilmis IMUH ve PPMI Denovo verilerinden; saglikli 6rneklere ait olanlarin
tamami ve 50 PH iginden 27 adedi rastgele segilmistir. 27 PH ve 27 SK verisi

4

5 kat gapraz dogrulama yapilarak “sklearn.svm.SVC” smiflandiricis: ile ikili

siniflandirma uygulanmistir. Parametreleri belirlemek igin 1zgara arama yontemi
(1zgara arama segenekleri  ’C”:[0.1,1,10,100], ’‘gamma’:[0.0001,0.001,0.1,1],
"kernel”:['rbf’,/poly ']) kullanilmistir. En iyi parametreler, C:0.1, gamma:0.0001,
kernel:"poly” olarak bulunmustur.

4.5 Veri Gorsellestirme

Oncelikle biitiik verilerdeki AAL atlasma dayali 90 ilgili bélge zaman serisi
olarak c¢ikarilmistir. Her bir veri (90, 7) boyutundadir. 7, zaman adimin ya
da verideki beyin hacmi sayisini temsil etmektedir. TBA uygulamak amaciyla
"sklearn.decomposition.PCA" fonksiyonu kullanilmistir. Her verinin 3 temel

bileseni ¢ikarilarak Plotly ile 3 boyutlu olarak grafikte konumlandirilmistir.

t-SNE i¢in 6nce TBA uygulanmis ve daha sonra segilen temel bilesenlerin
t-SNE Dbilesenleri c¢ikarilmistir. "sklearn.decomposition.TSNE" fonksiyonu
kullanilmigtir. Parametrelerden "perplexity" 40 olarak secilmistir. 3 t-SNE bileseni
hesaplanarak Plotly ile 3 boyutlu olarak gorsellestirilmistir.

Verilere UMAP uygularken 3 bilesen secilmistir. UMAP paketindeki
"umap.UMAP" fonksiyonu kullanilarak hesaplamalar yapilmistir. Bu

fonksiyonun bir ¢cok paremetresi vardir. Varsayilan parametreler kullanilmistir.
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5

BULGULAR ve DEGERLENDIRME

Bu boliimde yapilan islemlerin ve deneylerin sonuglar1 sunulacaktir. Ayrm
zamanda sonuglarin degerlendirilmesi, benzer calismalarla karsilastirilmas: ve

sonraki yapilabilecek ¢alismalar i¢in Onerilere yer verilecektir.

5.1 On Isleme Sonras1 fMRG Goériintiileri

PPMI Denovo ve IMUH veri kiimelerinin HCP igyolu ile 6n islemesi sirasida her
bir verinin anatomik T1w, T2w goriintiileri ve dh-fMRG ¢ekim modalitelerinden

yararlanilmistir.

PPMI Denovo

A Tiw

B T2w

C rs-
fMRI

D rs-
fMRI

Sekil 5.1 HCP isyolu ile dh-fMRG 6n isleme ¢iktilar1 (A,B,C), 6n islemesi
yapilmamis fMRG (D)

Sekil 5.1/ A ve B’ de kafatas: ¢ikarilmis ve giiriiltiileri giderilmis 6rnek anatomik
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goriintiiler, C'de 6nislemesi yapilmis ortalama ham dh-fMRG, D’de 6nislenmemis
ortalama dh-fMRG gosterilmistir. Bu goriintiilerin hepsi MNI152 2 mm ile

hizalanmistir ve ayn1 koordinat uzaymdadar.

5.2 Veri Gorsellestirme

Veri gorsellestirme, veriler aras: iliskilerin, varsa veriler arasi sinflarin ve ug
degerlerin gozlenmesine ve grafiksel olarak anlamlandirilmasina olanak saglar.
Bu calismada TBA, t-SNE ve UMAP yontemleriyle ABIDE I NYU, COBRE, PPMI
denovo ve IMUH veri kiimeleri gorsellestirilmistir.

5.2.1 Temel Bilesen Analizi ile Gorsellestirme

[d]

Sekil 5.2 TBA ile veri gorsellestirme, mor: saglikli, yesil: hasta 6rnekleri (a)
ABIDE NYU Veri Kiimesi (b) COBRE Veri Kiimesi (c) PPMI Denovo Veri
Kiimesi (d) IMUH Veri Kiimesi

Veri kiimelerine TBA uygularken 3 temel bilesen hesaplanmustir ve 3 boyutlu
olarak grafigi cizilmistir. =~ Sekil 5.2/de ug¢ degerler ve verilerin birbirne
yakinhigi-uzakhigr gozlenmektedir. ABIDE I NYU veri kiimesinin grafiginde
veriler birbirine yakindir ve siniflar arasinda hafif bir kiimelesme gozlenmektedir.
Cok uzak ug degerler yoktur. COBRE, PPMI denovo ve IMUH veri kiimesinde ug
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degerler goriilmektedir ve smniflar daginik haldedir. TBA ug degerlerden ¢abuk

etkilenen bir lineer projeksiyon yontemidir. Lineer olmayan iligkileri bulamaz.

5.2.2 t-SNE ile Gorsellestirme
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Sekil 5.3 t-SNE ile veri gorsellestirme, mor: saglikli, yesil: hasta 6rnekleri (a)
ABIDE I NYU Veri Kiimesi (b) COBRE Veri Kiimesi (c¢) PPMI Denovo Veri
Kiimesi (d) IMUH Veri Kiimesi

t-SNE ile gorsellestirilmis 4 verikiimesinin grafiginde de wu¢ degerler
gozlenmektedir. Siiflar dagmiktir ve ug degerler hari¢ veri noktalar
birbine yakindir. COBRE veri kiimesindeki u¢ degerlerin hepsinin saglikh
verilerden olmasi dikkat ¢ekicidir. fMRG verilerinin ¢ok yiiksek seviyede bireysel

degiskenlikler icerdigi bilinmektedir. Bu duruma isaret ediyor olabilir.

t-SNE uygulamadan oOnce genellikle baska bir boyut kiigliltme metodu
kullanilmas1  gerekmektedir, aksi takdirde hesaplamalar ¢ok uzun

siirebilmektedir.

5.2.3 U-Map ile Gorsellestirme
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Sekil 5.4 UMAP ile veri gorsellestirme, mor: saglikl, yesil: hasta 6rnekleri (a)
ABIDE NYU Veri Kiimesi (b) COBRE Veri Kiimesi (c¢) PPMI Denovo Veri
Kiimesi (d) IMUH Veri Kiimesi

UMAP ile 6nceki iki metodu karsilastirisak gorsellestirme agisindan daha iyi bir is
yaptigini soyleyebiliriz. Sekil 5.4 (a)’da ve (b)’de verilerin daha fazla kiimelestigi
farkedilmektedir. Veriler birbirine yakindir ve u¢ noktalar gézlenmemektedir.

5.3 4 Boyutlu Seyrek ESA ile Siniflandirma

Literatiirde fMRG verisi kullanilarak 4 boyutlu evrisimli sinir aglariyla kurulan
modellerle yapilan smiflandirma ¢aligsmalari sayica bir kag tanedir. Bunlarin hig

birinde seyrek evrisim kullanilmamustir.

Bu boéliimdeki deneylerde kullanilan Minkowski ResNet34 ag1 4 boyutlu
uzam-zamansal goriintii isleme igin ¢ok yeni bir yontemdir. fMRG verisine ilk

defa bu ¢alismada uygulanmustir.
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Tablo 5.1 Minkowski ResNet34 modeliyle yapilan ortalama tan performansi
(pozitif sif igin)

Veri Kiimesi | Dogruluk | Kararlilik | Duyarlilik | F1 Puani
COBRE 0,66 0,64 0,68 0,63

ABIDE I NYU 0,62 0,61 0,66 0,62

PPMI Denovo 0,63 0,61 0,63 0,58
IMUH 0,58 0,59 0,46 0,49

Minkowski ResNet34 agiyla yapilan deneylerde; COBRE ve ABIDE NYU veri
seti i¢in 10 kat ¢apraz dogrulama, PPMI Denovo ve IMUH veri setleri icinse
birini-disarida-birak ¢apraz dogrulama kullanildi. Her katta parametreler
sifirlarak ag yeniden egitildi ve kaydedilen en iyi (en diisiik dogrulama maliyetine
sahip olan ) modeller kaydedildi. Onceden rastgele ayrilmus test setiyle test edildi.
Performans 6l¢iitlerinin ortalamalar1 yukaridaki tabloda gosterilmistir.

En iyi performansa 0,63 F1 puaniyla COBRE veri kiimesi {izerinde ulasilmustir.
ABIDE I NYU veri kiimesi tizerinde de benzer duyarlilik ve F1 puar1 degerlerine
ulagilmistir. IMUH ve PPMI Denovo veri kiimeleri simiflandirildiginda goreceli
olarak diisiik perforformans metrikleri elde edilmistir. Bunun nedeni, bu iki veri
kiimesindeki veri sayisinin goreceli olarak diisiik olmasi, fMRG goriintiilerinin

yliksek bireysel farkliliklar ve giirtiltii icermesi olabilir.

5.4 Zaman Dagiliml 3 Boyutlu ESA+LSTM ile Siniflandirma

dh-fMRG dogasi itibariyle zamansal bir veridir. Bu yiizden TSA ile kurulan
modellerde islenmeye uygundur. Bu deneyde bir TSA ¢esidi olan LSTM katmani
modele eklenmistir. Keras modiiliinden alman zaman dagilimli katmanlarla
birlikte elimizdeki 4 veri kiimesine ayr1 ayri ikili smiflandirma uygulanmustr.
Zaman dagilimh evrisimli katmanlar verideki her bir beyin hacmine ayni model
agirliklariyla islem yapar. Verideki zaman adim sayisi arttik¢a egitim siiresi dogru

orantili olarak uzamaktadir.

Tablo 5.2 ZD-3B-ESA+LSTM modeliyle yapilan ortalama tan1 performansi
(pozitif sinf i¢in)

Veri Kiimesi | Dogruluk | Kararlilik | Duyarlilik | F1 Puan:
COBRE 0,60 0,70 0,50 0,58

ABIDE INYU 0,61 0,61 0,57 0,59

PPMI Denovo 0,49 0,39 0,44 0,39
IMUH 0,56 0,52 0,44 0,44

Burada yapilan ikili smiflandirma g¢alismasinda, COBRE ve ABIDE I NYU
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veri kiimeleri icin 10-kat ¢apraz dogrulama, PPMI Denovo ve IMUH veri
kiimeleri icinse birini digsarida birak ¢apraz dogrulama kullanilmistir. Her kat
icin kaydedilen en iyi modelin test edilmesiyle elde edilen performans olgiitii
degerlerinin ortalamasi Tablo 5.2de sunulmustur. Tabloya gore, en yiiksek
dogruluk ve F1 puami ABIDE I NYU veri kiimesi tizerinde elde edilmistir.
Daha sonra kiiciik bir farkla COBRE veri kiimesi gelmektedir. —Parkinson
veri kiimelerinin {izerinde yapilan simflandirmalarin diisiik performans
gostermesinin nedeni, az sayida drneklem icermeleri ve bunun sonucunda da
modelin yeterince genellesme yapamamasidir. Egitim verisine asir1 uyumlasma
(overfitting) olmamasi igin bazi diizenlilestirme teknikleri (dropout, L1 ve L2)

kullanilsa da yeterli olmamustir.

5.5 Tek Boyutlu ESA ile Siniflandirma

Tek boyutlu ESA kullanilarak olusturulan modeller sekans bigimindeki verileri
islemek icin siklikla kullanilmaktadir. Bu deneyde, AAL atlas1 sablon olarak
kullanilmis ve ilgili beyin bolgeleri belirlenerek ortalama BOLD sinyalleri
hesaplanmustir. Her bir dh-fMRG verinin boyutu (90,1) biiyiikliigiinde bir
vektore dusiirtilmiistiir. Yani elde edilen vektdr BOLD siyallerinin zamansal
olarak ortalamasidir; Sekans ya da zamansal bir veri degildir. ComBat’la
harmonizasyon islemi sonucunda ¢ikt1 boyutu aynidir. Elde edilen 6znitelikler

tek boyutlu oldugu icin tek boyutlu ESA ile islemeye uygundur.

Tablo 5.3 Tek boyutlu ESA ile ComBat uygulanmis IMUH + PPMI Denovo veri
kiimesi 5-kat ¢apraz dogrulama sonuglar: (pozitif sinif icin)

Katlar | Dogruluk | Precision | Recall | F1 Puam
Kat 1 0,67 0,60 1,00 0,75
Kat 2 0,83 1,00 0,67 0,80
Kat 3 0,67 0,67 0,67 0,67
Kat 4 0,50 0,50 0,33 0,40
Kat 5 0,83 1,00 0,67 0,80

Ortalama 0,70 0,75 0,67 0,68

5 kat capraz dogrulama sonucu ulasilan ortalama performans olgiitlerine
bakildiginda 0,70 dogruluk ve 0,68 F1 puani degerlerine ulasilmistir. Burada
kullanilan model 4 evrisim katmanina sahip basit bir model olmasimna ragmen

ulasilan model performans degerleri tatmin edicidir.

58



5.6 DVM ile Siniflandirma

dh-fMRG smiflandirmas: literatiirinde en ¢ok kullanilan simiflandirict
DVM'dir. Bu deneyde, dh-fMRG boyutu diisiiriilerek DVM’le Parkinson
tan1 galismasi yapilmistr. Bunu icin AAL atlasinda gore elimizdeki Parkindon
veri kiimelerindeki dh-fMRG verilerinin ilgili beyin bolgerinin ortalama sinyalleri
¢ikarilmistir. IMUH ve PPMI Denovo veri kiimeleri kaynaktan gelen giiriiltiiler
giderilmek amaciyla ComBat’la uyumlastirilmistir. (90, 1) boyutundaki gikarilan
Oznitelikler DVM ile siiflandirilmistir.

Tablo 5.4 DVM ile ComBat uygulanmis IMUH + PPMI Denovo veri kiimesi
5-kat capraz dogrulama sonuglar1 (pozitif sif igin)

Katlar | Dogruluk | Precision | Recall | F1 Puam
Kat 1 0,82 1,00 0,60 0,75
Kat 2 0,82 1,00 0,60 0,75
Kat 3 0,45 0,50 0,67 0,57
Kat 4 0,64 1,00 0,33 0,50
Kat5 1,00 1,00 1,00 1,00

Ortalama 0,75 0,90 0,64 0,71

Yukaridaki tabloda DVM kullanarak 5 kat gapraz dogrulanmus ikili siniflandirma
calismasinin model performans degerleri verilmistir. Ortalama olarak 0,75
dogruluk ve 0,71 F1 puani degerlerine ulasilmistir. Bu tezdeki Parkinson tam
calismalari i¢indeki en yiiksek performans degerlerine DVM'le ulagilmistir. DVM
sayica az olan yiiksek boyutlu veriye kolayca adapte olabilmektedir. Ulasilan

performans oOlgtitleri bunu desteklemektedir.

5.7 Degerlendirme

Bu tezde cesitli derin 6grenme modelleri ve klasik makine 6grenmesi
yontemlerinden DVM kullanilarak 4 ayr1 dh-fMRG veri kiimesi iizerine ikili
siniflandirmalar yapilmigtir.  Ikili simflandirmalar nérodejeneratif bir hastalik
olan Parkinson hastalig1, psikiyatrik bir rahatsizlik olan Sizofreni, nérogelisimsel
bir bozukluk olan Otizm Spektrum Bozuklugunu ayr1 ayri tanilamak amaciyla

tasarlanmustir.

[k iki deneyde 4 boyutlu ham dh-fMRG verilerinin, boyut diisiirme yontemi
kullanmadan bilgi kaybin1 en aza indirerek, uzam-zamansal olarak islenmesi
amaglanmigtir. Ik deneydeki derin &grenme yontemi, 4 boyutlu seyrek
ESA katmanlariyla olusturulan Minkowski ResNet34 modelidir. Bu model
ham dh-fMRG verileriyle uctan uca bir 6grenme saglamaktadir. Modeldeki

en uygun parametreler ve fonksiyonlar rastgele denemeler sonucu manuel
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olarak belirlenmisgtir. ~ Bunlar; Ogrenme katsayisi, paket boyutu, maliyet
hesaplama fonksiyonu, eniyileyici, epok sayis1 gibi seceneklerdir. Buradaki bazi
hiperparametreler hesaplama yapmak icin kullandigimiz altyapinin islem giictine
bagimlidir. Ornegin, paket boyutu GPU RAM'inin ne kadar yiiksek olduguyla
dogrudan iligkilidir. Eger GPU RAM’i egitim icin yeterli olmuyorsa daha kiigiik
bir paket boyutu tercih etmek zorunludur, bu durum smiflandirma performansin
etkilemektedir. Daha yiiksek paket boyutu tercih etmenin simiflandiricinin
bagarimini arttirdig bilinmektedir. Ikinci deneyde zamansal isleme icin zaman
dagiliml katmanlar ve LSTM katmani, konumsal isleme iginse 3 boyutlu ESA
katmanlar1 kullanilmistir. zd-3B-ESA+LSTM modelinde 4 boyutlu ham dh-fMRG
Oznitelikleri uctan uca egitilmistir. GPU RAM'i 12 GB kadardir ve bu ytizden
paket boyutu OOMyi (out of memory) engellemek igin 1 olarak secildi.

Bu iki deneyin basarmmini literatiirdeki benzer uzam-zamansal fMRG tani
calismalarinki ile karsilastiracak olursak; El-Gazzar ve digerleri, OSB tanisi
amaciyla yaptiklar1 3 boyutlu ESA ve iki yonliit LSTM kullanalarak ABIDE
I NYU veri kiimesini siniflandirma ¢alismasinda, ortalama 0,77 dogruluk ve
0,78 F1 puani degerlerine ulasmistir [85]. Bengs ve digerleri, [76] ESA ve
GRU katmanlar1 kullanarak ABIDE I NYU verikiimesi iizerinde yaptiklar
uzam-zamansal ¢alismada ortalama 0,67 dogruluk ve 0,71 F1 puaru elde etmistir.
Yine ayn1 makalede aym veri setiyle 4 boyutlu ESA kullanarak 0,60 dogruluk
ve 0,68 F1 puan1 performansiyla OSB tanilama calismasi yapilmistir. Sonug
olarak, bahsedilern calismalardaki performans degerleri, bu tezdeki 4 boyutlu
uzam-zamansal fMRG smiflandirma ¢alismalarinin performanslarina benzer ya

da biraz daha iyidir.

Tezdeki son iki deneyde Parkinson veri kiimeleri kullanularak (PPMI Denovo
ve IMUH) tani ¢alismas: yapilmistir. Farkhi kaynaktan gelen fMRG verileri,
heterojenlikleri ve MR makinesi kaynakli giiriiltii icermesi nedeniyle birlikte
kullanilamazlar.  Bu yiizden c¢ikarilan 6znitelikler tizerinde ComBat gibi
uyumlastirma yontemleri kullanilmaktadir. Harmonize edilen iki veri kiimesi
tek boyutlu ESA (1B-ESA) ve DVM ile smiflandirilmistir.  Literatiirdeki bir
calismada [67]], Tek boyutlu ESA kullanilarak ABIDE I NYU veri kiimesi tizerine
yapilan OSB tanilama calismasinda 0,64 dogruluk ve 0,62 F1 puani degerleri
elde edilmistir. Cristianini ve digerleri [123]], ABIDE I NYU verikiimesinden
cikardiklar1 fonksiyonel baglanti 6znitelikleri iizerine rbf cekirdekli DVM
kullanarak yaptiklar: simiflandirmada 0,60 dogruluk ve 0,59 F1 puaru degerlerine
ulastilar.  Tezdeki tek boyutlu ESA modeli ve DVM Parkinson tanilama
amacindaydi. Literatiirde PPMI'dan alinan fMRG verileriyle ve tek boyutlu

evrisimli sinir aglariyla yapilan bir ¢alisma heniiz yoktur. Guo ve digerlerinin
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calismasinda [[10]], PPMI fMRG veri kiimesi kullanilarak erken dénem Parkinson
tanilamas1 yapildi. SVM’le yapilan siniflandirmada 0,58 dogruluk ve 0,65 F1
puani degerleri elde edildi. Kazeminejad ve digerleri [124], PPMI fMRG veri
kiimesini kullanarak grafik teorik metriklerinden kapsamli bir 6znitelik se¢gme
yaparak 5 6znitelik hesaplamistir ve DVM’le 0,95 dogruluk degerine ulagmustir.
Bahsedilen calismalarla karsilastiracak olursak, bu tezdeki DVM’le Parkinson
tanilama ¢alismasinda, 0,75 dogruluk ve 0,71 F1 puan1 degerleri elde edilmistir.
[124]]'deki ¢alismanin dogruluk degerine ulasilamamistir. Fakat ondan 6nceki
calismalardan daha yiiksek performans 6l¢iitleri elde edilmistir.

Ugtan uca ¢ok boyutlu siniflandirma yontemleri gelecek vaad etse de fazla zaman,
yliksek hesaplama islem giicii ve ¢ok sayida veri gerektirdigi icin tatmin edici
performansa ulasilmasi ve giirbiiz modeller {iiretilmesi zordur. fMRG verisini
siniflandirmada en 6nemli islemin 6znitelik se¢gme/cikarma oldugu sonucuna
varilmistir. Yapilacak gelecek ¢alismalarda bunun tizerine odaklanmak yiiksek

basarimli modeller gelistirmek agisindan daha avantajli olabilir.

5.8 Sinirlamalar ve Gelecek Calismalar

Medikal veri analizindeki c¢alismalarda genellikle benzer zorluklarla
karsilagilmaktadir.  Diger goriintii modalitelerindeki gibi fMRG analizinde
de; yeterli veri bulunmamasi, veri kiimelerindeki 6rneklerin siniflara dengesiz
dagilimi, 6rnek sayisinin az olmasina ragmen 6znitelik evrenindeki boyutlulugun
fazla olmas: (curse of dimensionality) en ¢ok karsilasilan sorunlardandir. Ayrica,
veri kiimelerini olusturan goriintiiler arasinda yiiksek miktarda bireysel

degiskenlikler mevcuttur.

Ik probleme ¢6ziim olarak sentetik veri iiretmek ya da cesitli veri ¢ogaltma
teknikleri (data augmentation) kullanilmaktadir. Dengesiz veri kiimelerinin
orneklerinden ¢ikarilan diisiik boyutlu 6zniteliklerle beslenen makine 6grenmesi
modelleri icin sentetik veri {iretilebilir. Ornegin SMOTE (Synthetic Minority
Oversampling Technique) gibi yontemler [125], [126] ya da en basit veri
transformasyon yontemleri kullanilabilir (rotasyon vs).  Yiiksek boyutlu
verileri, 6rnegin fMRG, ¢ogaltmak icin, GAN (generative adversarial network)
[127]], [[128]], [89] gibi daha gelismis yontemlerin medikal alanda uygulanmas:
yliksek islem giicti gerektirdiginden az sayidadir. Gelecekte bu konular {izerine
calismalar yapilabilir.
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EKL&

A1 4 Boyutlu Seyrek ESA Carpraz Dogrulama Ayrintili
Sonuclan
Minkowski ResNet34 Agiyla

Tablo A.1 COBRE Verikiimesi 10 Kat Capraz Dogrulama Sonuglar: (Pozitif sinif

igin).

Katlar | Dogruluk | Precision | Recall | F1 Puam
Kat 1 0,60 0,52 1,00 0,69
Kat 2 0,68 0,64 0,64 0,64
Kat 3 0,48 0,43 0,55 0,48
Kat 4 0,80 0,75 0,82 0,78
Kat5 0,72 1,00 0,36 0,53
Kat 6 0,56 0,50 0,82 0,62
Kat7 0,72 0,64 0,82 0,72
Kat 8 0,60 0,56 0,45 0,50
Kat 9 0,60 0,55 0,55 0,55

Kat 10 0,84 0,82 0,82 0,82

Ortalama 0,66 0,64 0,68 0,63

Tablo A.2 ABIDE NYU Verikiimesi 10 Kat Capraz Dogrulama Sonugclar: (Pozitif
sinif igin).

Katlar | Dogruluk | Precision | Recall | F1 Puam
Kat 1 0,61 0,60 0,64 0,62
Kat 2 0,68 0,65 0,79 0,71
Kat 3 0,68 0,69 0,64 0,67
Kat 4 0,57 0,58 0,50 0,54
Kat 5 0,68 0,62 0,93 0,74
Kat 6 0,54 0,57 0,29 0,38
Kat 7 0,54 0,54 0,50 0,52
Kat 8 0,64 0,61 0,79 0,69
Kat9 0,71 0,65 0,93 0,76

Kat 10 0,57 0,57 0,57 0,57

Ortalama 0,62 0,61 0,66 0,62
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Tablo A.3 PPMI Denovo Verikiimesi Birini Birak Capraz Dogrulama Sonuglar1
(Pozitif sinf igin).

Katlar | Dogruluk | Precision | Recall | F1 Puam
Kat 1 0,57 0,57 1,00 0,73
Kat 2 0,71 0,67 1,00 0,80
Kat 3 0,57 0,57 1,00 0,73
Kat 4 0,86 1,00 0,75 0,86
Kat 5 0,71 0,67 1,00 0,80
Kat 6 0,86 0,80 1,00 0,89
Kat 7 0,86 0,80 1,00 0,89
Kat 8 0,57 0,57 1,00 0,73
Kat 9 0,71 0,67 1,00 0,80
Kat 10 0,71 0,67 1,00 0,80
Kat 11 0,71 0,67 1,00 0,80
Kat 12 0,71 0,75 0,75 0,75
Kat 13 0,71 0,75 0,75 0,75
Kat 14 0,71 0,67 1,00 0,80
Kat 15 0,29 0,00 0,00 0,00
Kat 16 0,57 1,00 0,25 0,40
Kat 17 0,57 0,67 0,50 0,57
Kat 18 0,29 0,00 0,00 0,00
Kat 19 0,71 1,00 0,50 0,67
Kat 20 0,43 0,00 0,00 0,00
Kat 21 0,71 0,75 0,75 0,75
Kat 22 0,43 0,00 0,00 0,00
Kat 23 0,57 1,00 0,25 0,40
Kat 24 0,43 0,00 0,00 0,00
Kat 25 0,71 1,00 0,50 0,67
Kat 26 0,43 0,00 0,00 0,00
Kat 27 0,86 0,80 1,00 0,89
Kat 28 0,71 1,00 0,50 0,67

Ortalama 0,63 0,61 0,63 0,58
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Tablo A.4 IMUH Verikiimesi Birini Birak Capraz Dogrulama Sonuglar: (Pozitif
sinif igin).

Katlar | Dogruluk | Precision | Recall | F1 Puam
Kat 1 0,60 0,67 0,67 0,67
Kat 2 0,60 0,67 0,67 0,67
Kat 3 0,60 0,60 1,00 0,75
Kat 4 1,00 1,00 1,00 1,00
Kat 5 0,60 1,00 0,33 0,50
Kat 6 0,40 0,50 0,33 0,40
Kat 7 0,60 0,67 0,67 0,67
Kat 8 0,60 0,67 0,67 0,67
Kat9 0,40 0,00 0,00 0,00
Kat 10 0,40 0,00 0,00 0,00
Kat 11 0,40 0,00 0,00 0,00
Kat 12 0,80 1,00 0,67 0,80
Kat 13 0,40 0,00 0,00 0,00
Kat 14 0,60 1,00 0,33 0,50
Kat 15 0,60 1,00 0,33 0,50
Kat 16 0,60 0,67 0,67 0,67

Ortalama 0,58 0,59 0,46 0,49
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A.2 AAL Beyin Atlas1 Bolgeleri ve Koordinatlar

Tablo A.5 AAL Beyin Atlas1 Bolgeleri ve Koordinatlar:

indeks Bolge Adi XMNI YMNI X]\/[N]
1 Precentral L -39 —6 51
2 Precentral R 41 -8 —52
3 Frontal Sup L —-18 35 42
4 Frontal Sup R 22 31 44
5 Frontal Sup Orb L =17 47 —-13
6 Frontal Sup Orb R 18 48 —14
7 Frontal Mid L -33 33 35
8 Frontal Mid R 38 33 34
9 Frontal Mid Orb L =31 50 —-10
10 Frontal Mid Orb R 33 53 -11
11 Frontal Inf Oper L —48 13 19
12 Frontal Inf Oper R 50 15 21
13 Frontal Inf Tri L —46 30 14
14 Frontal Inf Tri R 50 30 14
15 Frontal Inf Orb L —36 31 —12
16 Frontal Inf Orb R 41 32 -12
17 Rolandic Oper L —47 -8 14
18 Rolandic Oper R 53 —6 15
19 Supp Motor Area L -5 5 61
20 Supp Motor Area R 9 0 62
21 Olfactory L -8 15 —-11
22 Olfactory R 10 16 —11
23 Frontal Sup Medial L | -5 49 31
24 Frontal Sup Medial R 9 51 30
25 Frontal Med Orb L -5 54 -7
26 Frontal Med Orb R 8 52 -7
27 Rectus L -5 37 —18
28 Rectus R 8 36 —-18
29 Insula L -35 7 3
30 Insula R 39 6 2
31 Cingulum Ant L —4 35 14
32 Cingulum Ant R 8 37 16
33 Cingulum Mid L -5 —15 42
34 Cingulum Mid R 8 -9 40
35 Cingulum Post L -5 —43 25
36 Cingulum Post R 7 —42 22
37 Hippocampus L =25 | =21 | -10
38 Hippocampus R 29 =20 | =10
39 ParaHippocampal L | —21 | —-16 | -21
40 ParaHippocampal R 25 -15 | =20
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Tablo A.6 AAL Beyin Atlas1 Bolgeleri ve Koordinatlari-devam 1

indeks Bolge Ad1 XMNI YMNI XJWN[
41 Amygdala L -23 -1 —17
42 Amygdala R 27 1 —18
43 Calcarine L -7 -79 6
44 Calcarine R 16 -73 9
45 Cuneus L -6 -80 27
46 Cuneus R 14 -79 28
47 Lingual L -15 | —68 -5
48 Lingual R 16 —67 —4
49 Occipital Sup L -17 | -84 28
50 Occipital Sup R 24 —81 31
51 Occipital Mid L -32 | =81 16
52 Occipital Mid R 37 —80 19
53 Occipital Inf L -36 | =78 -8
54 Occipital Inf R 38 —82 -8
55 Fusiform L -31 —40 -20
56 Fusiform R 34 -39 -20
57 Postcentral L —42 -23 49
58 Postcentral R 41 -25 53
59 Parietal Sup L =23 | —60 59
60 Parietal Sup R 26 -59 62
61 Parietal Inf L —43 —46 47
62 Parietal Inf R 46 —46 50
63 SupraMarginal L =56 | —34 30
64 SupraMarginal R 58 -32 34
65 Angular L —44 —61 36
66 Angular R 46 —60 39
67 Precuneus L -7 —-56 48
68 Precuneus R 10 —-56 44
69 Paracentral Lobule L -8 -25 70
70 Paracentral Lobule R 7 -32 68
71 Caudate L -11 11 9
72 Caudate R 15 12 9
73 Putamen L —-24 4 2
74 Putamen R 28 5 2
75 Pallidum L -18 0 0
76 Pallidum R 21 0 0
77 Thalamus L -11 -18 8
78 Thalamus R 13 —18 8
79 Heschl L —42 -19 10
80 Heschl R 46 -17 10
81 Temporal Sup L =53 | 21 7
82 Temporal Sup R 58 —-22 7
83 Temporal Pole Sup L | —40 15 —-20
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Tablo A.7 AAL Beyin Atlas1 Bolgeleri ve Koordinatlari-devam 2

indeks Bolge Adi XMNI YMNI X]V[NI

84 Temporal Pole SupR | 48 15 -17
85 Temporal Mid L =56 | —34 -2

86 Temporal Mid R 57 =37 -1

87 Temporal Pole Mid L | —36 15 —-34
88 Temporal Pole Mid R | 44 15 -32
89 Temporal Inf L -50 | —-28 | -23
90 Temporal Inf R 54 =31 | =22
91 Cerebellum Crusl L | —-35 —67 -29
92 Cerebellum Crusl R 38 —-67 | =30
93 Cerebellum Crus2 L | —28 -73 -38
94 Cerebellum Crus2 R 33 —69 —-40
95 Cerebellum 3 L -8 =37 | =19
96 Cerebellum 3 R 13 —-34 -19
97 Cerebellum 45 L -14 —43 -17
98 Cerebellum 4 5 R 18 —43 -18
99 Cerebellum 6 L -22 -59 -22
100 Cerebellum 6 R 26 -58 —-24
101 Cerebellum 7b L =31 —60 —45
102 Cerebellum 7b R 34 —-63 —48
103 Cerebellum 8 L -25 -55 —48
104 Cerebellum 8 R 26 -56 —-49
105 Cerebellum 9 L -10 —49 —46
106 Cerebellum 9 R 10 —49 —46
107 Cerebellum 10 L -22 -34 —42
108 Cerebellum 10 R 27 —-34 —-41
109 Vermis 1 2 2 -39 20
110 Vermis 3 2 —40 -11
111 Vermis 4 5 2 -52 -6

112 Vermis 6 2 —67 -15
113 Vermis 7 2 72 —-25
114 Vermis 8 2 —64 —34
115 Vermis 9 2 —-55 —-35
116 Vermis 10 1 —46 -32
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EKLI!%

B.1 Ornek Kodlar

Minkowski ResNet34 Modeliyle IMUH Veri Kiimesi ikili Siniflandirma

import torch.nn as nn

import numpy as np

import os

import nibabel as nib

#from nilearn import plotting

from torch import from_numpy, Tensor

from torch import transpose

from torch import reshape

from torch.utils.data import DatalLoader, Dataset

import torch.optim as optim

import torch

import examples.resnet as resnets

import sys

import argparse

import sklearn.metrics as metrics

import torch.nn.functional as F

from sklearn.model_selection import LeaveOneOut,
StratifiedKFold

import MinkowskiEngine as ME

from examples. pointnet import (
minkowski_collate_fn,

)

from examples.common import seed_all

# Log file

old_stdout = sys.stdout

log_file = open("/scratch/myener/IMUH/IMUH_4D_loocv.log" ,"w
ll)

sys.stdout = log_file

parser = argparse.ArgumentParser ()

78



parser
parser
parser
parser
parser
parser
parser

e—6)

.add_argument("—-—voxel_size'
.add_argument("——max_steps", type=int, default=150)
.add_argument("——val_freq", type=int, default=1)
.add_argument("——batch_size", default=2, type=int)
.add_argument("——device", default=3, type=int)
.add_argument("——1r", default=le-5, type=float)
.add_argument("——weight_decay", type=float, default=1

, type=float, default=1)

parser.add_argument("——num_workers", type=int, default=4)

parser .add_argument("——stat_freq", type=int, default=1)

parser.add_argument("——seed", type=int, default=111)

parser.add_argument("——best_model", type=str, default="/
scratch /myener/IMUH/IMUH_4D_best_model_loocv")

class fMRI_dataset(Dataset):

def

def

def

def

__init__(
self ,
data_root: str = "/home/myener/project/PPMI_clipped

"
7

Dataset.__init__ (self)

self .image_path=data_root

self . path_label=self.extract_dirs ()

self.all_labels = [int(item) for item in self.
get_labels ()]

extract_dirs (self):
labels=os.listdir (self.image_path)
dirs=[]
for label in labels:
file_names=o0s.listdir (os.path.join(self.
image_path, str(label)))
for file in file names:
dirs .append ([ os.path.join (self.image_path,
str(label), file),str(label)])
return dirs

extract_dense_data(self ,idx):
try:

img=nib .load (self.path_label[idx ][0])
except IndexError:

print(" ", idx)
img_label=self.path_label[idx][1]
unscaled_data=np.array (img.get_fdata())
return unscaled_data, int(img_label)

__getitem__ (self , idx):
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dense_data, label=self.extract_dense_data (idx)
sparse_tensor=from_numpy(dense_data).to_sparse ()
coo=sparse_tensor.indices () .int ()
coo=transpose(coo,0,1)
feats=reshape(sparse_tensor.values().float () ,b(coo.shape
[0],1))

return {

"coordinates ": coo,

"features": feats.to(torch.float32),

"label ": label,

}

def __len__(self):
return len(self.path_label)

def get_labels(self):
labels =[]
for idx in range(len(self.path_label)):
_,label=self.extract_dense_data (idx)
labels.append(str (label))
return labels

def create_input_batch(batch, device, quantization_size=1):

targets = F.one_hot(torch.tensor (batch["labels"]),
num_classes=2)
#batch|["coordinates "][:, 1:] = batch["coordinates"][:,
1:] / quantization_size
return targets , ME.SparseTensor (
batch|["features"],batch["coordinates"], device=
device,

def reset_weights(net):

7 77

Try resetting model weights to avoid
weight leakage.

for layer in net.children ():

if hasattr(layer, ’‘reset_parameters’):

print (f "Reset trainable parameters of layer = {layer}’)
layer.reset_parameters ()

def test(net, device, config, criterion, data_loader):

net.eval ()
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labels , preds, val_loss =[], [], O
with torch.no_grad():
for batch in data_loader:
targets , input = create_input_batch(
batch, device=device, quantization_size=
config.voxel_size,
)
logit = net(input)
logit= logit.F
loss = criterion (logit. float(), targets.float ()
.to(device))
val_loss+=loss.detach () .item ()
pred = torch.argmax(logit, 1)
targets = torch.argmax(targets, 1)
labels .append(targets.cpu() .numpy())
preds.append (pred.cpu() .numpy() )
torch.cuda.empty_cache ()
#print (metrics. classification_report(np.concatenate(
labels),
#np.concatenate (preds) ,target_names = [’
class 0’, ’class 17]))
return metrics.accuracy_score(np.concatenate(labels) ,np
.concatenate (preds)), val_loss/len(data_loader),
metrics.confusion_matrix (np.concatenate (labels), np.
concatenate (preds))

def train(net, device, config):

kfold = LeaveOneOut()

#kfold = StratifiedKFold (n_splits=14, shuffle=True)

dataset = fMRI_dataset(data_root="/scratch/myener/IMUH/
mm_normalized /train")

#net_all = torch.load ("/home/myener/project/logs/4
d_mink_clipped_image.pth")
#net.load_state_dict(net_all[ state_dict’])

for fold, (train_ids, val_ids) in enumerate(kfold.split
(dataset)):
print (f "Fold #{fold}")
print

Rk

print ("Train_idx: ", train_ids, "Test idx: ",
val_ids )
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train_subsampler = torch.utils.data.
SubsetRandomSampler(train_ids)

val_subsampler = torch.utils.data.
SubsetRandomSampler (val_ids)

train_loader = DataLoader(
dataset,
num_workers=config .num_workers,
sampler=train_subsampler,
collate_fn=minkowski_collate_fn,
batch_size=config.batch_size,

)

val_loader = DataLoader(
dataset,
num_workers=config .num_workers,
sampler=val_subsampler,
collate_fn=minkowski_collate_fn,
batch_size=config.batch_size,

)

optimizer = optim .Adam(
net.parameters(), lr=config.lr, weight_decay=
config .weight_decay,
)

scheduler = optim.lr_scheduler.CosineAnnealingLR (
optimizer , T_max=config.max_steps,)

print (optimizer)
print (scheduler)

criterion =
min _val =1
net. train ()
tot_iter=0

nn. BCEWithLogitsLoss ()

for epoch in range(config.max_steps):

#train_iter = iter (make_data_loader(config, "train
"))
epoch_loss, val_loss, accum_loss, accum_iter =
0, 0, 0, 0

labels , preds = [], []
for i , data_dict in enumerate(train_loader ,0):

targets , input = create_input_batch(
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data_dict ,device=device, quantization_size=
config.voxel_size
)

optimizer.zero_grad()

#print ("data_dict coo:", data_dict["
coordinates"])

#print ("data_dict feats:", data_dict["
features"])

logit = net(input)

logit= logit.F

#print ("logits: ", logit )

#print ("targets: ", targets)

loss = criterion (logit.float(), targets.
float().to(device))

loss .backward ()
optimizer.step ()

epoch_loss += loss.detach().item ()
pred = torch.argmax(logit, 1)
targets = torch.argmax(targets, 1)

labels .append(targets.cpu() .numpy())
preds.append (pred.cpu() .numpy() )

torch.cuda.empty_cache ()

accum_loss += loss.detach () .item ()
accum_iter += 1
tot_iter +=1

if tot_iter % 10 == 0 or tot_iter ==
print (
f’Iter: {tot_iter}, Epoch: {epoch},
Loss: {accum_loss / accum_iter
}I
)

accum_loss, accum_iter = 0, 0

if epoch % config.stat_freq == 0:
print (f "Epoch {epoch+0:03}: | Loss: {
epoch_loss/len(train_loader):.5f}")
print (f " Current LR: {scheduler.get_last_Ir
O1)

print (f’ Trainingset evaluation results ')
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if

__name__ == "'_ _main__

train_acc = metrics.accuracy_score(np.
concatenate (labels) ,np.concatenate (preds

))

train_conf = metrics.confusion_matrix (np.
concatenate (labels), np.concatenate (
preds))

print (f’Trainset accuracy: {train_acc}’)
print(f’Trainset confusion matrix: {
train_conf}”’)

if epoch % config.val_freq == 0 and i > O:
print (f"Valset evaluation results")
val_acc, val_loss, conf_matrix = test(net,

device, config, criterion, val_loader)
scheduler.step ()

if val_loss <=min_val:
min_val = val_loss
torch.save(net.state_dict(),config.
best_model+str (fold)+ .pth”)
print ("Best model saved.")

print (f"Val Accuracy: {val_acc}")
print(f"Val loss: {val_loss}. Min val loss:
{min_val}")
print ("val confusion matrix",conf_matrix)
net. train ()
net.apply (reset_weights)

n ",

torch. multiprocessing .set_sharing_strategy (’file_system
")

config = parser.parse_args()

seed_all (config.seed)

num_devices = torch.cuda.device_count()

devices = list (range(num_devices))

device = devices|[config.device]

torch.cuda.set_device(config.device)

print(" IMUH Dataset

") print

(u \rl\n
H)
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net =getattr (resnets ,"ResNet34") (1, 2, D=4).to(device)

print(" Network ")

print (net)

print(" \n '\
n)

print (config)

print(" \n '\

n')

train (net, device, config)

sys.stdout = old_stdout
log_file.close ()

ZD-3B-ESA+LSTM Modeliyle ABIDE I NYU Veri Kiimesi ikili Siniflandirma

from tensorflow .keras.layers import MaxPooling2D,
TimeDistributed , Conv3D

from tensorflow .keras.layers import Dropout, LSIM

from tensorflow.keras.layers import Flatten,
GlobalMaxPooling3D

from tensorflow.keras.layers import Dense,
BatchNormalization , MaxPooling3D

from tensorflow.keras.layers import Input, Activation

from tensorflow .keras.optimizers import Adam, SGD

from tensorflow .keras.optimizers.schedules import
ExponentialDecay

import tensorflow.keras.utils as utils

from tensorflow .keras.callbacks import EarlyStopping

from tensorflow.keras.callbacks import ReduceLROnPlateau

from tensorflow.keras.callbacks import ModelCheckpoint

from tensorflow.keras.callbacks import TensorBoard

from tensorflow.keras import regularizers

from tensorflow .keras.models import Sequential

from sklearn.metrics import classification_report,
confusion_matrix

from sklearn.metrics import roc_curve, roc_auc_score

from sklearn. utils.class_weight import compute_class_weight

from sklearn.model_selection import StratifiedKFold,
LeaveOneOut

#import random as rn
#import matplotlib.pyplot as plt
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import nibabel as nib
import numpy as np

#import seaborn as sn
import os

import sys

import argparse

#Log file

old_stdout = sys.stdout

log_file = open("/scratch/myener/ABIDE_normalized/
ABIDE_lIstm_cv.log",6"w"

sys.stdout = log_file

parser = argparse.ArgumentParser ()
parser.add_argument("——epochs", type=int, default=200)
parser.add_argument("——batch_size", default=1, type=int)
parser.add_argument("——Ir", default=0.0001, type=float)
parser.add_argument("——weight_decay", type=float, default=1
e—7)
parser.add_argument("——num_workers", type=int, default=4)
parser .add_argument("——seed", type=int, default=9876)
parser.add_argument("——kfold", type=int, default=10)
parser.add_argument("——best_model", type=str, default="/
scratch /myener/ABIDE_normalized /ABIDE_Istm_cv")

np.random. seed (22)
#rn.seed (5)
#tf .set_random_seed (1234)

class DataGenerator(utils.Sequence):
"Generates data for Keras’
def __init__ (self ,dirs="/scratch/myener/
ABIDE_normalized/train", batch_size=1, dim
=(31,37,31,150) , n_channels=1,
n_classes=2, shuffle=True, indices_n=range
(28)):
"Initialization ’
self.dir=dirs
self.indices = indices_n
self.dim = dim
self.batch_size = batch_size
self .list_IDs ,self.labels = self.
generate_IDs_labels ()
self.n_channels = n_channels
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def

def

def

def _

self . n_classes = n_classes
self.shuffle = shuffle
self.on_epoch_end ()

__len__(self):

"Denotes the number of batches per epoch’

return int(np.floor(len(self.list_IDs) / self.
batch_size))

__getitem__ (self , index):

"Generate one batch of data’

# Generate indexes of the batch

indexes = self.indexes[index*self.batch_size:(index
+1)*self.batch_size]

# Find list of IDs
list_IDs_temp = [self.list_IDs[k] for k in indexes]

# Generate data
X, y = self.__data_generation (list_IDs_temp)

return X, y

on_epoch_end (self):
"Updates indexes after each epoch’
self .indexes = np.arange(len(self.list_IDs))
if self.shuffle == True:
np.random. shuffle (self.indexes)

_data_generation(self , list_IDs_temp):
"Generates data containing batch_size samples’” # X
(n_samples, #dim, n_channels)
# Initialization
X = np.empty((self.batch_size, xself.dim, self.
n_channels))
y = np.empty((self.batch_size), dtype=int)

# Generate data
for i, ID in enumerate(list_IDs_temp):
# Store sample
img = nib.load (ID).get_fdata()
img = img[:,:,:,:150].T
X[i,] = img.reshape((*self.dim, self.n_channels

))

# Store class
y[i] = self.labels[ID]
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if

__name__ == "__main__

return X, utils.to_categorical(y, num_classes=self.
n_classes)

def generate_IDs_labels(self):
labels={}
all_files =[]
for paths in os.listdir (self.dir):
for path in paths:
for files in os.listdir (os.path.join(self.
dir, path)):
full_path = os.path.join(self.dir, path
, files)
if os.path.isfile (full_path):
all_files .append(full_path)
labels [ full_path]=int(path)
selected_files = [all_files[i] for i in self.
indices |
return selected_files , labels

n ",

os.environ [ "CUDA_VISIBLE_DEVICES"|="0"

#tf . executing_eagerly ()

config = parser.parse_args()
print (config)

params = {’dim’: (31,37,31,150),
"batch_size ": config.batch_size,
"'n_classes ": 2,
"'n_channels ": 1,
"shuffle ": True}

#test_generator = DataGenerator ("/home/myener/project/
data/COBRE_normalized/test", sxparams)

kfold = StratifiedKFold (n_splits=config.kfold, shuffle=
True)
for fold, (train_ids, val_ids) in enumerate(kfold.split
(range (120) ,60x%[0]+60x%[1])):
print (f’Fold #{fold}")
print

Rk
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n

print ("val indices: ", wval_ids)

# Generators

training_generator = DataGenerator(dirs="/scratch/
myener /ABIDE_normalized/train", xxparams,
indices_n=train_ids )

validation_generator = DataGenerator(dirs="/scratch
/myener /ABIDE_normalized/train", ssparams,
indices_n=val_ids )

print ("validation samples",validation_generator.
list_IDs)

# Design model

model = Sequential ()
model . add (
TimeDistributed (

Conv3D (512, (3,3,3) ,strides=(2, 2, 2),
padding="same’, kernel_initializer=’
glorot_uniform ’,

kernel_regularizer=regularizers.11_12(11=1e
—5, 12=le—4),

bias_regularizer=regularizers.12(le—4),
activity_regularizer=regularizers.12(le-5)

)
input_shape=(150,31,37,31,1) ,)

)
model . add (
TimeDistributed (
BatchNormalization ()
)
)
model . add (
TimeDistributed (
Activation ('relu’)
)
)
model . add (TimeDistributed (MaxPooling3D (pool_size
= (2/ 2, 2) ) ) )
model . add (
TimeDistributed (
Conv3D (256, (3,3,3),strides=(2, 2, 2),
padding='same’, kernel_initializer =’
glorot_uniform ’,

))

)
model . add (

TimeDistributed (
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BatchNormalization ()
)
)
model . add (
TimeDistributed (
Activation ('relu’)
)
)
model . add (
TimeDistributed (
Conv3D (128, (3,3,3),strides=(2, 2, 2),
padding='same’, kernel_initializer =’

glorot_uniform ’,

)
)

model . add (
TimeDistributed (
BatchNormalization ()
)
)
model . add (
TimeDistributed (
Activation ("relu’)
)
)
model . add (
TimeDistributed (
Conv3D(256, (3,3,3) ,strides=(2, 2, 2),
padding="same’ , kernel_initializer =’
glorot_uniform ’,

))

)
model . add (

TimeDistributed (
BatchNormalization ()

)
)
model . add (

TimeDistributed (
Activation ('relu’)

)
)

# We need to have only one dimension per output
# to insert them to the LSIM layer — Flatten or use

Pooling

model . add (
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TimeDistributed (
GlobalMaxPooling3D () # Or Flatten ()

)
)

model . add (
LSIM (256, activation='relu’, return_sequences=
False,

)
)
model.add (Dense (128, activation="relu’,
kernel_regularizer=regularizers.11_12 (11=1e-5,
12=1e—-4),

bias_regularizer=regularizers.12(le—4),
activity_regularizer=regularizers.12(le-5)))

model . add (Dropout (.5) )
model.add (Dense (2, activation="softmax’))

#model. build (input_shape=(15, 55, 66, 55,1))

#lr_schedule = tf.keras.optimizers.schedules.
ExponentialDecay (

# initial_learning_rate=config.lr, decay_steps
=100000, decay_rate=0.96)

#y = 8x30x[0]+ 22x30% [1]

#weights = compute_class_weight (’balanced’, classes
=np . unique (y) ,y=y)

#print(f’ class weights: {weights}’ )

Ir_scheduler = ExponentialDecay(config.lr,
decay_steps=100000, decay_rate=0.96, staircase=
True)

model. compile (optimizer=Adam(learning_rate=
Ir_scheduler),

metrics = [’accuracy’],
loss="binary_crossentropy ',
)
print(" ABIDE low resolution
Dataset )
print
(ll \
n\n”)
print(" Network
)

print (model.summary(line_length =100,positions=[.4,
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6, 1]))

print(" Params

\n\n")

print (params)
print
(ll

n\n")

# Train model on dataset

#es=EarlyStopping (monitor="val_loss ', min_delta=1le
—7,mode="min’, patience=4, verbose=1)

save_best_model = ModelCheckpoint(config.best_model
+str (fold)+’".h5", save_best_only=True, monitor=’
val_loss ' ,mode="min")

#reduce_LR = ReduceLROnPlateau(monitor="val_loss ',
factor=0.1, patience=2, verbose=1, min_delta=le
—8, mode="min")

tb = TensorBoard(log_dir="/scratch/myener/
ABIDE_normalized/logs ", write_graph=True)

H = model. fit (x=training_generator,
validation_data=validation_generator,
use_multiprocessing=False ,
workers=1,
epochs=config .epochs,
verbose=2,
callbacks=[save_best_model,tb ],
#class_weight={0: 1/8, 1: 1/22}

)

print ("Model trained.")
print

&

sys.stdout = old_stdout
log_file.close ()
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